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Resumo

Este trabalho trata o problema de programação de tarefas em uma máquina 
om janelas

de 
on
lusão distintas e tempos de preparação da máquina dependentes da sequên
ia de exe-


ução das tarefas, denominado SMSPETP-SDS. O objetivo é minimizar a soma ponderada

das ante
ipações e dos atrasos na 
on
lusão das tarefas. Em termos práti
os, as penalidades

por ante
ipação são de
orrentes de 
ustos gerados pela ne
essidade de esto
agem, enquanto

as penalidades por atraso são 
onsequên
ias de multas 
ontratuais. O SMSPETP-SDS possui

muitas apli
ações em indústrias metalúrgi
as, têxteis, quími
as, entre outras. Além do grande

número de apli
ações, é um problema difí
il de ser resolvido na otimalidade, visto perten
er à


lasse NP-difí
il. A união entre a apli
abilidade e a di�
uldade de en
ontrar uma solução ótima

motiva o desenvolvimento de algoritmos e�
ientes para resolvê-lo. Apesar disso, o problema de

programação de tarefas 
om as 
ara
terísti
as 
onsideradas neste trabalho ainda não re
ebeu a

devida atenção. O SMSPETP-SDS tem sido tratado basi
amente por meio de pro
edimentos

heurísti
os que dividem o problema em dois subproblemas: determinar a melhor programa-

ção de uma dada sequên
ia de tarefas, 
onsiderando-se a possibilidade de inserção de tempos

o
iosos entre a exe
ução de tarefas 
onse
utivas; e determinar uma sequên
ia de tarefas que,

asso
iada à sua programação ótima, minimize a soma das penalidades geradas pelas tarefas.

Neste trabalho, o SMSPETP-SDS é tratado sob uma perspe
tiva ainda não 
onsiderada na

literatura. Ini
ialmente é proposto um novo algoritmo de programação ótima de uma dada

sequên
ia de tarefas. Esse algoritmo, de 
omplexidade O(n2), é utilizado nos algoritmos heu-

rísti
os propostos para resolver o problema de sequen
iamento das tarefas. Esse algoritmo de

programação ótima também é utilizado em um algoritmo exato de enumeração implí
ita para

o 
aso parti
ular 
om tempos de preparação da máquina independentes da sequên
ia de exe-


ução das tarefas, denominado SMSPETP-SIS. O algoritmo de enumeração implí
ita proposto

faz uso de resultados teóri
os desenvolvidos ex
lusivamente para o SMSPETP-SIS. Em um

segundo momento, propõem-se várias formulações matemáti
as para o SMSPETP-SDS. Um

horizonte de planejamento para a exe
ução de 
ada tarefa é proposto a �m de ser utilizado na

determinação dos parâmetros de entrada dessas formulações. Por último, são propostas novas

famílias de restrições válidas para as formulações baseadas em variáveis indexadas no tempo,

bem 
omo algoritmos de separação para essas famílias. Experimentos 
omputa
ionais mostram

que: o algoritmo de programação ótima de uma dada sequên
ia de exe
ução das tarefas pro-

posto é mais rápido que o algoritmo até então utilizado para esse �m; os algoritmos heurísti
os

propostos para o problema de sequen
iamento das tarefas são melhores que dois algoritmos

da literatura na maioria dos problemas-teste 
onsiderados; o algoritmo de enumeração implí-


ita é uma boa alternativa para a resolução exata do SMSPETP-SIS; e os limites inferiores


onstruídos 
om os algoritmos de separação propostos são muito melhores que as soluções das

respe
tivas relaxações lineares das formulações matemáti
as apresentadas.

Palavras-Chave: Programação de Tarefas, Janelas de Con
lusão, Preparação da Máquina,

Inserção de Tempos O
iosos, Formulações Matemáti
as, Heurísti
as de Separação.
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Abstra
t

This work addresses the single ma
hine s
heduling problem with distin
t 
ompletion win-

dows and sequen
e dependent setup times (SMSPETP-SDS). The obje
tive is to minimize the

total weighted earliness and tardiness. In the pra
ti
e, earliness penalties are due to 
osts

generated by the need of sto
kpiling, while tardiness penalties are 
onsequen
es of 
ontra
-

tual penalties. SMSPETP-SDS has many appli
ations in JIT manufa
turing, semi-
ondu
tor

manufa
turing, 
hemi
al pro
essing, PERT/CPM s
heduling, and video on demand servi
es,

among others. In addition, SMSPETP-SDS is an NP-hard problem. The appli
ability of the

SMSPETP-SDS 
oupled with the di�
ulty of �nding an optimal solution motivates the deve-

lopment of e�
ient algorithms to it. Nevertheless, the job s
heduling problem with the 
hara
-

teristi
s 
onsidered in this work has not re
eived the deserved attention. The SMSPETP-SDS

has been treated basi
ally by heuristi
 pro
edures that divide the problem into two subpro-

blems: sequen
ing the jobs, and determining the optimal time for 
ompletion of ea
h job in a

given sequen
e (or inserting idle time between jobs in the sequen
e) in order to minimize the

total penalties generated. In this work, the SMSPETP-SDS is treated from a perspe
tive not

yet 
onsidered in the literature. First, a new O(n2) optimal s
heduling algorithm is proposed.

This algorithm is used in proposed heuristi
 algorithms to solve the job sequen
ing problem.

The optimal s
heduling algorithm is also used in an exa
t algorithm, based on impli
it enu-

meration, for the spe
ial 
ase with sequen
e-independent setup times (SMSPETP-SIS). The

proposed impli
it enumeration algorithm takes advantage of theoreti
al results generated for

the SMSPETP-SIS. In a se
ond moment, several mathemati
al formulations are proposed for

the SMSPETP-SDS. In order to determine the input parameters of these formulations, a plan-

ning horizon for the pro
essing of ea
h job is proposed. Finally, new valid 
onstraints families

for the formulations based on time-indexed variables, as well as separation algorithms for these

families, are proposed. Computational experiments show that: the new algorithm for the opti-

mal s
heduling of a given job sequen
e is more e�
ient than the only other equivalent algorithm

found in the literature; the proposed heuristi
 algorithms for the job sequen
ing problem are

better than two algorithms of the literature in most of the instan
es 
onsidered; the impli
it

enumeration algorithm is a good alternative to the exa
t resolution of SMSPETP-SIS; and

the lower bounds generated with the proposed separation algorithms are mu
h better than the

solutions of the respe
tive linear relaxations of the presented mathemati
al formulations.

Keyword: Job S
heduling, Completion Windows, Setup Times, Idle Time Insertion, Mathe-

mati
al Formulations, Separation Heuristi
s.
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Capítulo 1

Introdução

O surgimento do sistema administrativo Just in Time (JIT) eviden
iou a importân
ia de

um planejamento 
riterioso das atividades produtivas. Reduzir as ante
ipações e os atrasos nas

exe
uções das tarefas de uma atividade produtiva pode propor
ionar uma signi�
ativa redução

de 
ustos. De a
ordo 
om Baker & S
udder (1990), 
on
luir uma tarefa 
om atraso, ou seja,

após a data desejada para sua 
on
lusão, pode resultar em multas 
ontratuais, perda de 
redibi-

lidade da empresa e redução de vendas. Do mesmo modo, 
on
luir uma tarefa ante
ipadamente,

isto é, antes da data desejada para sua 
on
lusão, pode resultar em 
ustos �nan
eiros extras

pela ne
essidade de disponibilização ante
ipada de 
apital, ne
essidade de espaço para arma-

zenamento ou ne
essidade de outros re
ursos para manter e geren
iar o estoque (Józefowska,

2007).

O problema de programação de tarefas em uma máquina 
om penalidades por ante
ipação

e atraso 
onsiste em programar um 
onjunto de tarefas em uma máquina de modo a minimizar

a soma ponderada das ante
ipações e atrasos na 
on
lusão dessas tarefas.

As datas desejadas para a 
on
lusão das tarefas podem ser 
omuns ou distintas. No entanto,

segundo Wan & Yen (2002), devido às in
ertezas e tolerân
ias, em muitas situações da indústria

de manufatura é esperado que as tarefas sejam 
on
luídas dentro de determinados intervalos

de tempo (janelas de 
on
lusão), em vez de em datas espe
í�
as (datas de 
on
lusão). Tais

in
ertezas e tolerân
ias estão rela
ionadas às 
ara
terísti
as individuais das tarefas e in�uen
iam

no tamanho das janelas de 
on
lusão. Assim, apenas as tarefas 
on
luídas antes ou após suas

respe
tivas janelas de 
on
lusão estarão sujeitas às penalidades.

Existe uma variedade de apli
ações de modelos de programação de tarefas 
om janelas de


on
lusão em pro
essos de produção baseados no sistema JIT, na fabri
ação de materiais semi-


ondutores, em pro
essos quími
os, em programações PERT/CPM, em serviços de vídeos sob

demanda, dentre outros (Janiak et al., 2015). A produção de bens pere
íveis apresentada em

Koulamas (1996) é um exemplo dessas apli
ações. Suponha que um fabri
ante de produtos

quími
os 
ombina um determinado produto quími
o �A�, que se deteriora rapidamente, 
om

um segundo produto quími
o �B� para produzir um produto �C�. Se �A� for produzido antes

que �B� esteja pronto, então ele se deteriorará. Por outro lado, se �A� for produzido 
om atraso,

então os atrasos in
orridos na produção de �C� podem gerar 
ustos.

O problema de programação de tarefas em uma máquina 
om penalidades por ante
ipação

e atraso 
om datas de 
on
lusão 
omuns é NP-difí
il Baker & S
udder (1990), ou seja, ainda

não é 
onhe
ido nenhum algoritmo de 
omplexidade polinomial que o resolva. Como o 
aso

de datas de 
on
lusão 
omuns pode ser visto 
omo um 
aso parti
ular do problema 
om dadas

de 
on
lusão distintas, e 
onsequentemente do problema 
om janelas de 
on
lusão distintas,

tem-se que o problema de programação em uma máquina 
om penalidades por ante
ipação e

atraso das tarefas 
om janelas de 
on
lusão também é NP-difí
il.

Nas indústrias em que são fabri
ados diferentes tipos de produtos e existe uma tro
a fre-

1
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quente do tipo de tarefa exe
utada em uma máquina, geralmente é ne
essário preparar a

máquina entre a exe
ução de tarefas 
onse
utivas (Allahverdi et al., 1999). Esse tempo de

preparação in
lui os tempos gastos para tro
ar as ferramentas, preparar o material, limpar a

máquina, et
. A maioria dos trabalhos em problemas de programação de tarefas assume que os

tempos de preparação da máquina são independentes da sequên
ia de exe
ução das tarefas, isto

é, eles são desprezíveis ou a
res
entados aos tempos de exe
ução das tarefas (Gupta & Smith,

2006). No entanto, de a
ordo 
om Kopanos et al. (2009) e Gupta & Smith (2006), os tempos

de preparação da máquina são dependentes da sequên
ia de exe
ução das tarefas em grande

parte das situações práti
as. O 
aso real de uma indústria siderúrgi
a, tratado em Bustamante

(2007), é ilustrado na Figura 1.1. Nesse trabalho, uma sequên
ia de laminadores é 
onsiderada


omo uma máquina e 
ada tarefa representa a produção de um determinado produto (barra


hata, 
antoneira, vergalhão, et
.). Antes da fabri
ação de 
ada produto, é ne
essário realizar

um 
onjunto de ajustes de mesma natureza na sequên
ia de laminadores. Esses ajustes de-

pendem do produto a ser fabri
ado e do produto fabri
ado anteriormente. Como 
ada ajuste

exige um tempo para ser realizado, a soma desses tempos 
on�gura o tempo de preparação da

máquina. Em problemas 
omo esse, os tempos de preparação da máquina variam de a
ordo


om a sequên
ia de produção e representam uma par
ela de tempo 
onsiderável em relação

ao tempo total de exe
ução. Portanto, eles não podem ser des
onsiderados. Allahverdi et al.

(1999), Allahverdi et al. (2008) e Allahverdi (2015) fazem uma ampla revisão da literatura a

respeito de problemas de programação de tarefas 
om tempos de preparação da máquina.

Figura 1.1: Apli
ação do problema de programação de tarefas em uma indústria siderúrgi
a.

Considerações a respeito da 
ontinuidade do fun
ionamento da máquina também podem

o
orrer. Conforme Kanet & Sridharan (2000), existem situações em que a o
iosidade da má-

quina não é permitida, por impli
ar em 
ustos mais elevados que aqueles de
orrentes da 
on-


lusão ante
ipada das tarefas. No entanto, o mesmo autor a�rma que há 
asos em que manter

a máquina inativa é vantajoso, ainda que exista uma tarefa disponível para ser exe
utada. As-

sim, não havendo restrições à o
iosidade da máquina, determinar a melhor data para ini
iar a

exe
ução de 
ada tarefa ou, equivalentemente, permitir o
iosidade de máquina entre a exe
ução

de tarefas, pode produzir melhores soluções.
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Esta tese de doutorado trata o problema de programação de tarefas em uma máquina


om janelas de 
on
lusão distintas e penalidades por ante
ipação e atraso da 
on
lusão, sendo

permitida a o
iosidade de máquina entre a exe
ução de tarefas 
onse
utivas. No restante

deste trabalho, o problema de programação de tarefas 
om essas 
ara
terísti
as será denotado

por SMSPETP (das ini
iais em inglês de Single Ma
hine S
heduling Problem with Earliness

and Tardiness Penalties). O SMSPETP 
om tempos de preparação da máquina dependentes

da sequên
ia de exe
ução das tarefas será doravante denotado por SMSPETP-SDS, sendo o

su�xo SDS relativo às ini
iais, em inglês, de Sequen
e-Dependent Setup. De a
ordo 
om a

notação utilizada por Pinedo (2012), o SMSPETP-SDS é representado por 1/sjk/
∑n

j=1w
′
jEj+∑n

j=1w
′′
jTj. Por outro lado, o SMSPETP 
om tempos de preparação da máquina independentes

da sequên
ia de exe
ução das tarefas será denotado de agora em diante por SMSPETP-SIS.

Pinedo (2012) representa o SMSPETP-SIS por 1/ /
∑n

j=1w
′
jEj +

∑n

j=1w
′′
jTj .

O restante deste Capítulo está organizado da seguinte forma. Na Seção 1.1 é feita uma

revisão da literatura rela
ionada ao SMSPETP. Na Seção 1.2 é apresentada a motivação deste

trabalho. Na Seção 1.3 são expostos os objetivos geral e espe
í�
os traçados, enquanto a Seção

1.4 apresenta a estrutura desta tese.

1.1 Estado da arte

A união entre a apli
abilidade e a di�
uldade de en
ontrar uma solução ótima para o SMS-

PETP tem motivado diversos trabalhos. Nesta Seção são apresentados trabalhos rela
ionados

ao problema de programação de tarefas objeto desta tese de doutorado.

Koulamas (1996) aborda o SMSPETP-SIS 
om uma sensível distinção dos demais trabalhos

da literatura. Ao 
ontrário dos outros trabalhos, que 
onsideram a existên
ia de ante
ipação

quando uma tarefa é 
on
luída antes do iní
io de sua janela de 
on
lusão, esse autor 
onsidera

que há ante
ipação de uma tarefa quando sua exe
ução é ini
iada antes do iní
io de tal janela.

Além disso, as penalidades por unidade de tempo de ante
ipação e atraso são 
onsideradas

unitárias. O autor divide o problema em dois subproblemas, sendo um deles determinar a

sequên
ia de exe
ução das tarefas e o outro programar a data ótima de 
on
lusão de 
ada

tarefa numa dada sequên
ia de exe
ução (ou, equivalentemente, alo
ar tempos o
iosos entre as

tarefas de uma dada sequên
ia de exe
ução). Para resolver o problema de programação das

datas ótimas de exe
ução de 
ada tarefa numa dada sequên
ia, é desenvolvido um algoritmo

que alo
a tempos o
iosos, de modo ótimo, na sequên
ia de exe
ução. Já o problema de se-

quen
iamento das tarefas é resolvido 
om adaptações de heurísti
as utilizadas anteriormente

em 
asos parti
ulares do SMSPETP.

Wan & Yen (2002) tratam o SMSPETP-SIS. São apresentadas várias propriedades do pro-

blema a �m de fa
ilitar sua resolução e, assim 
omo Koulamas (1996), os autores dividem o

problema em dois subproblemas. É desenvolvido um algoritmo de 
omplexidade polinomial

para determinar a data ótima de 
on
lusão de 
ada tarefa em uma dada sequên
ia de exe
ução.

Esse algoritmo, de agora em diante denotado por OTA (Optimal Timing Algorithm), é uma ex-

tensão dos algoritmos de Davis & Kanet (1993), Lee & Choi (1995) e Szwar
 & Mukhopadhyay

(1995) para o problema de programação de tarefas 
om datas de 
on
lusão distintas. Por �m,

uma Bus
a Tabu (Glover & Laguna, 1997), que faz uso do pro
edimento de datas ótimas e das

propriedades apresentadas, é utilizada para resolver o problema.

Bustamante (2007) apresenta dois modelos de programação linear inteira mista para o pro-

blema de programação de tarefas 
om datas de 
on
lusão distintas, tempos de preparação da

máquina dependentes da sequên
ia de exe
ução das tarefas e penalidades por ante
ipação e

atraso. O primeiro modelo é baseado nas de�nições de Manne (1960), enquanto o segundo é

baseado em Wagner (1959) e não abrange os problemas em que as penalidades por unidade de

tempo de ante
ipação e atraso são dependentes das tarefas. Os modelos apresentados exigem
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que os tempos de preparação da máquina satisfaçam a desigualdade triangular (ver Seção 2.1.1).

O autor também sugere alterações nos modelos que permitem resolver o problema de progra-

mação de tarefas 
om janelas de 
on
lusão distintas. No entanto, os testes 
omputa
ionais

se 
on
entram em problemas-teste 
om datas de 
on
lusão distintas, sendo utilizado somente

um problema teste 
om janelas de 
on
lusão distintas. O software de otimização GLPK 4.8 é

utilizado para en
ontrar a solução ótima de problemas-teste 
om até 10 tarefas.

Gomes Júnior et al. (2007) propõem um modelo matemáti
o inteiro misto, baseado em

uma das formulações de programação matemáti
a de Bustamante (2007). Porém, esse modelo

não exige que os tempos de preparação da máquina satisfaçam à desigualdade triangular. O

otimizador CPLEX, versão 9.1, é utilizado para en
ontrar a solução ótima de problemas-teste


om até 12 tarefas e 
om tempos de preparação da máquina simétri
os. Os autores propõem,

também, um algoritmo heurísti
o, baseado em GRASP (Feo & Resende, 1995), Iterated Lo
al

Sear
h (Lourenço et al., 2003) e Variable Neighborhood Des
ent (Mladenovi¢ & Hansen, 1997)

para resolvê-lo. Para 
ada sequên
ia de tarefas gerada pela heurísti
a desenvolvida, apli
ou-se

o OTA (Wan & Yen, 2002) � adaptado para in
luir tempos de preparação da máquina � para

programar as datas ótimas de iní
io de exe
ução das tarefas nessa sequên
ia.

O trabalho de Rosa & Souza (2009) apresenta um modelo de programação matemáti
a in-

teiro misto e indexado no tempo para representar o SMSPETP-SDS. A estimativa do horizonte

de planejamento, a qual faz parte dos dados de entrada do modelo, é obtida pela apli
ação de

um algoritmo heurísti
o baseado nos pro
edimentos GRASP, Prin
ípio da Otimalidade Pró-

xima (Glover & Laguna, 1997) e Variable Neighborhood Des
ent. Assim 
omo os modelos de

Bustamante (2007), a formulação indexada no tempo ne
essita que os tempos de preparação

da máquina satisfaçam a desigualdade triangular.

São en
ontrados na literatura muitos trabalhos que fazem uso do OTA adaptado por Gomes

Júnior et al. (2007) em pro
edimentos heurísti
os para resolver o SMSPETP-SDS. Entre eles,


itamos: Souza et al. (2008), Rosa et al. (2010), Ribeiro et al. (2010) e Penna et al. (2012).

Nogueira et al. (2014) propõem e analisam seis formulações de programação linear inteira

mista para o problema de programação de tarefas 
om tempos de liberação das tarefas distintos

e tempos de preparação da máquina dependentes da sequên
ia de exe
ução das tarefas. A �m

de testar as formulações propostas, foram 
onsideradas duas funções objetivos: soma ponderada

da data de 
on
lusão das tarefas e soma ponderada dos atrasos das tarefas.

Parte dos resultados obtidos durante o desenvolvimento desta tese de doutorado foi publi-


ada em Rosa et al. (2017). Nesse trabalho são propostos um algoritmo exato de enumeração

implí
ita para o SMSPETP-SIS e um algoritmo heurísti
o baseado no método GVNS � General

Variable Neighborhood Sear
h (Hansen et al., 2008) � para o SMSPETP-SDS. Um algoritmo

de 
omplexidade O(n2) que alo
a, de modo ótimo, tempos o
iosos em uma dada sequên
ia de

exe
ução das tarefas também é proposto. Tanto o algoritmo de enumeração implí
ita quanto o

algoritmo GVNS fazem uso desse algoritmo de alo
ação ótima de tempos o
iosos proposto para

avaliar 
ada sequên
ia de exe
ução 
onstruída. Embora o algoritmo de enumeração implí
ita

seja apli
ável apenas ao SMSPETP-SIS, ele faz uso de resultados teóri
os gerados para essa


lasse do SMSPETP.

1.2 Motivação

De a
ordo 
om o que foi apresentado anteriormente, o SMSPETP 
onsiste em uma generali-

zação do problema de programação de tarefas e possui muitas apli
ações práti
as. No entanto,

essa versão do problema ainda não re
ebeu a atenção mere
ida. Até então, seu tratamento tem

sido somente por meio de pro
edimentos heurísti
os. Apesar de Bustamante (2007), Gomes Jú-

nior et al. (2007) e Rosa & Souza (2009) apresentarem formulações de programação matemáti
a
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que representam o problema, as formulações propostas foram utilizadas apenas em softwares

genéri
os e que não exploram as 
ara
terísti
as parti
ulares do SMSPETP na sua resolução.

Resolver o SMSPETP 
onsiste em determinar a sequên
ia na qual as tarefas serão exe-


utadas, bem 
omo programar a data de iní
io de exe
ução de 
ada tarefa nessa sequên
ia.

Os trabalhos en
ontrados na literatura tratam o problema 
om pro
edimentos heurísti
os que,

iterativamente, geram uma sequên
ia de exe
ução das tarefas por meio de regras de prioridade

ou pro
edimentos de bus
a. Para avaliar 
ada sequên
ia gerada é ne
essário programar a data

ótima de iní
io de exe
ução de 
ada tarefa em tal sequên
ia, permitindo o
iosidade de máquina

entre a exe
ução de tarefas 
onse
utivas. Sendo assim, é fundamental o uso de um algoritmo

que faça a alo
ação de tempos o
iosos o mais rápido possível. Todos os trabalhos en
ontra-

dos na literatura fazem uso do algoritmo OTA adaptado por Gomes Júnior et al. (2007) para

avaliar uma dada sequên
ia de exe
ução de tarefas do SMSPETP, visto que trata-se do úni
o

algoritmo en
ontrado para esse �m. Pro
urou-se, então, desenvolver um algoritmo mais rápido

que o OTA para programar as datas ótimas de iní
io de exe
ução das tarefas do SMSPETP.

A presente tese de doutorado aborda o SMSPETP de uma forma ainda não 
onsiderada na

literatura. O problema é tratado tanto 
om métodos exatos quanto 
om métodos heurísti
os.

A prin
ipal �nalidade em se adotar abordagens exatas é determinar bons limites inferiores para

o problema, ao passo que as abordagens heurísti
as visam propor
ionar bons limites superiores.

1.3 Objetivos

Nesta seção são apresentados os objetivos deste trabalho. O objetivo geral é apresentado

na Seção 1.3.1, enquanto os objetivos espe
í�
os são apresentados na Seção 1.3.2.

1.3.1 Objetivo geral

O prin
ipal objetivo da presente tese de doutorado é desenvolver métodos exatos e heu-

rísti
os, bem 
omo métodos híbridos, que utilizam as parti
ularidades do SMSPETP para

resolvê-lo de forma e�
iente. Os métodos desenvolvidos deverão ser 
apazes de 
ompetir 
om

os algoritmos atualmente existentes na literatura rela
ionada ao problema, bem 
omo servir

de referên
ia para futuras pesquisas que envolvam problemas de programação de tarefas 
om

janelas de entrega e tempos de preparação da máquina dependentes da sequên
ia de exe
ução

das tarefas.

1.3.2 Objetivos espe
í�
os

Com a �nalidade de al
ançar o objetivo geral, os seguintes objetivos espe
í�
os foram tra-

çados:

• Fazer um levantamento de trabalhos da literatura que tratam o problema abordado ou

problemas rela
ionados, bem 
omo dos métodos utilizados para resolvê-los;

• Determinar propriedades matemáti
as parti
ulares do SMSPETP que possam auxiliar

tanto os métodos exatos quanto os métodos heurísti
os a resolvê-lo;

• Desenvolver um novo algoritmo de programação ótima de uma dada sequên
ia de exe
ução

de tarefas do SMSPETP;

• Desenvolver um novo algoritmo heurísti
o para o SMSPETP;

• Desenvolver um algoritmo de enumeração implí
ita para o SMSPETP;
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• Desenvolver novas formulações de programação matemáti
a para o problema;

• Desenvolver novas restrições válidas (
ortes) a �m de fortale
er as formulações desenvol-

vidas;

• Desenvolver um algoritmo de inserção de 
ortes para as formulações de programação

matemáti
a desenvolvidas;

• Realizar testes 
omputa
ionais usando os métodos propostos;

• Analisar os resultados obtidos e 
ompará-los 
om os de outros métodos da literatura;

• Divulgar os resultados obtidos em eventos 
ientí�
os e em periódi
os espe
ializados.

1.4 Estrutura do trabalho

Este trabalho está organizado 
omo segue.

No Capítulo 1 é feita uma introdução ao problema estudado. São expostos os objetivos

traçados, uma revisão da literatura rela
ionada ao problema em fo
o e também a motivação

deste trabalho.

No Capítulo 2 é feita uma des
rição detalhada do SMSPETP, bem 
omo das versões desse

problema que são tratadas neste trabalho. Também é feita uma apresentação dos problemas-

teste utilizados nos experimentos 
omputa
ionais 
om os métodos propostos. Finalmente,

propõe-se resultados teóri
os que permitem 
al
ular um horizonte de planejamento para a

exe
ução de 
ada tarefa do SMSPETP.

No Capítulo 3 são propostos algoritmos heurísti
os a �m de prover limites superiores para o

SMSPETP. Três algoritmos de programação ótima de uma dada sequên
ia de tarefas também

são apresentados. Um deles é um algoritmo da literatura, enquanto os outros dois são 
ontribui-

ções deste trabalho. A metaheurísti
a Bus
a em Vizinhança Variável (Variable Neighborhood

Sear
h) é des
rita e algoritmos baseados nessa metaheurísti
a para resolver o SMSPETP-SDS

são propostos. Além disso, propõe-se um algoritmo de enumeração implí
ita para o SMSPETP-

SIS. Por �m, apresentam-se e analisam-se os resultados 
omputa
ionais obtidos 
om os métodos

desenvolvidos e 
on
lui-se o 
apítulo.

No Capítulo 4 são apresentadas formulações matemáti
as que representam o SMSPETP-

SDS. Entre elas, estão formulações baseadas em variáveis de pre
edên
ia, formulações baseadas

em variáveis de pre
edên
ia imediata, uma formulação baseada em variáveis de posição na

sequên
ia e formulações baseadas em variáveis indexadas no tempo. São propostas 
in
o novas

famílias de restrições válidas para as formulações baseadas em variáveis indexadas no tempo,

bem 
omo algoritmos de separação para essas famílias de restrições. Por último, apresentam-se

e dis
utem-se os resultados 
omputa
ionais obtidos 
om os métodos apresentados e 
on
lui-se

o 
apítulo.

O Capítulo 5 apresenta as 
on
lusões �nais desta tese de doutorado e, também, sugestões

de trabalhos futuros.



Capítulo 2

Problema abordado

Neste 
apítulo é feita a formalização do problema tratado neste trabalho. O SMSPETP

é des
rito detalhadamente na Seção 2.1. Na Seção 2.2 são apresentados os problemas-teste

utilizados na avaliação dos métodos propostos, enquanto resultados teóri
os que possibilitam

estabele
er um horizonte de planejamento para a exe
ução de 
ada tarefa do SMSPETP são

propostos na Seção 2.3.

2.1 Cara
terísti
as do SMSPETP

O problema de programação de tarefas tratado neste trabalho (SMSPETP � Single Ma
hine

S
heduling Problem with Earliness and Tardiness Penalties) possui as seguintes 
ara
terísti
as:

• Uma máquina deve exe
utar um 
onjunto I de n tarefas;

• Cada tarefa x ∈ I possui:

� um tempo de exe
ução Px;

� uma janela de 
on
lusão [Ex, Tx], dentro da qual a tarefa x deve ser preferen
ialmente


on
luída. Ex e Tx 
orrespondem ao iní
io e ao �m do período desejado para a


on
lusão da tarefa x, respe
tivamente;

� uma penalidade αx por unidade de tempo de ante
ipação ;

� uma penalidade βx por unidade de tempo de atraso;

• Há ante
ipação de uma tarefa x ∈ I se, e somente se, sua exe
ução for 
on
luída antes de

Ex. Portanto, a ante
ipação de x é dada por ex = max(0, Ex−Cx), em que Cx representa

a data de 
on
lusão de x;

• Há atraso de uma tarefa x ∈ I se, e somente se, sua exe
ução for 
on
luída após Tx.

Portanto, o atraso de x é dado por tx = max(0, Cx − Tx), em que Cx representa a data

de 
on
lusão de x;

• As tarefas 
on
luídas dentro de suas respe
tivas janelas de 
on
lusão não geram penali-

dades;

• A máquina pode exe
utar no máximo uma tarefa por vez;

• Uma vez ini
iada a exe
ução de uma tarefa, não é permitida a sua interrupção;

• Todas as tarefas estão disponíveis para serem exe
utadas a partir da data 0;

7
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• É permitida a o
iosidade de máquina, ou seja, a máquina pode �
ar o
iosa entre a exe-


ução de duas tarefas 
onse
utivas.

O objetivo é determinar uma programação de I (isto é, uma alo
ação de tempo para 
ada

tarefa x ∈ I em uma dada máquina) que minimize o 
usto oriundo de ante
ipações e de atrasos.

Em outras palavras, o objetivo do SMSPETP é en
ontrar uma programação π de I que minimize

a função:

f(π) =
∑

x∈I

αx ·max
(
0, Ex − Cπ

x

)
+
∑

x∈I

βx ·max
(
0, Cπ

x − Tx

)
, (2.1)

em que Cπ
x representa a data de 
on
lusão da tarefa x na programação π.

A seguir são detalhadas as 
lasses do SMSPETP abordadas neste trabalho. Na Seção 2.1.1

é des
rito o SMSPETP 
om tempos de preparação da máquina dependentes da sequên
ia de

exe
ução das tarefas, denotado por SMSPETP-SDS. Já na Seção 2.1.1 é des
rito o SMSPETP


om tempos de preparação da máquina independentes da sequên
ia de exe
ução das tarefas,

representado por SMSPETP-SIS.

2.1.1 SMSPETP-SDS

No SMSPETP 
om tempos de preparação da máquina dependentes da sequên
ia de exe
ução

das tarefas (SMSPETP-SDS) entre a exe
ução de duas tarefas 
onse
utivas x e y ∈ I é ne
essário
um tempo de preparação da máquina Sxy. Assume-se que o tempo ne
essário para preparar a

máquina para a exe
ução da primeira tarefa programada é igual a 0. Além disso, assume-se que

os tempos de preparação da máquina satisfazem a desigualdade triangular, isto é, as inequações

(2.2) são satisfeitas:

Sxz ≤ Sxy + Py + Syz, ∀ x, y, z ∈ I, x 6= y, x 6= z e y 6= z. (2.2)

As inequações (2.2) asseguram que não é vantajoso efetuar duas preparações da máquina

(exe
utando uma ter
eira tarefa entre as tarefas envolvidas) em vez de uma. Por exemplo, não

pode ser vantajoso fazer a preparação da máquina da tarefa x para a tarefa y, exe
utar a tarefa
y e preparar a máquina para a tarefa z, em vez de fazer a preparação da máquina da tarefa x
para a tarefa z. A Figura (2.1) ilustra essa situação, que é uma 
ondição ne
essária para que

algumas formulações de programação matemáti
a representem o SMSPETP-SDS.

Sxz ≤ Sxy + Py + Syz

Figura 2.1: Desigualdade triangular.

Observa-se que a desigualdade triangular 
onsiderada neste trabalho é menos restritiva que

a de�nição de desigualdade triangular que envolve apenas os tempos de preparação da máquina,

dada pelas inequações (2.3).

Sxz ≤ Sxy + Syz, ∀ x, y, z ∈ I, x 6= y, x 6= z e y 6= z. (2.3)
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2.1.2 SMSPETP-SIS

O 
aso parti
ular do SMSPETP 
om tempos de preparação da máquina independentes

da sequên
ia de exe
ução das tarefas (SMSPETP-SIS) também é 
onsiderado neste trabalho.

Neste 
aso, o valor de Sxy é o mesmo para qualquer par de tarefas x, y ∈ I e, por isso, pode

ser des
onsiderado ou adi
ionado ao tempo de exe
ução das tarefas.

2.2 Des
rição dos problemas-teste

A �m de avaliar os métodos desenvolvidos neste trabalho para resolver o SMSPETP, foram

gerados problemas-teste 
om base nos pro
edimentos des
ritos em Wan & Yen (2002) e Rabadi

et al. (2004). O 
onjunto de problemas-teste gerado é des
rito a seguir.

Dada uma tarefa x ∈ I, o tempo de exe
ução (Px), o 
usto por unidade de atraso (βx)

e o 
usto por unidade de ante
ipação (αx) são números inteiros sele
ionados aleatoriamente,

usando uma distribuição uniforme, dentro dos intervalos [1, 40], [1, 10] e [1, βx], respe
tivamente.

O 
entro da janela de 
on
lusão da tarefa x é um número inteiro, sele
ionado de forma aleatória

e 
om distribuição uniforme, dentro do intervalo

[(

1− FA−
VRJ

2

)

× TTP,

(

1− FA+
VRJ

2

)

× TTP

]

,

em que:

• TTP é o tempo total de exe
ução de todas as tarefas;

• FA é o fator de atraso; e

• VRJ é a variação relativa da janela de 
on
lusão.

O tamanho da janela de 
on
lusão é um número inteiro sele
ionado aleatoriamente, usando

uma distribuição uniforme, no intervalo

[
0, TTP

n

]
, no qual n representa o número de tarefas a

serem exe
utadas. Para 
ada tarefa y ∈ I e y 6= x, o tempo de preparação da máquina Sxy é

um número inteiro es
olhido aleatoriamente, usando uma distribuição uniforme, no intervalo

[5, 15]. Os tempos de preparação da máquina não são ne
essariamente simétri
os, isto é, Sxy e

Syx foram es
olhidos de forma independente. Foram gerados 
onjuntos de problemas-teste 
om

6, 7, 8, 9, 10, 11, 12, 13, 14, 15, 16, 17, 18, 19, 20, 30, 40, 50, 75 e 100 tarefas, respe
tivamente,

sendo utilizados os valores 0,1; 0,3; 0,5 e 0,8 para FA e 0,4; 0,7; 1,0 e 1,3 para VRJ. Portanto,

há 16 problemas-teste em 
ada 
onjunto e um total de 320 problemas-teste. Toda vez que um

problema-teste gerado não satisfazia a desigualdade triangular, dada pelas inequações (2.2), o

problema era des
artado e um outro problema-teste 
om os mesmos valores de FA e VRJ era

gerado. Logo, todos os problemas-teste da base de dados utilizada satisfazem a desigualdade

triangular em relação aos tempos de preparação da máquina.

Os problemas-teste utilizados neste trabalho estão disponíveis em http://www.de
om.

ufop.br/prof/mar
one/proje
ts/SMSPETP.html.

2.3 Horizonte de planejamento

Uma programação ótima para o SMSPETP não é ne
essariamente aquela de menor

makespan, isto é, uma programação de menor data de 
on
lusão da última tarefa exe
utada

(Pinedo, 2012; Nogueira et al., 2014). Embora o horizonte de planejamento para a exe
ução das

tarefas do SMSPETP-SDS seja muito importante na determinação dos parâmetros de entrada

das formulações matemáti
as que representam esse problema (para as formulações baseadas
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em variáveis indexadas no tempo, por exemplo, o horizonte de planejamento das tarefas in�u-

en
ia diretamente no número de variáveis do modelo), não foi en
ontrado, até então, nenhum

trabalho que faça um estudo do horizonte de planejamento para as tarefas do SMSPETP-SDS.

Esta seção tem o objetivo de estabele
er um horizonte de planejamento para a exe
ução das

tarefas de I. O horizonte de planejamento estabele
ido deve garantir que a solução ótima do

problema esteja 
ontida nele.

Dadas uma programação π de I e uma tarefa x ∈ I, sπx representa a data de iní
io da tarefa
x em π e Cπ

x representa a data de 
on
lusão da tarefa x em π.

Proposição 2.1 Seja π∗
uma programação ótima e π uma possível programação de I. Então

maxx∈I C
π∗

x não é ne
essariamente menor que maxx∈I C
π
x .

Prova: A prova será realizada por meio de um 
ontra-exemplo. Considere o SMSPETP-SIS


om duas tarefas tais que:

• a tarefa 1 possui o tempo de exe
ução P1 = 4, a janela de 
on
lusão [4, 6] e as penalidades
por ante
ipação e atraso α1 = 1 e β1 = 2, respe
tivamente;

• a tarefa 2 possui o tempo de exe
ução P2 = 3, a janela de 
on
lusão [4, 5] e as penalidades
por ante
ipação e atraso α2 = 3 e β2 = 4, respe
tivamente;

A Figura 2.2 mostra uma possível programação π de I = {1, 2} em que maxx∈I C
π
x = 7 e

f(π) = 2 × β2 = 8. Por outro lado, a Figura 2.3 mostra a programação ótima π∗
de

I = {1, 2}, a qual possui f(π∗) = 2× β1 = 2 e maxx∈I C
π∗

x = 8 > maxx∈I C
π
x . �

Figura 2.2: Possível programação π de I = {1, 2}, na qual maxx∈I C
π
x = 7 e f(π) = 2×β2 = 8.

Figura 2.3: Programação ótima π∗
de I = {1, 2}. Note que maxx∈I C

π∗

x = 8 e f(π∗) = 2×β1 =
2.

Seja SI
max o maior tempo total de preparação da máquina possível 
ontido em uma pro-

gramação de I. O problema de determinação de SI
max pode ser fa
ilmente reduzido a uma

variação do problema do 
aixeiro viajante, denominada Maximum Traveling Salesman Problem

with General Non-Negative weights � MAX TSP (Pinedo, 2012; Gutin & Punnen, 2007). Com

esse propósito, seja x0 uma tarefa �
tí
ia tal que Sx,x0 = Sx0,x = 0, ∀ x ∈ I. Cada tarefa em

I ∪ {x0} 
orresponde a uma 
idade no MAX TSP e a distân
ia da 
idade x para a 
idade y é

dada pelo tempo de preparação Sxy. Observa-se que, neste 
aso, a distân
ia entre duas 
idades

não é ne
essariamente simétri
a. Seja γx a variável de de
isão que diz a ordem em que a 
idade

x é visitada, ∀x ∈ I ∪{x0}. Assim 
omo em Miller et al. (1960), sejam uxy variáveis de de
isão

binárias tais que, ∀ x, y ∈ I ∪ {x0} e x 6= y:

uxy =

{
1, se a 
idade y é visitada imediatamente após a 
idade x;
0, 
aso 
ontrário.
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O problema de determinar SI
max pode ser formulado pela função objetivo (2.4) e pelas

restrições (2.5)-(2.10), 
omo segue:

max
∑

x∈I

∑

y∈I\{x}

Sxy · uxy (2.4)

s. a.

∑

y∈I∪{x0}
y 6=x

uxy = 1 ∀ x ∈ I ∪ {x0} (2.5)

∑

x∈I∪{x0}
x 6=y

uxy = 1 ∀ y ∈ I ∪ {x0} (2.6)

γ0 = 1 (2.7)

γx + (n+ 1)uxy − n ≤ γy ∀ x, y ∈ I ∪ {x0} e x 6= y (2.8)

γx ≥ 0 ∀ x ∈ I (2.9)

uxy ∈ {0, 1} ∀ x, y ∈ I ∪ {x0} (2.10)

A função objetivo, dada pela expressão (2.4), bus
a a maximização do tempo total de prepara-

ção da máquina (ou, equivalentemente, a maior distân
ia per
orrida). As restrições (2.5) e (2.6)

garantem que uma preparação é realizada antes e outra depois de 
ada tarefa em I ∪ {x0} (ou,
analogamente, o 
aixeiro deve sempre sair de uma 
idade para 
hegar em outra). A restrição

(2.7) impõe que a tarefa �
tí
ia x0 seja a primeira a ser exe
utada (isto é, a 
idade x0 é o ponto

de partida do 
aixeiro viajante). As restrições (2.8) previnem sub-rotas. As restrições (2.9) e

(2.10) dizem respeito aos domínios das variáveis de de
isão.

A Proposição 2.2 forne
e um limite superior para SI
max. Esse limite é uma alternativa para

os 
asos em que a resolução do modelo anterior é inviável.

Proposição 2.2

SI
max ≤ min

(
∑

x∈I

max
y∈I\{x}

Syx −min
x∈I

max
y∈I\{x}

Syx

︸ ︷︷ ︸

UB1

,
∑

x∈I

max
y∈I\{x}

Sxy −min
x∈I

max
y∈I\{x}

Sxy

︸ ︷︷ ︸

UB2

)

.

Prova: O maior tempo total de preparação da máquina antes da exe
ução da tarefa x ∈ I é

maxy∈I\{x} Syx. Dado que não é ne
essário preparar a máquina antes da exe
ução da primeira

tarefa, o número de preparações da máquina em uma programação de n tarefas é n− 1. Logo,
UB1 é um limite superior para SI

max.

Analogamente, o maior tempo de preparação da máquina após a exe
ução da tarefa x ∈ I é

maxy∈I\{x} Sxy. Uma vez que o número de preparações da máquina é n− 1, UB2 também é um

limite superior sobre SI
max. Portanto, SI

max ≤ min(UB1, UB2). �

A seguinte de�nição parti
iona o 
onjunto das programações de tarefas em I.

De�nição 2.1 (Programação natural) Uma programação possível π de I é dita natural se,

mantendo a ordem de exe
ução das tarefas, não for possível 
onstruir uma programação π′
tal

que f(π′) ≤ f(π) e uma das seguintes 
ondições seja satisfeita:

• maxx∈I C
π′

x < maxx∈I C
π
x ;

• maxx∈I C
π′

x −minx∈I s
π′

x < maxx∈I C
π
x −minx∈I s

π
x.
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Em outras palavras, uma programação π é dita natural se, �xada a sequên
ia de exe
ução

das tarefas, toda programação 
om 
usto asso
iado menor ou igual ao 
usto de π for 
on
luída

depois de π e possui tempo de exe
ução maior que o de π. Para os problemas de programação

em que não há penalidades por ante
ipação, a de�nição de programação natural proposta é

equivalente à de�nição de programação semi-ativa de Pinedo (2012).

A Proposição 2.3 permite reduzir o espaço de bus
a do SMSPETP ao 
onjunto de progra-

mações naturais.

Proposição 2.3 Existe uma programação ótima de I que é natural.

Prova: Seja π uma programação ótima de I que não é natural. Logo, existe uma ou-

tra programação ótima π′
tal que maxx∈I C

π′

x − minx∈I s
π′

x < maxx∈I C
π
x − minx∈I s

π
x ou

maxx∈I C
π′

x < max
x∈I

Cπ
x . Se π′

não é natural, então existe uma ter
eira programação ótima 
ujo

tempo de exe
ução é menor que o respe
tivo tempo de π′
ou 
uja data de 
on
lusão é mais 
edo

que a data de π′
. Já que a o
iosidade de máquina é reduzida 
ada vez que esse pro
edimento é

realizado, ele pode ser repetido até que uma programação ótima natural de I seja en
ontrada.

�

Lema 2.1 Dada uma programação natural π de I, se a última tarefa em π (xn) tem a sua exe-


ução ini
iada após a data max
(
maxx∈I(Ex−Px), 0

)
, então não existe o
iosidade de máquina

entre essa data e a data de iní
io de xn

(
sπxn

)
.

Prova: Suponha que a exe
ução de xn se ini
ia após a data max
(
maxx∈I(Ex − Px), 0

)
e

que exista o
iosidade de máquina entre essa data e sπxn
. Toda tarefa y que tem sua exe
ução

ini
iada após a data max
(
maxx∈I(Ex − Px), 0

)
é tal que

Cπ
y = sπy + Py ≥ max

x∈I

(
Ex − Px

)
+ Py ≥

(
Ey − Py

)
+ Py = Ey

Logo, essas tarefas não estão ante
ipadas e podem ser deslo
adas para a esquerda (isto é, serem

adiantadas), mantendo-as não ante
ipadas, até que não exista mais o
iosidade de máquina

entre max
(
maxx∈I(Ex − Px), 0

)
e sπxn

. A programação obtida π′
é tal que f(π′) ≤ f(π) e

maxx∈I C
π′

x < maxx∈I C
π
x , o que 
ontradiz o fato de π ser uma programação natural. �

A Proposição 2.4 forne
e um limite superior para o horizonte de planejamento das tarefas

de I.

Proposição 2.4 Se π é uma programação natural de I, então

max
x∈I

Cπ ≤ max
(

max
x∈I

(Ex − Px), 0
)

+
∑

x∈I

Px + SI
max.

Prova: Suponha que π é uma programação natural de I. De a
ordo 
om o Lema 2.1, um

limite superior sobre a data de 
on
lusão de π
(
maxx∈I C

π
x

)
é obtido ao se programar todas as

tarefas em I 
onse
utivamente, sem o
iosidade de máquinas e ini
iando a primeira tarefa na

data max
(
maxx∈I(Ex − Px), 0

)
. �

O limite superior forne
ido pela Proposição 2.4 garante que existe tempo su�
iente para

exe
utar todas as tarefas sem ante
ipações, independentemente da sequên
ia de exe
ução dessas

tarefas.

Lema 2.2 Dada uma programação natural π de I, se a primeira tarefa em π (x1) for 
on
luída

antes da data minx∈I Tx, então não existe o
iosidade de máquina entre a 
on
lusão de x1

(
Cπ

x1

)

e minx∈I Tx.
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Prova: Suponha que a tarefa x1 é 
on
luída antes da data minx∈I Tx e que exista o
iosidade

de máquina entre Cπ
x1

e minx∈I Tx. Uma vez que Cπ
y ≤ minx∈I Tx ≤ Ty para toda tarefa y


on
luída antes de minx∈I Tx, essas tarefas não estão atrasadas e podem ser deslo
adas para a

direita (isto é, serem adiadas), mantendo-as não atrasadas, até que não exista mais o
iosidade

de máquina entre Cπ
x1

e minx∈I Tx. A programação π′
obtida após esse deslo
amento é tal

que f(π′) ≤ f(π) e maxx∈I C
π′

x −minx∈I s
π′

x < maxx∈I C
π
x −minx∈I s

π
x, o que 
ontradiz o fato

de π ser uma programação natural. �

A Proposição 2.5 forne
e um limite inferior para o horizonte de planejamento das tarefas

de I.

Proposição 2.5 Se π é uma programação natural de I, então a data de iní
io de π
(
minx∈I s

π
x

)

é tal que:

min
x∈I

sπx ≥ max

(

min
x∈I

Tx −
∑

x∈I

Px − SI
max, 0

)

.

Prova: Seja π uma programação natural de I. Com base no Lema 2.2, um limite infe-

rior para a data de iní
io de π
(
minx∈I s

π
x

)
pode ser obtido programando-se todas as tarefas

em I 
onse
utivamente, sem o
iosidade de máquina e ini
iando-se a primeira tarefa na data

minx∈I Tx −
∑

x∈I Px − SI
max ou na data zero. �

O limite inferior dado pela Proposição 2.5 assegura que existe tempo su�
iente para exe
utar

todas as tarefas em I sem atrasos, ou a primeira tarefa é ini
iada na data zero, independente-

mente da ordem de exe
ução dessas tarefas.

O teorema seguinte forne
e um horizonte de planejamento que 
ontém uma programação

ótima das tarefas de I. Ele é uma 
onsequên
ia direta das Proposições 2.3, 2.4 e 2.5.

Teorema 2.1 Existe uma programação ótima π∗
de I tal que

max

(

min
x∈I

Tx −
∑

x∈I

Px − SI
max, 0

)

≤ min
x∈I

sπ
∗

x ≤ max
x∈I

Cπ∗

x ≤ max

(

0,max
x∈I

(Ex − Px)

)

+
∑

x∈I

Px + SI
max.

Lema 2.3 A data mais 
edo para o iní
io da exe
ução de uma dada tarefa x em programações

naturais de I o
orre em pelo menos uma programação na qual x é a primeira tarefa a ser

exe
utada.

Prova: Seja π uma programação natural de I em que uma dada tarefa x não é a primeira a ser

exe
utada. Considere a programação π′
oriunda de π pela realo
ação das tarefas exe
utadas

antes de x para após a última tarefa programada em π. Caso π′
não seja natural, é possível

obter uma programação natural π′′
de π′

. A programação π′′
é tal que x é a primeira tarefa

exe
utada e sπ
′′

x ≤ sπ
′

x = sπx. �

Corolário 2.1 A data mais tarde para o iní
io da exe
ução de uma dada tarefa x em pro-

gramações naturais de I o
orre em pelo menos uma programação na qual x é a última tarefa

exe
utada.

Prova: Seja π uma programação natural de I em que uma dada tarefa x não é a última a

ser exe
utada. A programação π′
obtida de π pela realo
ação das tarefas exe
utadas após x

para imediatamente antes da primeira tarefa programada em π é uma programação natural tal

que x é a última tarefa a ser exe
utada e sπ
′

x ≥ sπx. Observa-se que pode ser ne
essário adiar a

exe
ução das demais tarefas para que essa realo
ação seja possível. �

O próximo teorema forne
e um horizonte de planejamento para 
ada tarefa x ∈ I.
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Teorema 2.2 Se π é uma programação natural de I, então, para qualquer tarefa x ∈ I, tem-se:

sLBx ≤ sπx ≤ sUB
x ,

em que:

• sLBx = max

(

0, min

(

min
y∈I\{x}

Ty −
∑

y∈I

Py − S
I\{x}
max − max

y∈I\{x}
Sxy, Tx − Px

))

e

• sUB
x = max

(

max

(

0, max
y∈I\{x}

(Ey − Py)

)

+
∑

y∈I\{x}

Py + S
I\{x}
max + max

y∈I\{x}
Syx, Ex − Px

)

.

Prova: Dada uma tarefa x ∈ I, de a
ordo 
om o Lema 2.3, a data mais 
edo de iní
io de x em

programações naturais de I o
orre em uma programação π′
na qual x é a primeira tarefa a ser

exe
utada. Neste 
aso, miny∈I s
π′

y = sπ
′

x e o maior tempo de preparação da máquina 
ontido

em π′
é S

I\{x}
max +maxy∈I\{x} Sxy. Se sπ

′

x < sLBx , então é possível adiar a exe
ução da tarefa x,
mantendo a sequên
ia de exe
ução das tarefas, sem aumentar o 
usto asso
iado a π′

(da mesma

forma em que foi realizado na prova do Lema 2.2, mas, neste 
aso, sabe-se que a tarefa x é a

primeira a ser exe
uta em π′
). Isto 
ontradiz o fato de π′

ser uma programação natural. Logo,

se π é uma programação natural de I, então sLBx ≤ sπ
′

x ≤ sπx.
Similarmente, 
om base no Corolário 2.1, a data mais tarde de iní
io da tarefa x em pro-

gramações naturais de I o
orre em uma programação π′′
na qual x é a última tarefa a ser

exe
utada. Neste 
aso, maxx∈I C
π′′

x = Cπ′′

x = sπ
′′

x + Px e o maior tempo de preparação da

máquina 
ontido em π′′
é S

I\{x}
max + maxy∈I\{x} Syx. Se sπ

′′

x > sUB
x , então é possível adiantar

a exe
ução da tarefa x, mantendo a sequên
ia de exe
ução das tarefas, sem aumentar o 
usto

asso
iado a π′′
(da mesma forma em que foi feito na prova do Lema 2.1, mas, neste 
aso, sabe-se

que x é a última tarefa a ser exe
utada em π′′
). Isto 
ontradiz o fato de π′′

ser uma programação

natural. Logo, se π é uma programação natural de I, então sπx ≤ sπ
′′

x ≤ sUB
x . �

A Subseção 2.3.1 
ompara o limite superior para o tempo máximo de preparação da máquina


ontido em uma programação de I, dado pela Proposição 2.2, 
om o valor do respe
tivo tempo

máximo, ao passo que a Subseção 2.4 
on
lui esta Seção.

2.3.1 Resultados 
omputa
ionais

Nesta seção é realizada uma breve análise do limite superior forne
ido pela Proposição 2.2,

aqui denotado por SI
UB, para o tempo máximo de preparação da máquina 
ontido em uma

programação de I (SI
max).

Os experimentos 
omputa
ionais foram realizados 
om os 
onjuntos de problemas-teste 
om

10, 20, 30, 40, 50 e 75 tarefas des
ritos na Seção 2.2. Os valores de SI
max foram obtidos por meio

da formulação de programação matemáti
a dada pelas Equações (2.4) � (2.10). Tal formulação

foi implementada e resolvida 
om a C++ Con
ert Te
hnology e 
om o otimizador IBM ILOG

CPLEX Optimization Studio 12.6.2. Por outro lado, os valores de SI
UB foram 
al
ulados por

meio de um algoritmo implementado na linguagem C++, sendo utilizado o 
ompilador g++,

versão 4.8.5, para a sua exe
ução.

Utilizou-se um 
omputador Intel

R©
Xeon(R) CPU E5620 � 2.40GHz × 16, 
om 48 GB de

RAM e sistema opera
ional CentOS Linux 7 na realização dos experimentos. O CPLEX foi


on�gurado para utilizar somente uma thread e os demais parâmetros não foram alterados.

Apesar de o pro
essador do equipamento utilizado possuir mais de um nú
leo, os algoritmos

não foram otimizados para multipro
essamento.
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Seja I o 
onjunto de tarefas em um dado problema-teste. A qualidade de SI
UB é medida

pelo seu desvio em relação a SI
max, dado por:

DRI =
SI
UB − SI

max

SI
max

× 100%. (2.11)

Deste modo, quanto menor for o valor de DRI , mais próximo de SI
max estará o limite superior

dado pela Proposição 2.2 para as tarefas de I.
A Tabela 2.1 apresenta um resumo dos resultados obtidos. Nessa tabela, a primeira 
oluna

indi
a o número de tarefas em 
ada 
onjunto de 16 problemas-teste. Para 
ada 
onjunto de

problemas, as 
olunas �tempo� apresentam as médias dos tempos demandados (em segundos)

para en
ontrar os valores de SI
UB e de SI

max, respe
tivamente. A 
oluna �DRI� apresenta os

desvios médios de SI
UB em relação aos respe
tivos valores de SI

max (em por
entagem).

Tabela 2.1: Resultados obtidos ao se utilizar a Proposição 2.2 para determinar SI
UB.

n
tempo (s)

DRI (%)

S

I

UB

S

I

max

10 0,00 0,01 1,80

20 0,00 0,04 0,85

30 0,00 0,08 0,28

40 0,00 0,22 0,04

50 0,00 0,47 0,01

75 0,00 1,92 0,00

De a
ordo 
om a Tabela 2.1, os tempos médios ne
essários para en
ontrar os valores de SI
UB

foram sempre próximos de zero segundos, ao passo que os tempos médios demandados para

en
ontrar os valores de SI
max foram maiores ou iguais a 0,01 segundos. Para os problemas-teste


om 75 tarefas, por exemplo, a média dos tempos demandados para en
ontrar os valores de

SI
max foi igual a 1,92 segundos. Ainda na Tabela 2.1, pode-se ver que os desvios médios de SI

UB

em relação aos respe
tivos valores de SI
max foram sempre menores ou iguais a 1,80%. Os valores

desses desvios de
res
em à medida em que se aumenta o número de tarefas, 
hegando a ser

iguais a 0,00% para os problemas-teste 
om 75 tarefas.

2.4 Con
lusões do 
apítulo

Este 
apítulo des
reveu detalhadamente o problema de programação de tarefas tratado nesta

tese, o SMSPETP (Single Ma
hine S
heduling Problem with Earliness and Tardiness Penal-

ties), bem 
omo as 
lasses desse problema que foram 
onsideradas, isto é, o SMSPETP-SDS

(SMSPETP 
om tempos de preparação da máquina dependentes da sequên
ia de exe
ução das

tarefas) e o SMSPETP-SIS (SMSPETP 
om tempos de preparação da máquina independentes

da sequên
ia de exe
ução das tarefas). Ademais, foram propostos resultados teóri
os que per-

mitem estabele
er um horizonte de planejamento para a exe
ução de 
ada tarefa do SMSPETP.

O horizonte de planejamento proposto assegura que a solução ótima do problema esteja 
ontido

nele. Observa-se que, de a
ordo 
om a pesquisa realizada, este é o primeiro trabalho que faz

um estudo do horizonte de planejamento para as tarefas do SMSPETP-SDS.

Um dos parâmetros utilizados na determinação do horizonte de planejamento proposto é o

tempo máximo de preparação da máquina 
ontido em qualquer programação de I, denotado por
SI
max. O valor de SI

max é determinando resolvendo-se um problema de programação matemáti
a

linear inteiro misto. Além disso, foi proposto um limite superior para SI
max. Esse limite superior,
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denotado por SI
UB, é uma alternativa para os 
asos em que a resolução do modelo matemáti
o

proposto é inviável. Resultados 
omputa
ionais realizados 
om problemas-teste 
om até 75

tarefas mostram que esse limite é próximo de SI
max e de
res
e à medida em que se aumenta

o número de tarefas a serem exe
utadas. Além disso, o tempo demandado pelo CPLEX para

resolver a formulação proposta para determinar SI
max é muito superior ao tempo ne
essário para


al
ular o respe
tivo limite superior proposto.

O horizonte de planejamento para a exe
ução das tarefas do SMSPETP-SDS é muito impor-

tante na determinação dos parâmetros de entrada das formulações matemáti
as que represen-

tam esse problema. Logo, o horizonte de planejamento proposto nesta seção é utilizado para

de�nir os parâmetros de entrada de todas formulações matemáti
as para o SMSPETP-SDS

apresentadas no Capítulo 4.



Capítulo 3

Algoritmos propostos

Neste 
apítulo são propostos algoritmos heurísti
os para a resolução do SMSPETP-SDS,

bem 
omo um algoritmo exato para o SMSPETP-SIS. Na Seção 3.1 são apresentados três

algoritmos de programação ótima de uma dada sequên
ia de tarefas. O primeiro deles é um

algoritmo da literatura, o segundo é uma 
ontribuição deste trabalho e o ter
eiro é uma proposta

de melhoria redução da 
omplexidade 
omputa
ional do algoritmo da literatura. A Seção 3.2

des
reve a metaheurísti
a Bus
a em Vizinhança Variável (Variable Neighborhood Sear
h � VNS)

e des
reve algoritmos propostos neste trabalho baseados nessa metaheurísti
a para resolver o

SMSPETP-SDS. A Seção 3.3 apresenta uma té
ni
a de Enumeração Implí
ita (EI) e des
reve

um algoritmo baseado nessa té
ni
a proposto para resolver o SMSPETP-SIS. Na Seção 3.4 é

feita a apresentação e análise dos resultados obtidos 
om os algoritmos propostos. Por �m, a

Seção 3.5 
on
lui este 
apítulo.

3.1 Programação de uma dada sequên
ia de tarefas

O objetivo do SMSPETP pode ser dividido em dois subobjetivos que devem ser bus
ados

simultaneamente. Um deles é determinar a sequên
ia de exe
ução das tarefas, isto é, a ordem

em que as tarefas devem ser exe
utadas. O outro é determinar a programação ótima dessa

sequên
ia, ou seja, determinar a data de iní
io de 
ada tarefa na sequên
ia de exe
ução, de

modo que a soma ponderada das ante
ipações e atrasos das tarefas seja a menor possível.

A Figura 3.1 ilustra duas programações possíveis para uma dada sequên
ia de exe
ução

de três tarefas. Na programação π1, as datas de iní
io de exe
ução das tarefas foram progra-

madas de modo que a tarefa 3 é 
on
luída ante
ipadamente, a
arretando em penalidade por

ante
ipação, e a tarefa 2 é 
on
luída dentro de sua respe
tiva janela de 
on
lusão, não gerando

penalidades. Já na programação π2, as datas de iní
io das tarefas foram programadas de forma

que a tarefa 2 é 
on
luída 
om atraso, gerando penalidade, e a tarefa 3 é 
on
luída dentro

de sua janela de 
on
lusão, não agregando penalidade. Nessa �gura também são ilustrados os

tempos de preparação e de o
iosidade da máquina. De a
ordo 
om os valores das penalidades

in
orridas, uma dessas programações será melhor que a outra nessa sequên
ia. Por exemplo,


onsiderando que o tempo de ante
ipação da tarefa 3 na programação π1 é igual ao tempo de

atraso da tarefa 2 na programação π2, a programação π2 será mais vantajosa que a programação

π1, 
aso α3 > β2, e, 
aso 
ontrário, a programação π1 será mais vantajosa que a programação

π2.

Os trabalhos en
ontrados na literatura tratam o SMSPETP 
om pro
edimentos heurísti
os

que, iterativamente, geram sequên
ias de exe
ução das tarefas por meio de regras de prioridade

ou pro
edimentos de bus
a. Para avaliar 
ada sequên
ia gerada, é ne
essário determinar a

programação ótima dessa sequên
ia, permitindo a o
iosidade de máquina entre a exe
ução de

tarefas 
onse
utivas. Por se tratar de um pro
edimento realizado um elevado número de vezes,

17



CAPÍTULO 3. ALGORITMOS PROPOSTOS 18

Programação π1

Programação π2

Figura 3.1: Duas possíveis programações 
om a mesma sequên
ia de exe
ução de três tarefas.

é fundamental o uso de um algoritmo 
apaz de determinar a programação ótima de uma dada

sequên
ia de tarefas o mais rapidamente possível.

Fry et al. (1987) propõem uma formulação de programação matemáti
a para determinar

uma programação ótima de uma dada sequên
ia de tarefas 
om datas de 
on
lusão distintas.

Garey et al. (1988) apresentam um algoritmo de 
omplexidade O(n logn) que en
ontra uma

programação ótima 
om datas de 
on
lusão distintas e penalidades por ante
ipações e atrasos

não ponderados.

Yano & Kim (1991) sugerem um algoritmo de programação dinâmi
a para determinar uma

programação ótima de uma dada sequên
ia de tarefas 
om datas de 
on
lusão distintas e 
om

penalidades por unidade de ante
ipação menores ou iguais às respe
tivas penalidades por uni-

dade de atraso. Szwar
 & Mukhopadhyay (1995) propõem um algoritmo baseado no 
on
eito

de 
lusters, que determina uma programação ótima de uma dada sequên
ia de tarefas 
om

datas de 
on
lusão distintas e pesos genéri
os para as penalidades por unidade de ante
ipação

e atraso, enquanto Davis & Kanet (1993) e Lee & Choi (1995) apresentam algoritmos para

a programação ótima de sequên
ias dessa mesma 
lasse de problemas. São en
ontrados mais

trabalhos sobre problemas de programação de tarefas 
om possibilidade de alo
ação de tempos

o
iosos em Kanet & Sridharan (2000) e Józefowska (2007).

Quando se trata do problema de programação de tarefas 
om janelas de 
on
lusão distintas,

os pro
edimentos de programação ótima de uma dada sequên
ia de tarefas são limitados aos

trabalhos de Koulamas (1996), Wan & Yen (2002) e Gomes Júnior et al. (2007). Em Koulamas

(1996), é apresentado um algoritmo de 
omplexidade polinomial para problemas 
om penali-

dades por ante
ipação e atraso não ponderadas. Esse algoritmo é uma extensão do trabalho de

Garey et al. (1988). Wan & Yen (2002) estendem os trabalhos de Davis & Kanet (1993), Lee

& Choi (1995) e Szwar
 & Mukhopadhyay (1995) para o SMSPETP-SIS. Por último, Gomes

Júnior et al. (2007) adaptam o algoritmo de Wan & Yen (2002) para 
onsiderar tempos de

preparação da máquina dependentes da sequên
ia de exe
ução das tarefas.

O algoritmo de programação ótima de uma dada sequên
ia de tarefas do SMSPETP-SIS de

Wan & Yen (2002), o qual foi adaptado por Gomes Júnior et al. (2007) para o SMSPETP-SDS,
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é reproduzido na Seção 3.1.1. Ademais, um novo algoritmo de alo
ação ótima de tempos o
iosos

em uma dada sequên
ia de exe
ução do SMSPETP-SDS é proposto na Seção 3.1.2, enquanto

uma melhoria do algoritmo de datas ótimas de Wan & Yen (2002) é proposta na Seção 3.1.3.

3.1.1 Optimal Timing Algorithm � OTA

Nesta seção é reproduzido o algoritmo de programação ótima de uma dada sequên
ia de

tarefas do SMSPETP-SIS proposto por Wan & Yen (2002), denotado por OTA (Optimal Timing

Algorithm). É apresentada a versão do OTA adaptada por Gomes Júnior et al. (2007) para o

SMSPETP-SDS, isto é, a versão do OTA que 
onsidera a existên
ia de tempos de preparação

da máquina dependentes da sequên
ia de exe
ução das tarefas.

Dada uma sequên
ia X = (x1, x2, . . . , xn) das tarefas de I, seja πk uma programação par
ial

das k primeiras tarefas em X e Cπk
xi

a data de 
on
lusão da tarefa xi em πk. Suponha que um

sub
onjunto de tarefas B = {xu, xu+1, . . . , xv} forma um blo
o na programação πk, isto é, as

tarefas de B são programadas sem o
iosidade de máquina entre elas. Além disso, assuma que

existem l blo
os em πk e que prim(B) e ult(B) representam a primeira e a ultima tarefa do blo
o

B, respe
tivamente. A programação par
ial ini
ial π1 é obtida programando a tarefa x1 para

ser 
on
luída na data Ex1 , se Px1 ≤ Ex1 , ou na data Px1, se Px1 > Ex1. Dada a programação

πk, a tarefa xk+1 é programada 
omo segue. Seja S(xk)(xk+1) o tempo de preparação da máquina

entre a exe
ução das tarefas 
onse
utivas xk e xk+1. Se Cπk
xk

+ S(xk)(xk+1) + Pxk+1
< Exk+1

,

então a tarefa xk+1 é programada para ser 
on
luída na data Exk+1
, isto é, a tarefa xk+1 é

programada para ser 
on
luída no iní
io da sua janela de 
on
lusão e dá origem a um novo

blo
o. Por outro lado, se Cπk
xk

+ S(xk)(xk+1) + Pxk+1
≥ Exk+1

, então a tarefa xk+1 é programada

para ser ini
iada na data Cπk
xk

+ S(xk)(xk+1), ou seja, xk+1 é in
luída no último blo
o de πk.

Após determinar a data de 
on
lusão de 
ada tarefa, deve-se rever a programação dos blo
os.

O 
usto asso
iado à tarefa x na programação πk é dado por:

gx(C
πk
x ) = αx ·max (0, Ex − Cπk

x ) + βx ·max (0, Cπk
x − Tx) .

Logo, o 
usto asso
iado às tarefas de B após deslo
ar esse blo
o por ϕ unidades de tempo para

a esquerda é dado por:

CustoB(ϕ) =
∑

x∈B

gx(C
πk
x − ϕ), (3.1)

em que Cπk
x −ϕ 
orresponde à nova data de 
on
lusão da tarefa x. O resultado a seguir analisa

a topologia dessa função.

Lema 3.1 (Wan & Yen, 2002): A soma de duas funções lineares por partes e 
onvexas é

também uma função linear por partes e 
onvexa.

Com base no Lema 3.1, tem-se:

Proposição 3.1 (Wan & Yen, 2002): CustoB(ϕ) é uma função linear por partes e 
onvexa

em relação a ϕ.

Devido à natureza linear por partes e 
onvexa da função 
usto, o 
usto mínimo de um blo
o

B o
orre em um dos pontos extremos da função CustoB, isto é, ou no iní
io ou no �nal da

janela de 
on
lusão de uma das tarefas no blo
o. Logo, o 
usto mínimo pode ser fa
ilmente

obtido pela 
omparação dos somatórios das penalidades das tarefas em B, sendo 
ada um desses

somatórios obtido ao programar uma tarefa em B para ser 
on
luída no iní
io ou no �nal de sua

respe
tiva janela de 
on
lusão. Todos os possíveis somatórios são 
al
ulados e o menor deles

está asso
iado ao ponto de 
usto mínimo de B. Em 
aso de empate, es
olhe-se o menor ponto

de mínimo. Assim que o ponto de mínimo é en
ontrado, o blo
o B é deslo
ado na direção desse

ponto até que um dos três 
asos seguintes a
onteça:
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(i) A primeira tarefa do blo
o B é ini
iada na data 0;

(ii) o blo
o B é programado em seu ponto de mínimo;

(iii) O blo
o B se junta ao blo
o ante
essor, ou seja, Cπk

prim(B) torna-se igual a Cπk

prim(B)−1 +
Sprim(B)−1,prim(B) + Pprim(B).

Esse pro
edimento de veri�
ação da programação de um blo
o é realizado até que o
orra o 
aso

(i) ou (ii) para 
ada blo
o de πk.

Proposição 3.2 (Wan & Yen, 2002): O 
usto total asso
iado a uma dada sequên
ia de

tarefas é ótimo se 
ada blo
o B na programação de X estiver no seu ponto de mínimo, ex
eto

o primeiro blo
o, que pode ter sua exe
ução programada para ini
iar na data zero.

Para exempli�
ar o pro
edimento OTA, 
onsidere o SMSPETP-SDS de 4 tarefas represen-

tado pela Tabela 3.1. Nessa tabela, a primeira 
oluna apresenta o 
onjunto de tarefas a serem

programadas, isto é, I = {1, 2, 3, 4}. As demais 
olunas indi
am o tempo de exe
ução (Px), o

usto por unidade de ante
ipação (αx), o 
usto por unidade de atraso (βx), a data de iní
io

(Ex) e de término (Tx) da janela de 
on
lusão, bem 
omo os tempos de preparação da máquina

relativos a 
ada tarefa x ∈ I.

Tabela 3.1: Problema-teste para exempli�
ar o pro
edimento OTA.

I Px Ex Tx αx βx
S

xy

1 2 3 4

1 3 14 15 2 4 0 2 1 2

2 4 22 24 7 9 1 0 2 3

3 4 9 12 7 8 1 3 0 1

4 3 5 7 1 4 1 2 2 0

Dada a sequên
ia X = (3, 4, 1, 2), a primeira tarefa, x1 = 3, é programada para ser


on
luída na data Cπ1
x1

= Cπ1
3 = max(E3, P3) = E3 = 9, 
onforme a Figura 3.2.

Figura 3.2: Programação da primeira tarefa de X .

A segunda tarefa, x2 = 4, é programada para ser 
on
luída na data Cπ2
x2

= Cπ2
4 = 13 (Figura

3.3), pois Cπ1
3 + S34 + P4 ≥ E4 (13 > 5). Neste momento, é ne
essário veri�
ar se o blo
o

formado, {x1, x2} = {3, 4}, está no seu ponto de mínimo. Para isto, primeiro determina-se

as possíveis datas de iní
io da exe
ução do blo
o. Essas datas são obtidas programando 
ada

tarefa do blo
o para ser 
on
luída no iní
io e no �nal de sua janela de 
on
lusão (visto que o


usto mínimo do blo
o se dá no iní
io ou no �nal da janela de 
on
lusão de uma das tarefas no

blo
o). No exemplo em questão, as possíveis datas de iní
io da exe
ução do blo
o {3, 4} são 8,
5 e 0. Os 
ustos totais asso
iados ao blo
o B 
aso a sua exe
ução seja ini
iada nessas datas são,

respe
tivamente, 36, 24 e 39. Logo, o blo
o B terá 
usto mínimo se sua exe
ução for ini
iada

na data 5. Como o blo
o B já en
ontra-se programado no seu ponto de mínimo, passa-se para

a alo
ação da ter
eira tarefa da sequên
ia X .

A ter
eira tarefa, x3 = 1, é alo
ada para ser 
on
luída na data Cπ3
x3

= Cπ3
1 = 17 (Figura

3.4), pois Cπ2
4 + S41 + P1 ≥ E1 (17 > 14). Neste momento, é ne
essário veri�
ar se o blo
o

formado, {x1, x2, x3} = {3, 4, 1}, está no seu ponto de mínimo. As datas 
andidatas para o
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Figura 3.3: Alo
ação da segunda tarefa na programação da sequên
ia X .

iní
io da exe
ução desse blo
o são 8, 5, 3, 2 e 0. Os 
ustos totais asso
iados ao blo
o B 
aso a

sua exe
ução seja ini
iada nessas datas são, respe
tivamente, 56, 32, 30, 33 e 43. Como o blo
o

B en
ontra-se programado para ini
iar sua exe
ução na data 5 e o ponto de mínimo desse blo
o

é a data 3 (
om 
usto asso
iado igual a 30), o blo
o B reprogramado para ter sua exe
ução no

ponto de mínimo (ou seja, data 3), 
onforme ilustrado na Figura 3.5.

Figura 3.4: Alo
ação da ter
eira tarefa na programação da sequên
ia X .

Figura 3.5: Blo
o {x1, x2, x3} = {3, 4, 1} em seu ponto de mínimo.

Finalmente, a última tarefa, x4 = 2, é programada para ser 
on
luída na data Cπ4
x4

= Cπ4
2 =

22 (Figura 3.6), pois Cπ3
1 + S12 +P2 < E2 (21 < 22). Observa-se que um novo blo
o, 
omposto

apenas pela tarefa x4 = 2, é 
riado. Esse blo
o en
ontra-se em seu ponto de mínimo, pois

a tarefa x4 = 2 não a
arreta em nenhuma penalidade. Portanto, tem-se que a programação

representada pela Figura 3.6 é ótima para a sequên
ia X = (3, 4, 1, 2) e o menor 
usto asso
iado

a essa sequên
ia é 30.

Figura 3.6: Programação ótima da sequên
ia X .

3.1.1.1 Análise de 
omplexidade do algoritmo OTA

O Algoritmo 3.1 reproduz o pro
edimento OTA apli
ado a uma dada sequên
ia de tarefas

X = {x1, x2, . . . , xn}. Nele, o pro
edimento DeslocaBloco(B) deslo
a o blo
o B até o seu

ponto de mínimo, até que Cπi
x1

= Px1 ou até B se unir ao blo
o ante
essor.

O 
usto 
omputa
ional asso
iado às linhas 1-3 do Algoritmo 3.1 é 
onstante. Para 
ada

iteração i ∈ {2, 3, . . . , n} do laço �para� da linha 4, a 
omplexidade asso
iada às linhas 5-

10 também é 
onstante. De a
ordo 
om o que foi apresentado por Wan & Yen (2002) e

implementado por Gomes Júnior et al. (2007), a determinação do ponto de mínimo do blo
o Bl

envolve o 
ál
ulo de 2 · |Bl| somatórios de tamanho |Bl|, em que |Bl| representa a 
ardinalidade
de Bl. Logo, o 
usto 
omputa
ional de se determinar o ponto de mínimo de Bl é O(|Bl|

2).
A maior 
ardinalidade possível de Bl na iteração i é i (ou seja, |Bl| ≤ i, ∀i ∈ {2, 3, . . . , n}).
Consequentemente, a 
omplexidade 
omputa
ional de se veri�
ar a 
ondição do laço �enquanto�

(linhas 11 e 12 do Algoritmo 3.1) é O(i2).
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Algoritmo 3.1 OTA(n, I,X)

1 l ← 1;
2 Cπ1

x1
← max(Px1, Ex1);

3 B1 ← {x1};
4 para i = 2, 3, . . . , n− 1, n faça

5 se C
πi−1
xi−1 + S(xi−1)(xi) + Pxi

< Exi
então

6 l ← l + 1;
7 Bl ← {xi};
8 Cπi

xi
← Exi

;

senão

9 Cπi
xi
← C

πi−1
xi−1 + S(xi−1)(xi) + Pxi

;

10 Bl ← Bl ∪ {xi};
11 enquanto Bl não estiver no seu ponto de mínimo e Cπi

x1
> Px1 faça

12 DeslocaBloco(Bl);
13 se Bl se unir ao blo
o Bl−1 então

14 l ← l − 1;
�m

�m

�m

�m

Seja κi o número de vezes que a 
ondição do laço �enquanto� do Algoritmo 3.1 é veri�
ada

na iteração i ∈ {2, 3, . . . , n} desse algoritmo. Dado que a 
omplexidade do pro
edimento

DeslocaBloco(Bl) é O(|Bl|) = O(i), a 
omplexidade 
omputa
ional do OTA é:

O

(
n∑

i=2

(i2 + i) · (κi − 1)

)

= O

(
n∑

i=2

i2 · κi

)

.

Lema 3.2 Se κi representa o número de vezes que a 
ondição do laço �enquanto� (linha 11)

do Algoritmo 3.1 é veri�
ada na iteração i ∈ {2, 3, . . . , n} desse algoritmo, então

n∑

i=2

κi ≤ 2 · (n− 1).

Prova: Veri�
ar a 
ondição do laço �enquanto� 
onsiste, basi
amente, em determinar o ponto

de mínimo do blo
o Bl. O ponto de mínimo de Bl é determinado somente após uma tarefa xi

ser alo
ada no �nal do blo
o Bl 
orrente (linha 10 do Algoritmo 3.1) ou após o blo
o Bl ser

deslo
ado pelo pro
edimento DeslocaBloco(Bl) (linha 12 do Algoritmo 3.1). O maior número

possível de alo
ações de tarefas no �nal do blo
o 
orrente é n − 1. Por outro lado, quando

o blo
o Bl é deslo
ado pelo pro
edimento DeslocaBloco(Bl), o
orre uma das três seguintes

situações:

(i) Cπi
x1

= Px1;

(ii) Bl é programado no seu ponto de mínimo; (ou até que );

(iii) Bl é deslo
ado até se unir ao blo
o Bl−1, dando origem a um novo blo
o Bl−1.

Se o
orrer os 
asos (i) ou (ii), não será mais ne
essário determinar o ponto de mínimo do blo
o

Bl na iteração i. Por outro lado, 
aso a
onteça o 
aso (iii), o ponto de mínimo do blo
o Bl deve

ser determinado novamente até que o
orra o 
aso (i) ou o 
aso (ii). Dado que, uma vez que
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dois blo
os se unem, eles não se separam mais, o número máximo de vezes que o
orre a união

de blo
os é, também, n− 1. Logo, 2 · (n− 1) é um limite superior para

∑n

i=2 κi. �

Como 
onsequên
ia do Lema 3.2, tem-se:

n∑

i=2

i2 · κi = 22 · κ2 + 32 · κ3 + 42 · κ4 + . . .+ (n− 1)2 · κn−1 + n2 · κn =

= 22 · (κ2 + κ3 + κ4 + . . .+ κn−1 + κn
︸ ︷︷ ︸

≤2·(n−1)

) +

+ (32 − 22) · (κ3 + κ4 + . . .+ κn−1 + κn
︸ ︷︷ ︸

≤2·(n−1)

) +

+ (42 − 32) · (+κ4 + . . .+ κn−1 + κn
︸ ︷︷ ︸

≤2·(n−1)

) +

.

.

.

+
(
n2 − (n− 1)2

)
· ( κn
︸︷︷︸

≤2·(n−1)

).

Logo,

n∑

i=2

i2 · κi ≤ n2 · 2 · (n− 1) = 2n3 − 2n2.

Os resultados apresentados demonstram a seguinte proposição:

Proposição 3.3 A 
omplexidade 
omputa
ional do OTA de Wan & Yen (2002) é O(n3).

3.1.2 Novo algoritmo de alo
ação ótima de tempos o
iosos � AAOTO

Nesta seção é proposto um algoritmo O(n2) para a alo
ação ótima de tempos o
iosos em

uma dada sequên
ia de exe
ução das tarefas do SMSPETP-SDS, denominado AAOTO. Esse

algoritmo foi motivado pelo trabalho de França Filho (2007), que aborda o problema de progra-

mação de tarefas em máquinas paralelas não-rela
ionadas, tempos de preparação da máquina

dependentes da sequên
ia de exe
ução das tarefas, datas de 
on
lusão distintas, penalidades

por ante
ipação e atraso da produção e datas distintas de liberação das tarefas.

Seja X = (x1, x2, . . . , xn) uma dada sequên
ia das tarefas perten
entes ao 
onjunto I. Logo,
xi, xj ∈ I e xi 6= xj para todo i, j ∈ {1, 2, · · · , n} e i 6= j. O AAOTO é 
onstituído de duas

etapas. Primeiro, todas as tarefas são programadas para serem exe
utadas o mais 
edo possível,

respeitando a sequên
ia X . Observe que não haverá o
iosidade de máquina nessa programação

ini
ial. Além disso, os 
ustos por ante
ipações e por atrasos são, respe
tivamente, os maiores

e os menores possíveis para a sequên
ia X . Em seguida, são alo
ados tempos o
iosos entre


ada par de tarefas 
onse
utivas, sempre que a soma total das penalidades por ante
ipações e

atrasos for reduzida.

Seja Cπ
x a data de 
on
lusão da tarefa x ∈ I na programação π da sequên
ia X . Na primeira

etapa do AAOTO, a exe
ução da primeira tarefa da sequên
ia X , x1, é programada para ser

ini
iada na data 0 (zero), ou seja, Cπ
x1

= Px1. A data de 
on
lusão das demais tarefas é dada

por Cπ
xi
= Cπ

xi−1
+ S(xi−1)(xi) + Pxi

, para todo i = 2, 3, . . . , n.
Diferentemente do algoritmo de França Filho (2007), a segunda etapa do AAOTO 
omeça

a partir da última tarefa da sequên
ia X (xn). Su
essivamente, da última para a primeira

tarefa, veri�
a-se se a alo
ação de tempos o
iosos é vantajosa. Se a tarefa xn estiver ante
ipada

na programação resultante da primeira etapa do AAOTO (isto é, se Cπ
xn

< Exn
), então ela

tem a sua exe
ução adiada por ϕ = Txn
− Cπ

xn
unidades de tempo. Caso 
ontrário (isto é, se
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Cπ
xn
≥ Exn

), a programação de xn não é alterada, uma vez que adiar a sua exe
ução não irá

reduzir as penalidades asso
iadas a ela.

Novamente, o 
onjunto de tarefas B = {xu, xu+1, . . . , xv}, 
om u ≤ v, forma um blo
o

na programação π da sequên
ia X se as tarefas em B são programadas 
onse
utivamente sem

tempo o
ioso entre elas e existe o
iosidade de máquina entre as tarefas xu−1 e xu e as tarefas xv

e xv+1. Para o 
aso em que u = 1, des
onsidera-se a 
ondição de existên
ia de o
iosidade entre
as tarefas xu−1 e xu. Analogamente, para o 
aso em que v = n, des
onsidera-se a 
ondição de

existên
ia de o
iosidade entra as tarefas xv e xv+1.

A alo
ação de tempos o
iosos antes das demais tarefas xi, 
om i = n − 1, n − 2, . . . , 1, é
realizada da seguinte forma:

• Se Cπ
xi
≥ Exi

, então nenhum tempo o
ioso é alo
ado imediatamente antes de xi;

• Se Cπ
xi
< Exi

, então veri�
a-se se é vantajoso adiar a tarefa xi.

Para adiar a tarefa xi, é ne
essário adiar, também, todas as tarefas do blo
o B = {xi, xi+1,
. . . , ultxi

}, em que ultxi
representa a última tarefa do blo
o que 
ontém xi. O 
usto marginal

CM para adiar as tarefas de B por uma unidade de tempo é dado por:

CM(B) =
∑

x∈B : Cπ
x≥Tx

βx −
∑

x∈B : Cπ
x<Ex

αx. (3.2)

Em 
onsequên
ia:

• Se CM(B) ≥ 0, então não é vantajoso adiar as tarefas de B (pois o aumento dos 
ustos

por atrasos será maior que a redução dos 
ustos por ante
ipações);

• Se CM(B) < 0, então é vantajoso adiar as tarefas de B.

Devido à natureza 
onvexa e linear por partes da função 
usto de B (ver Proposição 3.1),

o valor de CM(B) só irá mudar se as tarefas de B forem adiadas por, pelo menos:

ϕ = min
(

Cπ
ultxi+1 − Pultxi+1 − S(ultxi )(ultxi+1) − Cπ

ultxi
, m1, m2

)

unidades de tempo, sendo:

m1 = min
x∈B : Cπ

x<Tx

(Tx − Cπ
x )

m2 = min
x∈B\{ultxi} : Cπ

x<Ex

(Ex − Cπ
x )

e ultxi
+ 1 representa a tarefa sequen
iada imediatamente após a tarefa ultxi

. Para o 
aso

em que ultxi
= xn, o valor de ϕ é dado por ϕ = min (m1, m2). Portanto, as tarefas de B são

adiadas por ϕ unidades de tempo. Consequentemente, os seguintes 
asos podem o
orrer:

• Se Cπ
ultxi

+S(ultxi )(ultxi+1)+Pultxi+1 = Cπ
ultxi+1, então o blo
o B é anexado ao blo
o su
essor,

formando um novo blo
o B. Neste 
aso, deve-se veri�
ar se é vantajoso adiar as tarefas

do novo blo
o B (via análise de CM(B));

• Se Cπ
ultxi

+S(ultxi )(ultxi+1) +Pultxi+1 < Cπ
ultxi+1, então veri�
a-se se é vantajoso adiar ainda

mais as tarefas de B (via análise de CM(B)).

O AAOTO é en
errado quando não for mais vantajoso alo
ar o
iosidade de máquina na

programação π, ou seja, quando CM(B) ≥ 0 para todo blo
o B em π. A Proposição 3.2

garante que a programação obtida 
om o algoritmo AAOTO é ótima.



CAPÍTULO 3. ALGORITMOS PROPOSTOS 25

Tabela 3.2: Problema-teste para exempli�
ar o pro
edimento AAOTO.

I Px Ex Tx αx βx

S

xy

1 2 3 4

1 3 14 15 2 4 0 2 1 2

2 4 22 24 7 9 1 0 2 3

3 4 9 12 7 8 1 3 0 1

4 3 5 7 1 4 1 2 2 0

Para ilustrar o pro
edimento AAOTO, 
onsidere o SMSPETP-SDS de 4 tarefas apresentado

novamente na Tabela 3.2. Nessa tabela, a primeira 
oluna apresenta o 
onjunto de tarefas a

serem programadas, isto é, I = {1, 2, 3, 4}. As demais 
olunas indi
am o tempo de exe
ução

(Px), o 
usto por unidade de ante
ipação (αx), o 
usto por unidade de atraso (βx), a data de

iní
io (Ex) e de término (Tx) da janela de 
on
lusão, bem 
omo os tempos de preparação da

máquina relativos a 
ada tarefa x ∈ I.
Dada a sequên
ia X = (3, 4, 1, 2), primeiramente todas as tarefas são programadas para

serem exe
utadas o mais 
edo possível, 
onforme a Figura 3.7. Nessa programação, a soma das

penalidades oriundas de ante
ipações e atrasos é igual a 71 unidades.

Figura 3.7: Programação ini
ial de X no AAOTO.

A segunda etapa do AAOTO veri�
a se é vantajoso alo
ar tempo o
ioso antes da exe
ução

de 
ada tarefa. Esse pro
edimento é realizado iterativamente, 
omeçando pela última tarefa da

sequên
ia (x4 = 2) e terminando 
om a primeira (x1 = 3). Como a alo
ação de o
iosidade de

máquina antes da exe
ução da tarefa x4 = 2 reduz a sua ante
ipação (CM({x4}) = −7 < 0), a
exe
ução de x4 é adiada o máximo possível sem que ela �que atrasada, ou seja, por 6 unidades

de tempo (Figura 3.8). Após esse adiamento, a soma das penalidades por ante
ipações e atrasos

é igual a 43.

Figura 3.8: Programação de X após a iteração 1 da segunda etapa do AAOTO.

A iteração 2 da segunda etapa do AAOTO veri�
a se é vantajoso alo
ar o
iosidade de

máquina antes da exe
ução da tarefa x3 = 1. Como essa alo
ação de tempo o
ioso é vantajosa,

pois CM({x3}) = −2 < 0, a tarefa x3 é adiada por 3 unidades de tempo, isto é, ela é adiada

de modo a ser 
on
luída no �nal da sua janela de 
on
lusão. Após essa reprogramação (Figura

3.9), a soma das penalidades de
orrentes de ante
ipações e atrasos é igual a 39 unidades.

Figura 3.9: Programação de X após a iteração 2 da segunda etapa do AAOTO.

A iteração 3 da segunda etapa do AAOTO veri�
a se é vantajoso alo
ar o
iosidade de

máquina antes da exe
ução da tarefa x2 = 4. Como essa alo
ação de tempo o
ioso não é
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vantajosa (CM({x2}) = 4 ≥ 0), o AAOTO vai para a iteração 4. A iteração 4 analisa se é

vantajoso alo
ar tempo o
ioso antes da exe
ução da primeira tarefa da sequên
ia (x1 = 3). Para
que essa alo
ação de tempo seja possível, é ne
essário adiar as tarefas do blo
o {x1, x2} = {4, 3}.
Já que esse adiamento é vantajoso (CM({x1, x2}) = −7+4 = −3 < 0), o blo
o {x1, x2} é adiado
por 3 unidades de tempo. Após esse adiamento, a soma das penalidades por ante
ipações e

atrasos é igual a 30. Um novo blo
o, {x1, x2, x3} = {3, 4, 1}, é então formado (Figura 3.10).

Nesse momento, é ne
essário veri�
ar se esse novo blo
o está na sua programação ótima. Uma

vez que a alo
ação de mais o
iosidade de máquina antes da primeira tarefa não é vantajosa

(CM({x1, x2, x3}) = −7 + 4 + 4 = 1 ≥ 0), tem-se que essa programação é ótima para a

sequên
ia X .

Figura 3.10: Programação ótima de X , obtida após a iteração 4 da segunda etapa do AAOTO.

3.1.2.1 Análise de 
omplexidade do algoritmo AAOTO

O Algoritmo 3.2 apresenta o pseudo
ódigo do pro
edimento AAOTO apli
ado à sequên
ia

X = (x1, x2, . . . , xn) do 
onjunto I de n tarefas.

Algoritmo 3.2 AAOTO(n, I,X)

1 Cπ
x1
← Px1;

2 para i = 2, . . . , n faça

3 Cπ
xi
← Cπ

xi−1
+ S(xi−1)(xi) + Pxi

;

�m

4 para i = n, n− 1, . . . , 2, 1 faça
5 se Cπ

xi
< Exi

então

6 B ← {xi, xi+1, . . . , ultxi
};

7 enquanto CM(B) < 0 faça

8 m1 ← min
x∈B : Cπ

x<Tx

(Tx − Cπ
x );

9 m2 ← min
x∈B\{ultxi} : Cπ

x<Ex

(Ex − Cπ
x );

10 se ultxi
= xn então

11 ϕ← min (m1, m2);
senão

12 ϕ← min
(

Cπ
ultxi+1 − Pultxi+1 − S(ultxi )(ultxi+1) − Cπ

ultxi
, m1, m2

)

;

�m

13 para x ∈ B faça

14 Cπ
x = Cπ

x + ϕ;
�m

15 se ultxi
6= xn e Cπ

ultxi
+ S(ultxi )(ultxi+1) + Pultxi+1 = Cπ

ultxi+1 então

16 B é anexado ao blo
o su
essor e forma um novo blo
o B;
�m

�m

�m

�m
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A ini
ialização do AAOTO, linhas 1�3 do Algoritmo 3.2, possui 
omplexidade 
omputa
ional

O(n). Para 
ada i ∈ {n, n − 1, . . . , 2, 1} do laço �para� da linha 4, o 
usto 
omputa
ional de

se veri�
ar a 
ondição da linha 5 é O(1) e o 
usto asso
iado à linha 6 é O(|B|), em que |B|

orresponde à 
ardinalidade do 
onjunto B. A maior 
ardinalidade possível de B na iteração i é
n−i+1 (ou seja, |B| ≤ n−i+1, ∀i ∈ {n, n−1, . . . , 2, 1}). Logo, a 
omplexidade 
omputa
ional

relativa à linha 6 do Algoritmo 3.2 é O(n− i+ 1).
O 
usto 
omputa
ional de se veri�
ar a 
ondição do laço �enquanto� da linha 7 do Algoritmo

3.2, isto é, o 
usto de se 
al
ular CM(B), é O(|B|) = O(n− i−1). Além disso, a 
omplexidade


omputa
ional asso
iada às linhas 8�16 também é O(n − i + 1). Assim, se cmi representa o

número de vezes que o laço �enquanto� (linhas 7-16 do Algoritmo 3.2) é exe
utado na iteração i ∈
{n, n−1, . . . , 2, 1} desse algoritmo (isto é, cmi 
orresponde ao número de vezes que CM(B) < 0
na iteração i), então a 
omplexidade 
omputa
ional do AAOTO é:

O

(

n+
n∑

i=1

(

(n− i+ 1) +

cmi∑

j=1

(n− i+ 1)

))

= O

(

n2 +
n∑

i=1

(n− i+ 1) · cmi

)

.

Lema 3.3 Se cmi representa o número de vezes que o laço �enquanto�, linhas 7-16 do Algoritmo

3.2, é exe
utado na iteração i ∈ {n, n− 1, . . . , 2, 1} do AAOTO, então

n∑

i=1

cmi ≤ 3n− 1.

Prova: Toda vez que CM(B) < 0, as tarefas do blo
o B são adiadas a �m de se obter a progra-

mação ótima desse blo
o. Logo, existem duas possibilidades para 
ada vez que CM(B) < 0:

(i) O blo
o B é adiado até que uma das tarefas em B seja 
on
luída em um dos limites da

sua respe
tiva janela de 
on
lusão; ou

(ii) O blo
o B é adiado até que ele seja anexado ao blo
o su
essor, dando origem a um novo

blo
o B.

Cada limite da janela de 
on
lusão de uma dada tarefa em I irá limitar o adiamento de um

blo
o por, no máximo, uma vez (visto que o AAOTO somente alo
a o
iosidade de máquina na

programação de X). Assim, 2n é um limite superior para o número de vezes que o
orre o 
aso

(i), pois existem n tarefas 
ujas janelas de 
on
lusão possuem dois limites, Ex e Tx. Por outro

lado, uma vez que dois blo
os se juntam, eles não se separam mais. Portanto, n−1 é um limite

superior para o número de vezes que o
orre o 
aso (ii) e 2n + (n − 1) = 3n − 1 é um limite

superior para

∑n

i=1 cmi. �

Como 
onsequên
ia do Lema 3.3, tem-se:

n∑

i=1

(n− i+ 1) · cmi = n · cm1 + (n− 1) · cm2 + . . .+ 2 · cmn−1 + 1 · cmn

= cm1 + cm2 + . . .+ cmn−1 + cmn
︸ ︷︷ ︸

≤3·n−1

+

+ cm1 + cm2 + . . .+ cmn−1
︸ ︷︷ ︸

≤3·(n−1)−1

+

.

.

.

+ cm1 + cm2
︸ ︷︷ ︸

≤3·2−1

+

+ cm1
︸︷︷︸

≤3·1−1

.
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Logo,

n∑

i=1

(n− i+ 1) · cmi ≤
n∑

i=1

3i− 1 =
n(3n+ 1)

2
.

A seguinte proposição resume os resultados apresentados.

Proposição 3.4 A 
omplexidade 
omputa
ional do AAOTO é O(n2).

3.1.3 Optimal Timing Algorithm melhorado � OTA'

Nesta seção é proposta uma alteração no algoritmo OTA, reproduzido na Seção 3.1.1 para

o SMSPETP-SDS, a �m de reduzir a 
omplexidade 
omputa
ional desse algoritmo. O OTA


om a alteração proposta será denotado por OTA'.

Seja X = (x1, x2, . . . , xn) uma dada sequên
ia das tarefas de I. Assim 
omo no OTA, a

primeira tarefa (x1) da sequên
ia X é programada para ser 
on
luída na data Ex1, se Px1 ≤
Ex1 , ou ini
iada na data 0, se Px1 > Ex1 . Seja Cπ

x a data de 
on
lusão da tarefa x ∈ I na

programação π da sequên
ia X . Ainda da mesma forma que no OTA, as demais tarefas xi,


om i ∈ {2, 3, . . . , n}, são programadas da seguinte forma:

(i) Se Cπ
xi−1

+ S(xi−1)(xi) + Pxi
< Exi

, então a tarefa xi é programada para ser �nalizada na

data Exi
e um novo blo
o é ini
iado;

(ii) Se Cπ
xi−1

+ S(xi−1)(xi) + Pxi
≥ Exi

, então a tarefa xi é programada para ser 
on
luída na

data Cπ
xi−1

+S(xi−1)(xi)+Pxi
e passa a ser a última tarefa do blo
o em que ela foi alo
ada,

isto é, a tarefa xi é programada para ser exe
utada imediatamente após a 
on
lusão da

tarefa xi−1 e a realização da respe
tiva preparação da máquina.

Se a
onte
er o 
aso (ii), em que existe a possibilidade de uma tarefa ser programada para

ser 
on
luída 
om atraso, então deve-se veri�
ar se é vantajoso adiantar a tarefa xi. Para isso,

seja primxi
a primeira tarefa do blo
o que 
ontém a tarefa xi. Para adiantar a tarefa xi, é

ne
essário adiantar, também, todas as tarefas do blo
o B = {primxi
, primxi

+ 1, . . . , xi}. O


usto marginal CM para adiantar as tarefas de B por uma unidade de tempo é dado por

CM(B) =
∑

x∈B : Cπ
x≤Ex

αx −
∑

x∈B : Cπ
x>Tx

βx. (3.3)

Logo:

• Se CM(B) ≥ 0, então não é vantajoso adiantar as tarefas de B (pois o aumento dos


ustos por ante
ipações será maior que a redução dos 
ustos por atrasos);

• Se CM(B) < 0, então é vantajoso adiantar as tarefas de B.

Devido à natureza 
onvexa e linear por partes da função 
usto de B (ver Proposição 3.1),

o valor de CM(B) só irá mudar se as tarefas de B forem adiantadas por, pelo menos,

ϕ = min
(

Cπ
primxi

− Pprimxi
− S(primxi

−1)(primxi
) − Cπ

primxi
−1, m1, m2

)

unidades de tempo, sendo

m1 = min
x∈B : Cπ

x>Tx

(Cπ
x − Tx)

m2 = min
x∈B : Cπ

x>Ex

(Cπ
x − Ex)

e primxi
− 1 representa a tarefa sequen
iada imediatamente antes da tarefa primxi

. Para o


aso em que primxi
= x1, o valor de ϕ é dado por ϕ = min (m1, m2). As tarefas de B são,

então, adiantadas por ϕ unidades de tempo. Consequentemente, tem-se:
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• Se Cπ
primxi

−1 + S(primxi
−1)(primxi

) + Pprimxi
= Cπ

primxi
, então o blo
o B é anexado ao blo
o

ante
essor, formando um novo blo
o B. Neste 
aso, deve-se veri�
ar se é vantajoso

adiantar as tarefas do novo blo
o B (via análise de CM(B));

• Se Cπ
primxi

−1+S(primxi
−1)(primxi

)+Pprimxi
< Cπ

primxi
, então veri�
a-se se é vantajoso adiantar

ainda mais as tarefas de B (via análise de CM(B)).

Observa-se que, diferentemente do OTA, que pro
ura pelo ponto de mínimo do blo
o

B, o OTA' primeiro veri�
a se B está no seu ponto de mínimo (por meio da análise do

CM(B)) e, 
aso não esteja, pro
ura pelo ponto extremo de 
usto menor mais próximo do

ponto atual.

O OTA' é en
errado quando não for mais vantajoso adiantar a exe
ução das tarefas na

programação π, ou seja, quando CM(B) ≥ 0 para todo blo
oB em π. Novamente, a Proposição

3.2 garante que a programação obtida 
om o algoritmo OTA' é ótima.

3.1.3.1 Análise de 
omplexidade do algoritmo OTA'

O Algoritmo 3.3 des
reve o pro
edimento OTA' apli
ado a uma dada sequên
ia de tarefas

X = {x1, x2, . . . , xn}.

Algoritmo 3.3 OTA

∗(n, I,X)

1 Cπ
x1
← max(Px1 , Ex1);

2 para i = 2, 3, . . . , n− 1, n faça

3 se Cπ
xi−1

+ S(xi−1)(xi) + Pxi
< Exi

então

4 Cπ
xi
← Exi

;

senão

5 Cπ
xi
← Cπ

xi−1
+ S(xi−1)(xi) + Pxi

;

6 B ← {primxi
, primxi

+ 1, . . . , xi−1, xi};
7 enquanto CM(B) < 0 e Cπ

primxi
6= Pprimxi

faça

8 m1 ← min
x∈B : Cπ

x>Tx

(Cπ
x − Tx);

9 m2 ← min
x∈B : Cπ

x>Ex

(Cπ
x −Ex);

10 se primxi
= x1 então

11 ϕ← min
(
Cπ

x1
− Px1, m1, m2

)
;

senão

12 ϕ← min
(

Cπ
primxi

− Pprimxi
− S(primxi

−1)(primxi
) − Cπ

primxi
−1, m1, m2

)

;

�m

13 para x ∈ B faça

14 Cπ
x = Cπ

x − ϕ;
�m

15 se primxi
6= x1 e Cπ

primxi
− Pprimxi

− S(primxi
−1)(primxi

) = Cπ
primxi

−1 então

16 B é anexado ao blo
o ante
essor e forma um novo blo
o B;
�m

�m

�m

�m

O 
usto 
omputa
ional asso
iado à linha 1 do Algoritmo 3.3 é 
onstante. Para 
ada iteração

i ∈ {2, 3, . . . , n} do laço �para� da linha 2, a 
omplexidade 
omputa
ional de se veri�
ar a
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ondição da linha 3 e a 
omplexidade asso
iada às linhas 4 e 5 também são 
onstantes. O 
usto

asso
iado à linha 6 é O(|B|), em que |B| 
orresponde à 
ardinalidade do 
onjunto B. A maior


ardinalidade possível de B na iteração i é i (ou seja, |B| ≤ i, ∀i ∈ {2, 3, . . . , n}). Portanto, a

omplexidade 
omputa
ional relativo à linha 6 do Algoritmo 3.3 é O(i). O 
usto 
omputa
ional

de se veri�
ar a 
ondição da linha 7 do Algoritmo 3.3, isto é, o 
usto de se 
al
ular CM(B), é
O(|B|) = O(i). Além disso, a 
omplexidade 
omputa
ional asso
iada às linhas 8�16 também

é O(i). Seja cmi o número de vezes que o laço �enquanto� (linhas 7-16 do Algoritmo 3.3) é

exe
utado na iteração i ∈ {2, 3, . . . , n} desse algoritmo (isto é, cmi 
orresponde ao número de

vezes que CM(B) < 0 na iteração i), então a 
omplexidade 
omputa
ional do OTA' é

O

(

1 +

n∑

i=2

(

(1 + i) +

cmi∑

j=1

i

))

= O

(

n2 +

n∑

i=2

i · cmi

)

.

Lema 3.4 Se cmi representa o número de vezes que o laço �enquanto�, linhas 7-16 do Algoritmo

3.3, é exe
utado na iteração i ∈ {2, 3, . . . , n} do OTA', então

n∑

i=2

cmi ≤ 3n− 1.

Prova: Análoga a do Lema 3.3. �

Como 
onsequên
ia do Lema 3.4, tem-se:

n∑

i=2

i · cmi = 2 · cm2 + 3 · cm3 + . . .+ (n− 1) · cmn−1 + n · cmn

= cm2 + cm3 + . . .+ cmn−1 + cmn
︸ ︷︷ ︸

≤3n−1

+

+ cm2 + cm3 + . . .+ cmn−1 + cmn
︸ ︷︷ ︸

≤3n−1

+

+ cm3 + . . .+ cmn−1 + cmn
︸ ︷︷ ︸

≤3n−1

+

.

.

.

+ cmn−1 + cmn
︸ ︷︷ ︸

≤3n−1

+

+ cmn
︸︷︷︸

≤3n−1

.

Logo,

n∑

i=2

i · cmi ≤ n · (3n− 1).

Os resultados apresentados demonstram a seguinte proposição:

Proposição 3.5 A 
omplexidade 
omputa
ional do OTA' é O(n2).

3.2 VNS apli
ado ao problema

Nesta seção são propostos três algoritmos baseados na metaheurísti
a Variable Neighborhood

Sear
h (VNS) para resolver o SMSPETP-SDS. A metaheurísti
a VNS é des
rita na Seção 3.2.1,

ao passo que as soluções do SMSPETP-SDS por meio desta metaheurísti
a são propostas na

Seção 3.2.2.
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3.2.1 Des
rição do VNS

Bus
a em Vizinhança Variável (Variable Neighborhood Sear
h � VNS) é uma metaheurísti
a

que explora sistemati
amente a tro
a de estruturas de vizinhança, tanto para en
ontrar quanto

para es
apar de um ótimo lo
al (Hansen et al., 2008). O VNS foi es
olhido para resolver o

SMSPETP-SDS por ser uma metaheurísti
a que possui pou
os parâmetros para serem 
alibra-

dos e que se mostrou e�
iente na resolução de diversos problemas 
ombinatórios (Hansen &

Mladenovi¢, 2014).

O VNS é baseado em três fatos bási
os:

• Um ótimo lo
al em relação a uma dada estrutura de vizinhança pode não ser um ótimo

lo
al em relação a outra vizinhança;

• Um ótimo global é um ótimo lo
al em relação a todas as possíveis estruturas de vizinhança;

• Para muitos problemas, ótimos lo
ais em relação a uma ou mais estruturas de vizinhança

são relativamente próximos.

O último fato apresentado é de natureza empíri
a e sugere que um ótimo lo
al forne
e

informações importantes sobre o ótimo global.

O método VNS explora estruturas de vizinhança gradativamente mais distantes da solução


orrente, sendo que a solução 
orrente é atualizada se, e somente se, uma solução melhor

for en
ontrada. Além disso, uma rotina de bus
a lo
al é apli
ada em 
ada solução vizinha

explorada. Essa rotina de bus
a lo
al também pode usar diferentes estruturas de vizinhança

(Hansen & Mladenovi¢, 2001).

O método VNS é apresentado no Algoritmo 3.4. Nele é 
onsiderado o problema de mini-

mização de uma função F (.). A solução ini
ial X e o 
onjunto N = {N1, N2, . . . , Nr} formado

por r estruturas de vizinhança diferentes são dados de entrada do método.

Algoritmo 3.4 VNS(F (.), N, r, X)

enquanto Critério de parada não for satisfeito faça

k ← 1; /* Vizinhança 
orrente */

enquanto k ≤ r faça
Gere, aleatoriamente, uma solução vizinha X ′ ∈ Nk(X);
X ′′ ← Bus
aLo
al(X ′);
se F (X ′′) < F (X) então

X ← X ′′
;

k ← 1;
senão

k ← k + 1; /* Tro
a da vizinhança */

�m

�m

�m

Retorne X ;

Conforme o Algoritmo 3.4, o VNS parte de uma solução X e, em 
ada iteração do método,

uma solução vizinha (X ′
) em relação à vizinhança Nk de X é gerada aleatoriamente. Essa

solução vizinha é então submetida a uma rotina de bus
a lo
al. Se a solução retornada pela

bus
a lo
al (X ′′
) for melhor que a solução 
orrente, então a bus
a re
omeça a partir da solução

X ′′
, que passa a ser a solução 
orrente, e da primeira estrutura de vizinhança (N1). Caso


ontrário, uma nova solução X ′
em relação à vizinhança Nk+1 de X é gerada aleatoriamente.
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O método VNS é en
errado quando um 
ritério de parada for atingido, 
omo, por exemplo, um

número máximo de iterações 
onse
utivas sem melhora na solução 
orrente.

Se a rotina de bus
a lo
al do VNS for a heurísti
a de Des
ida em Vizinhança Variável

(Variable Neighborhood Des
ent � VND), apresentada em Mladenovi¢ & Hansen (1997), então

o método re
ebe a denominação General Variable Neighborhood Sear
h (GVNS).

Assim 
omo o VNS, o VND também é baseado no fato de que um ótimo lo
al em relação a

uma dada estrutura de vizinhança pode não ser um ótimo lo
al em relação a outra vizinhança

(Hansen & Mladenovi¢, 2005). O método VND 
lássi
o re
ebe 
omo entrada uma solução ini
ial

e um 
onjunto �nito e ordenado de estruturas de vizinhança. Em 
ada iteração, uma estrutura

de vizinhança é explorada até que se en
ontre um ótimo lo
al em relação a ela. Se esse ótimo

lo
al representar uma melhora na solução 
orrente, ele passa a ser a solução 
orrente e retorna-

se à primeira vizinhança. Caso 
ontrário, passa-se a explorar a vizinhança seguinte. O método

para quando um ótimo lo
al em relação a todas as estruturas de vizinhança for en
ontrado.

O Algoritmo 3.5 representa a bus
a lo
al VND bási
a. Nele é 
onsiderado o problema de mi-

nimização de uma função F (.), dado uma solução ini
ialX e um 
onjuntoN = {N1, N2, . . . , Nr}

omposto de r estruturas de vizinhança diferentes.

Algoritmo 3.5 VND(F (.), N, r, X)

k ← 1; /* Vizinhança 
orrente */

enquanto (k ≤ r) faça
En
ontre o melhor vizinho X ′ ∈ Nk(X)
se (F (X ′) < F (X)) então

X ← X ′
;

k ← 1;
senão

k ← k + 1; /* Tro
a da vizinhança */

�m

�m

Retorne X

Segundo Souza (2011), dependendo do problema abordado, a bus
a pelo ótimo lo
al (X ′
)

pode ser 
ustosa 
omputa
ionalmente. Nessa situação, é 
omum fazer a bus
a pela primeira

solução de melhora. Outra alternativa é 
onsiderar a exploração de apenas um 
erto per
entual

da vizinhança, sendo esse per
entual um parâmetro do método. Uma ter
eira alternativa,

bastante utilizada nessas situações, é apli
ar o método rand�mi
o de des
ida em 
ada vizinhança

explorada. No método rand�mi
o de des
ida, iterativamente, um vizinho é es
olhido de forma

aleatória. Se esse vizinho es
olhido for de melhora, então ele passa a ser a solução 
orrente.

Caso 
ontrário, a solução 
orrente permane
e a mesma e passa-se para a próxima iteração. O

método rand�mi
o de des
ida é interrompido após um número pré-determinado de iterações

sem melhora na solução 
orrente.

Mais informações sobre o VNS, o VND e o GVNS podem ser en
ontradas em Mladeno-

vi¢ & Hansen (1997); Hansen & Mladenovi¢ (2001); Hansen & Mladenovi¢ (2003); Hansen &

Mladenovi¢ (2005); Hansen et al. (2008); Hansen & Mladenovi¢ (2014).

3.2.2 Solução do SMSPETP-SDS via GVNS

Esta seção propõe três algoritmos baseados na metaheurísti
a General Variable Neigh-

borhood Sear
h (GVNS) para o SMSPETP-SDS, denominados:

(i) GVNSr;

(ii) GVNSf ; e
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(iii) GVNSrf .

Todos eles usam o algoritmo GVNS 
lássi
o, o qual é apresentado no Algoritmo 3.6.

Algoritmo 3.6 GVNS(I, n, F (.), N1(.), N2(.), N3(.),GVNSmax)

X ← SoluçãoIni
ial(I, n);
f ⋆ ← F (X);
Iter ← 0;
enquanto Iter < GVNSmax faça

Iter ← Iter + 1;
k ← 1;
enquanto k ≤ 3 faça

Gere, aleatoriamente, um vizinho X ′ ∈ Nk(X);
X ′′ ← VND(X ′, F (.), N1(.), N2(.), N3(.),VNDmax);
se F (X ′′) < F (X) então

X ← X ′′
;

f ⋆ ← F (X);
k ← 1;
Iter ← 0;

senão

k ← k + 1;
�m

�m

�m

Retorne f ⋆
;

No Algoritmo 3.6, GVNSmax representa o número máximo de iterações sem melhora na

melhor solução en
ontrada e de�ne o 
ritério de parada do algoritmo. Os detalhes dos pro
e-

dimentos SoluçãoIni
ial, F e VNDs propostos, bem 
omo as des
rições das vizinhanças N1,

N2 e N3, são apresentados nas subseções seguintes.

3.2.2.1 Representação de uma solução

Uma solução (sequên
ia) para o SMSPETP-SDS de n tarefas é representada por uma sequên-


ia X de n posições. Cada posição i = 1, 2, · · · , n indi
a a ordem de exe
ução da tarefa xi.

Por exemplo, na sequên
ia X = (5, 1, 2, 6, 4, 3), a tarefa 5 é a primeira a ser exe
utada e a

tarefa 3 é a última.

3.2.2.2 Solução ini
ial

A solução ini
ial para o SMSPETP-SDS utilizada 
onsiste em sequen
iar as tarefas de a
ordo


om a ordem 
res
ente das datas de iní
io de suas janelas de 
on
lusão. Em 
aso de empate,

sequen
ia-se primeiro a tarefa que possui a janela de 
on
lusão 
om menor data de término. Se

persistir o empate, sequen
ia-se primeiro a tarefa de menor índi
e.

3.2.2.3 Vizinhança de uma solução

Para explorar o espaço de soluções, são utilizados três tipos de movimentos:

(i) m1: tro
a das posições de duas tarefas na sequên
ia de exe
ução;

(ii) m2: realo
ação de uma tarefa para outra posição na sequên
ia; e
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(iii) m3: realo
ação de uma subsequên
ia de k tarefas, 1 ≤ k < n, para outra posição na

sequên
ia de exe
ução.

Esses movimentos de�nem as três vizinhanças N1, N2 e N3, respe
tivamente, des
ritas a

seguir.

(a) Vizinhança N1: Um exemplo de vizinho da solução X = (5, 3, 2, 1, 4, 6) na vizinhança
N1 é a solução X ′ = (5, 4, 2, 1, 3, 6). Observa-se que X ′

é obtida de X por meio da

tro
a das posições de exe
ução das tarefas 3 e 4.

Para uma dada sequên
ia de n tarefas, a posição de 
ada tarefa pode ser tro
ada 
om a

posição de qualquer uma das demais n− 1 tarefas. Por outro lado, tro
ar as posições da
i-ésima 
om a j-ésima tarefa na sequên
ia é equivalente a tro
ar de posições a j-ésima

e a i-ésima tarefa na sequên
ia, para todo i, j ∈ {1, 2, · · · , n}. Portanto, há n(n − 1)/2
vizinhos distintos em relação à vizinhança N1.

(b) Vizinhança N2: A solução X ′ = (5, 2, 1, 4, 3, 6) é um exemplo de vizinho da solução

X = (5, 3, 2, 1, 4, 6) em relação à vizinhança N2. Nota-se que X ′
é obtida de X ao

realo
ar a tarefa 3, que está na segunda posição em X , para a quinta posição na sequên
ia

de exe
ução.

Dada uma sequên
ia de n tarefas, 
ada uma delas pode ser realo
ada para n− 1 posições
distintas. Além disso, realo
ar a tarefa da i-ésima posição para a posição i+1 na sequên
ia
de exe
ução é equivalente a realo
ar a tarefa da posição i + 1 para a i-ésima posição na

sequên
ia, para todo i ∈ {1, 2, · · · , n− 1}. Portanto, há (n− 1)2 vizinhos distintos em
relação à vizinhança N2.

(
) Vizinhança N3: Um vizinho da solução X = (5, 3, 2, 1, 4, 6) na vizinhança N3 é a

solução X ′ = (1, 4, 5, 3, 2, 6). X ′
é obtida de X ao realo
ar a subsequên
ia de três

tarefas 
onse
utivas (5, 3, 2), que estão nas três primeiras posições em X , para depois

da tarefa 4.

Dada uma sequên
ia 
om n tarefas, existem n−k+1 subsequên
ias distintas de k tarefas


onse
utivas, para todo k ∈ {1, 2, · · · , n}. Cada uma dessas subsequên
ias pode ser

realo
ada para n − k posições distintas na sequên
ia de exe
ução. Ademais, realo
ar

uma subsequên
ia de k1 tarefas 
onse
utivas para k2 posições su
essoras é equivalente a
realo
ar uma subsequên
ia de k2 tarefas 
onse
utivas para k1 posições ante
essoras, para
todo k1, k2 ∈ {1, 2, · · · , n} e k1+k2 ≤ n. Logo, há n (n− 1) (n+ 1) /6 vizinhos distintos
em relação à vizinhança N3.

Com o objetivo de evitar o retorno a vizinhos já analisados e, 
onsequentemente, reduzir

o 
usto 
omputa
ional, todas as observações men
ionadas anteriormente foram 
onsideradas

na implementação 
omputa
ional dos algoritmos experimentados. Dado que uma solução foi

implementada 
omo um vetor nos experimentos 
omputa
ionais, a ordem es
olhida para a

exploração das vizinhanças explora vizinhanças 
ada vez mais distantes da solução 
orrente em

termos de 
omplexidade 
omputa
ional, 
onforme proposto por Hansen et al. (2008).

3.2.2.4 Avaliação de uma solução

Qualquer sequên
ia de tarefas é uma solução fa
tível para o SMSPETP-SDS. A �m de

avaliar uma sequên
ia X = (x1, x2, . . . , xn), primeiro apli
a-se em X um dos algoritmos de

programação ótima de uma dada sequên
ia de tarefas apresentados na Seção 3.1. Então, utiliza-

se a programação ótima de X , dada por π∗
X , para 
al
ular o valor da função objetivo de X ,
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dada por:

F (X) = f(π∗
X) =

n∑

i=1

αxi
·max

(

0, Exi
− C

π∗
X

xi

)

+ βxi
·max

(

0, C
π∗
X

xi − Txi

)

(3.4)

e que deve ser minimizada.

3.2.2.5 VNDs utilizados

São utilizadas duas variações do método de bus
a lo
al VND (Mladenovi¢ & Hansen, 1997),

denominadas VNDr e VNDf , des
ritas a seguir.

(a) VNDr: A bus
a lo
al VNDr utiliza a seguinte sequên
ia de bus
as lo
ais:

(ii) BL1: Des
ida rand�mi
a na vizinhança N1;

(ii) BL2: Des
ida rand�mi
a na vizinhança N2; e

(iii) BL3: Des
ida rand�mi
a na vizinhança N3.

Na primeira bus
a lo
al (BL1), duas tarefas são es
olhidas aleatoriamente e suas posições

na sequên
ia de exe
ução são tro
adas. Se a nova sequên
ia de exe
ução for uma solução

melhor, então ela é a
eita e passa a ser a solução 
orrente. Caso 
ontrário, é testada outra

tro
a aleatória na solução 
orrente. A BL1 termina quando o
orrer VNDmax tentativas

de tro
as 
onse
utivas sem melhora na solução 
orrente, sendo VNDmax um parâmetro

do pro
edimento. Quando a BL1 termina, apli
a-se a próxima bus
a lo
al (BL2).

Na bus
a lo
al BL2, aleatoriamente es
olhe-se uma tarefa na sequên
ia de exe
ução e uma

nova posição para ela. Se a nova sequên
ia for uma solução melhor, então ela passa a ser

a solução 
orrente e o VND volta para a bus
a lo
al BL1. Caso 
ontrário, é testada outra

realo
ação aleatória na solução 
orrente. A BL2 é interrompida após VNDmax tentativas
de realo
ações 
onse
utivas sem melhora na solução 
orrente. Nesse último 
aso, passa-se

para a bus
a lo
al seguinte (BL3).

Na bus
a lo
al BL3, aleatoriamente es
olhe-se uma subsequên
ia de tarefas na sequên
ia

de exe
ução e uma nova posição para ela. O tamanho da subsequên
ia também é es
olhido

de forma aleatória no intervalo [1, n − 1 ]. Se a nova sequên
ia de exe
ução for uma

solução melhor, então ela passa a ser a solução 
orrente e o VND volta para a bus
a lo
al

BL1. Caso 
ontrário, é testada outra realo
ação de subsequên
ia aleatória na solução


orrente. A BL3 é interrompida após VNDmax tentativas de realo
ações de subsequên
ias

onse
utivas sem melhora na solução 
orrente. Nesse último 
aso, o VND é en
errado e

a melhor solução en
ontrada é retornada.

É interessante observar que a solução resultante do VNDr não é ne
essariamente um

ótimo lo
al em relação às vizinhanças adotadas, visto que as respe
tivas vizinhanças não

são, de um modo geral, 
ompletamente exploradas em 
ada bus
a lo
al.

(b) VNDf : A bus
a lo
al VNDf utiliza a seguinte sequên
ia de bus
as lo
ais:

(i) BL4: Des
ida Primeiro de Melhora 
om a vizinhança N1; e

(ii) BL5: Des
ida Primeiro de Melhora 
om a vizinhança N3.

Quando não houver soluções vizinhas que melhorem a solução 
orrente X durante a bus
a

lo
al BL4, passa-se para a bus
a lo
al BL5. A bus
a lo
al BL5 ini
ia-se testando as rea-

lo
ações de subsequên
ias formadas por apenas uma tarefa. Quando não for possível
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melhorar a solução 
orrente 
om essas realo
ações, o tamanho das subsequên
ias realo
a-

das é in
rementado em uma unidade, isto é, são testadas as realo
ações de subsequên
ias

formadas por 2 tarefas. Sempre que não for possível melhorar a solução 
orrente 
om

realo
ações de subsequên
ias de um dado tamanho, passa-se a testar realo
ações de sub-

sequên
ias de tamanho imediatamente superior, até que o tamanho das subsequên
ias

realo
adas seja igual a n− 1. Sempre que uma solução vizinha X ′
que melhora a solução


orrente X é en
ontrada, X ′
passa a ser a nova solução 
orrente e volta-se para a bus
a

lo
al BL4. O pro
edimento VNDf é en
errado quando a bus
a lo
al BL5 testar todas

as possíveis realo
ações de subsequên
ias de tarefas e não en
ontrar uma solução melhor

que a solução oriunda da bus
a lo
al BL4. Neste 
aso, a solução retornada é um ótimo

lo
al em relação às vizinhanças N1 e N3. Dado que a vizinhança N2 
orresponde a rea-

lo
ar subsequên
ias de apenas uma tarefa, tem-se que a vizinhança N2 está 
ontida na

vizinhança N3. Logo, um ótimo lo
al em relação à vizinhança N3 é, também, um ótimo

lo
al em relação à vizinhança N2.

3.2.2.6 GVNSr, GVNSf e GVNSrf

O algoritmo GVNSr é obtido ao se utilizar o pro
edimento VNDr 
omo bus
a lo
al VND

do algoritmo GVNS (ver Algoritmo 3.6), enquanto o algoritmo GVNSf é obtido ao se utilizar o

pro
edimento VNDf 
omo bus
a lo
al. Visto que a solução retornada pelo pro
edimento VNDr

não é ne
essariamente um ótimo lo
al em relação às vizinhanças adotadas, propõe-se, também,

o algoritmo GVNSrf . Esse algoritmo 
onsiste em apli
ar a bus
a lo
al VNDf na solução obtida

pelo GVNSr. Logo, a solução retornada pelo algoritmo GVNSrf também 
orresponde a um

ótimo lo
al em relação às vizinhanças exploradas.

3.3 Enumeração implí
ita apli
ada ao SMSPETP-SIS

Algoritmos de enumeração implí
ita são métodos determinísti
os que fazem uso de 
erta

�sabedoria� para en
ontrar a solução ótima de um problema de otimização, mesmo enume-

rando apenas parte do 
onjunto de soluções possíveis. A seguir é proposto um algoritmo de

enumeração implí
ita, doravante denotado por EI, para resolver o SMSPETP-SIS. De a
ordo


om Janiak et al. (2015), não existe na literatura um algoritmo de otimização exato para a

solução do SMSPETP-SIS.

Para auxiliar na apresentação do algoritmo EI, seja I o 
onjunto de n tarefas que devem ser

programadas. Seja UB um limite superior 
onhe
ido para o problema (obtido de forma heurís-

ti
a, por exemplo). Durante o pro
esso de enumeração, um nó δ 
orresponde a uma estrutura

que armazena uma subsequên
ia de k tarefas (0 ≤ k ≤ n), bem 
omo o 
onjunto das n − k
tarefas que estão fora dessa subsequên
ia, representados por seq(δ) e nseq(δ), respe
tivamente.

Seja L a lista de nós a serem investigados. Assim 
omo na Seção 3.1, uma programação de uma

sequên
ia X das tarefas de I é uma programação de I que preserva a sequên
ia de exe
ução

dada por X . A sequên
ia X é avaliada tal 
omo na Seção 3.2.2.4. Logo, a sequên
ia X é ótima

se, e somente se, existe uma programação ótima de I que respeita a sequên
ia X .

Seja δ0 o nó tal que seq(δ0) = ∅ e nseq(δ0) = I. O pro
edimento EI é ini
ializado 
om a

inserção do nó δ0 
omo o úni
o nó de L. Depois disso, 
ada iteração de EI 
onsiste nos seguintes
passos:

Passo 1: Seja δ o último nó inserido em L;

Passo 2: Retira-se de L o nó δ;



CAPÍTULO 3. ALGORITMOS PROPOSTOS 37

Passo 3: Se nseq(δ) = ∅, então a subsequên
ia seq(δ) 
orresponde a uma solução 
ompleta.

Além disso, 
aso F (seq(δ)) < UB, então o valor de UB é atualizado para UB = F (seq(δ)).

Passo 4: Se nseq(δ) 6= ∅, então, para 
ada tarefa x ∈ nseq(δ), veri�
a-se se a subsequên
ia

seq(δ)∪{x} obtida ao inserir a tarefa x no �nal da subsequên
ia seq(δ) viola as 
ondições
de otimalidade (apresentadas na Seção 3.3.1). Caso essas 
ondições não sejam violadas,

o nó δfilho tal que seq(δfilho) = seq(δ) ∪ (x) e nseq(δfilho) = nseq(δ) \ {x} é inserido

em L.

Como pode ser observado na des
rição do algoritmo EI, a �m de se reduzir a quantidade

de memória 
omputa
ional utilizada, nesse algoritmo, a exploração da árvore de soluções é

realizada por meio de uma bus
a em profundidade. O algoritmo EI é interrompido quando

L = ∅ e o valor �nal de UB 
orresponde à solução ótima do problema.

3.3.1 Condições de otimalidade

Para fa
ilitar a notação, seja seq(δ) = A = (x1, x2, · · · , xu), 
om 1 ≤ u ≤ n, uma sub-

sequên
ia das tarefas de I. Além disso, seja XA uma sequên
ia das tarefas em I que ini
ia 
om

a subsequên
ia A.

Proposição 3.6 Se F (A) > UB, então não existe uma sequên
ia ótima de I que 
ontém a

subsequên
ia A.

Prova: Este resultado é direto, uma vez que a in
lusão de tarefas em A não reduz a soma das

penalidades das tarefas em programações de A. �

Lema 3.5 Seja x ∈ A. Se C
π∗
A

x representa a data de 
on
lusão da tarefa x em uma programação

ótima da subsequên
ia A (π∗
A), então existe uma programação ótima de XA (π∗

XA
) em que x é


on
luída na data C
π∗
XA

x ≤ C
π∗
A

x .

Prova: Seja π′
XA

uma programação ótima de XA. Dado que a tarefa x é 
on
luída na data

C
π∗
A

x em π∗
A, se C

π′
XA

x > C
π∗
A

x , então é possível adiantar a exe
ução das tarefas em A na

programação π′
XA

de modo que a tarefa x seja 
on
luída na data C
π∗
A

x , sem aumentar a soma

das penalidades das tarefas em A. Como esse adiantamento das tarefas em A não altera as

penalidades das tarefas fora de A, tem-se que a programação resultante é a programação ótima

π∗
XA

pro
urada. �

Corolário 3.1 Se existe uma programação ótima de A (π∗
A) na qual todas as tarefas são exe-


utadas 
onse
utivamente, sem o
iosidade de máquina entre elas e a exe
ução da primeira é

ini
iada na data 0, então existe uma programação ótima de XA (π∗
XA

) em que C
π∗
XA

x = C
π∗
A

x ,

sendo C
π∗
XA

x e C
π∗
A

x as datas de 
on
lusão de x em π∗
XA

e π∗
A, respe
tivamente.

Prova Neste 
aso, C
π∗
A

x é igual à soma dos tempos de exe
ução das tarefas programadas antes

de x. Portanto, a demonstração difere da prova do Lema 3.5 apenas pelo fato de que agora não

é possível adiantar a exe
ução de x. �

Proposição 3.7 Se existem duas tarefas 
onse
utivas x e y em A tais que αyPx < αxPy e

C
π∗
A

x + Py = C
π∗
A

y ≤ min(Ex, Ey) em uma programação ótima de A (π∗
A), então não existe uma

sequên
ia ótima de I que ini
ia 
om a subsequên
ia A.
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Prova: Suponha que exista uma sequên
ia ótima de I que ini
ia 
om A, dada por XA. De

a
ordo 
om o Lema 3.5, existe uma programação ótima de XA, dada por π
∗
XA

, tal que C
π∗
XA

y ≤

C
π∗
A

y ≤ min(Ex, Ey). Logo, a soma das penalidades asso
iadas às tarefas x e y em π∗
XA

é dada

por

αx · (Ex − C
π∗
XA

x ) + αy · (Ey − C
π∗
XA

y ),

ou seja,

αx · (Ex − C
π∗
XA

y + Py) + αy · (Ey − C
π∗
XA

y ). (3.5)

Seja XA′
uma sequên
ia obtida de XA por meio da tro
a da ordem de exe
ução das tarefas

x e y. Então, existe uma programação ótima de XA′
(π∗

XA′
) em que a tarefa x é 
on
luída

na mesma data em que a tarefa y é 
on
luída em π∗
XA

(ou seja, C
π∗
X

A′
x = C

π∗
XA

y ), a tarefa

y é 
on
luída imediatamente antes do iní
io da tarefa x (ou seja, C
π∗
X

A′
y = C

π∗
X

A′
x − Px) e

todas as demais tarefas são 
on
luídas nas respe
tivas datas de 
on
lusão em π∗
XA

(isto é,

C
π∗
X

A′
z = C

π∗
XA

z , ∀z ∈ I \ {x, y}). Assim, a soma das penalidades asso
iadas às tarefas x e y em

π∗
XA′

é dada por

αx · (Ex − C
π∗
X

A′
x ) + αy · (Ey − C

π∗
X

A′
y ),

isto é,

αx · (Ex − C
π∗
XA

y ) + αy · (Ey − C
π∗
XA

y + Px). (3.6)

Como as datas de 
on
lusão das tarefas diferentes de x e y são as mesmas nas programações

π∗
XA

e π∗
XA′

, segue que

f(π∗
XA

)− f(π∗
XA′

) = (3.5)− (3.6) = αxPy − αyPx > 0.

Isto 
ontradiz o fato de XA ser uma sequên
ia ótima de I. �

Proposição 3.8 Se existe uma programação ótima de A (π∗
A) na qual todas as tarefas são

exe
utadas 
onse
utivamente sem o
iosidade de máquina entre elas, a primeira tarefa é ini
iada

na data 0 e existem duas tarefas adja
entes x e y tais que custo1 > custo2, em que

custo1 = αx ·max(0, Ex − C
π∗
A

x ) + βx ·max(0, C
π∗
A

x − Tx) +

+ αy ·max(0, Ey − C
π∗
A

y ) + βy ·max(0, C
π∗
A

y − Ty) e

custo2 = αx ·max(0, Ex − C
π∗
A

x − Py) + βx ·max(0, C
π∗
A

x + Py − Tx) +

+ αy ·max(0, Ey − C
π∗
A

y + Px) + βy ·max(0, C
π∗
A

y − Px − Ty),

então não existe uma programação ótima de I que ini
ia 
om a subsequên
ia A.

Prova: Suponha que exista uma sequên
ia ótima de I que ini
ia 
om A, XA. Com base no

Corolário3.1, existe uma programação ótima de XA, π
∗
XA

, tal que C
π∗
XA

x = C
π∗
A

x e C
π∗
XA

y = C
π∗
A

y .

Consequentemente, a soma das penalidades asso
iadas às tarefas x e y é igual custo1. Seja XA′

uma sequên
ia obtida de XA por meio da tro
a da ordem de exe
ução das tarefas x e y. Logo,

existe uma programação de XA′
(πXA′ ) em que C

πX
A′

z = C
π∗
XA

z , ∀z ∈ I \ {x, y}. A soma das

penalidades asso
iadas às tarefas x e y na programação πXA′ é dada por custo2. Portanto,

f(π∗
XA

)− f(πXA′ ) = custo1 − custo2 > 0. Isto 
ontradiz o fato de XA ser uma sequên
ia ótima

de I. �

Com base nas Proposições 3.6, 3.7 e 3.8, o seguinte 
orolário estabele
e os 
ritérios utilizados

para veri�
ar se uma subsequên
ia A = seq(δ) viola as 
ondições de otimalidade.
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Corolário 3.2 A subsequên
ia seq(δ) viola as 
ondições de otimalidade se o
orrer um dos

seguintes 
asos:

(i) F (seq(δ)) > UB;

(ii) Existem duas tarefas 
onse
utivas x e y em seq(δ) tais que αyPx < αxPy e C
π∗
seq(δ)

x +Py =

C
π∗
seq(δ)

y ≤ min(Ex, Ey), em que π∗
seq(δ) representa uma programação ótima de seq(δ); ou

(iii) Existe uma programação ótima de seq(δ) na qual todas as tarefas são exe
utadas 
onse-


utivamente sem o
iosidade de máquina entre elas, a primeira tarefa é ini
iada na data

0 e existem duas tarefas adja
entes x e y que satisfazem as 
ondições da Proposição 3.8.

3.3.2 Algoritmo EI

O Algoritmo 3.7 des
reve o pro
edimento EI apli
ado ao SMSPETP-SIS. Nele, a entrada

UB 
orresponde a um limite superior 
onhe
ido para o problema. Esse limite é atualizado pelo

pro
edimento EI de modo que o valor UB retornado é a solução ótima para o problema. No

presente trabalho, o limite superior ini
ial é forne
ido pelo algoritmo GVNS, apresentado na

Seção 3.2.2.

Algoritmo 3.7 EI(I, n, F (.), UB)

seq(δ0)← ∅;
nseq(δ0)← I;
L← {δ0};
enquanto L 6= ∅ faça

δ ← o último nó inserido em L;
L← L \ {δ};
se nseq(δ) = ∅ então

se F (seq(δ)) < UB então

UB ← F (seq(δ));
�m

senão

para x ∈ nseq(δ) faça
se a subsequên
ia seq(δ) ∪ {x} não viola as 
ondições de otimalidade então

seq(δfilho)← seq(δ) ∪ {x};
nseq(δfilho)← nseq(δ) \ {x};
L← L ∪ {δfilho};

�m

�m

�m

�m

Retorne UB;

Para exempli�
ar 
omo o algoritmo EI fun
iona, 
onsidere um SMSPETP-SIS de 4 tarefas

representado pela Tabela 3.3. Nessa tabela, a primeira 
oluna apresenta o 
onjunto de tarefas

a serem programadas, isto é, I = {1, 2, 3, 4}. As demais 
olunas indi
am o tempo de exe
ução

(Px), o 
usto por unidade de ante
ipação (αx), o 
usto por unidade de atraso (βx), assim 
omo

as datas de iní
io (Ex) e de término (Tx) da janela de 
on
lusão de 
ada tarefa x ∈ I.
Um dos dados de entrada do algoritmo EI é um limite superior (UB) para o problema.

Considere o valor de UB ini
ial dado pela sequên
ia obtida ao se apli
ar a heurísti
a gulosa
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Tabela 3.3: Problema-teste para exempli�
ar o algoritmo EI.

I Px Ex Tx αx βx

1 5 11 14 9 10

2 4 9 9 7 9

3 6 6 8 2 3

4 3 9 9 1 4

EDD (ver Seção 3.2.2.2), ou seja:

UB = F (3, 2, 4, 1) = 0 + (1× β2) + (4× β4) + (4× β1) = 0 + (1× 9) + (4× 4) + (4× 10) = 65


onforme os dados apresentados na Tabela 3.3. A Figura 3.11 apresenta a programação ótima

da sequên
ia obtida pela heurísti
a EDD, bem 
omo a soma das penalidades asso
iadas a essa

programação.

Figura 3.11: Solução obtida pela heurísti
a gulosa EDD.

Para fa
ilidade de entendimento, um nó δ será representado por

seq(δ)
nseq(δ)

. Seja L a lista de

nós a serem investigados. O pro
edimento EI ini
ia 
om a inserção do nó

( )
{1,2,3,4}


omo o úni
o

elemento de L. Observa-se que esse nó armazena a subsequên
ia vazia, representada por ( ), e
o 
onjunto de tarefas ainda não sequen
iadas, {1, 2, 3, 4}.

O próximo passo do pro
edimento EI 
onsiste em retirar e investigar o último nó de L,
isto é, o nó

( )
{1,2,3,4}

. Como as subsequên
ias de apenas uma tarefa não violam as 
ondições

de otimalidade, os nós que armazenam essas subsequên
ias são inseridos em L. A Figura 3.12

ilustra o segundo passo do pro
edimento EI.

• UB = 65

• L =
{

(1)
{2,3,4} ,

(2)
{1,3,4} ,

(3)
{1,2,4} ,

(4)
{1,2,3}

}

Figura 3.12: Segundo passo do pro
edimento EI.

O último nó 
orrente de L, nó (4)
{1,2,3}

, é, então, retirado e investigado. As subsequên
ias

(4, 1) e (4, 2) não violam as 
ondições de otimalidade e, portanto, os nós que armazenam essas
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subsequên
ias são inseridos em L. Por outro lado, a subsequên
ia (4, 3) viola a 
ondição de

otimalidade (iii) do Corolário 3.2. De fato, a primeira tarefa da programação ótima dessa

subsequên
ia, tarefa 4, ini
ia sua exe
ução na data 0 e as tarefas 4 e 3 são tais que soma1 =
9 > 0 = soma2. Logo, o nó que armazena a subsequên
ia (4, 3) não é inserido em L. A Figura

3.13 ilustra a análise da subsequên
ia (4, 3), ao passo que a Figura 3.14 apresenta a árvore de

bus
a após a investigação do nó

(4)
{1,2,3}

.

soma1 = (6× α4) + (1× β3) = (6× 1) + (1× 3) = 9

soma2 = 0 + 0 = 0

Figura 3.13: Análise da subsequên
ia (4, 3).

• UB = 65

• L =
{

(1)
{2,3,4} ,

(2)
{1,3,4} ,

(3)
{1,2,4} ,

(4,1)
{2,3} ,

(4,2)
{1,3}

}

Figura 3.14: Árvore de bus
a após a investigação do nó

(4)
{1,2,3}

.

O próximo passo é retirar de L e investigar o nó

(4,2)
{1,3}

. As subsequên
ias (4, 2, 1) e (4, 2, 3)
não violam as 
ondições de otimalidade. Logo, os nós que armazenam essas subsequên
ias são

inseridos em L (Figura 3.15).

A seguir, o nó

(4,2,3)
{1}

é retirado de L e investigado. A subsequên
ia (4, 2, 3, 1) 
orresponde

a uma sequên
ia 
ompleta. Essa sequên
ia é, então, avaliada. Como F (4, 2, 3, 1) = 75 ≥
65 = UB, o valor de UB não é atualizado. A Figura 3.16 apresenta a programação ótima da

sequên
ia (4, 2, 3, 1), ao passo que a Figura 3.17 apresenta a árvore de bus
a após a investigação

do nó

(4,2,3)
{1}

.
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• UB = 65

• L =
{

(1)
{2,3,4} ,

(2)
{1,3,4} ,

(3)
{1,2,4} ,

(4,1)
{2,3} ,

(4,2,1)
{3} ,

(4,2,3)
{1}

}

Figura 3.15: Árvore de bus
a após a investigação do nó

(4,2)
{1,3}

.

F (4, 2, 3, 1) = (6×α4)+(2×α2)+(5×β3)+(4×β1) = (6×1)+(2×7)+(5×3)+(4×10) = 75

Figura 3.16: Programação ótima da sequên
ia (4, 2, 3, 1) .

• UB = 65

• L =
{

(1)
{2,3,4} ,

(2)
{1,3,4} ,

(3)
{1,2,4} ,

(4,1)
{2,3} ,

(4,2,1)
{3}

}

Figura 3.17: Árvore de bus
a após a investigação do nó

(4,2,3)
{1}

.

O próximo passo é retirar de L e investigar o nó

(4,2,1)
{3}

. A subsequên
ia (4, 2, 1, 3) 
orresponde

a uma sequên
ia 
ompleta de I. Essa sequên
ia é, então, avaliada. Como F (4, 2, 1, 3) = 40 <
65 = UB, o valor de UB é atualizado para UB = F (4, 2, 1, 3) = 40. A Figura 3.18 apresenta a
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programação ótima da sequên
ia (4, 2, 1, 3), ao passo que a Figura 3.19 apresenta a árvore de

bus
a após a investigação do nó

(4,2,1)
{3}

.

F (4, 2, 1, 3) = (4× α4) + 0 + 0 + (12× β3) = (4× 1) + 0 + 0 + (12× 3) = 40

Figura 3.18: Programação ótima da sequên
ia (4, 2, 1, 3) .

• UB = 40

• L =
{

(1)
{2,3,4} ,

(2)
{1,3,4} ,

(3)
{1,2,4} ,

(4,1)
{2,3}

}

Figura 3.19: Árvore de bus
a após a investigação do nó

(4,2,1)
{3}

.

Em seguida, o nó

(4,1)
{2,3}

é retirado de L e investigado. A subsequên
ia (4, 1, 2) viola a 
ondição

de otimalidade (i), pois F (4, 1, 2) = 57 ≥ 40 = UB (Figura 3.20). Logo, o nó que armazena

essa subsequên
ia não é inserido em L. Por outro lado, a subsequên
ia (4, 1, 3) não viola as


ondições de otimalidade e, portanto, o nó que armazena a subsequên
ia (4, 1, 3) é inserido em

L. A Figura 3.21 mostra a árvore de bus
a após o nó

(4,1)
{2,3}

ser investigado.

F (4, 1, 2) = (3× α4) + 0 + (6× β2) = (3× 1) + 0 + (6× 9) = 57

Figura 3.20: Análise da subsequên
ia (4, 1, 2) .

A investigação dos nós de L 
ontinua até 
hegar o momento em que o nó

(2,4)
{1,3}

é investigado.

A subsequên
ia A = (2, 4, 1) viola a 
ondição de otimalidade (ii). De fato, as tarefas 2 e 4

na programação ótima de A, π∗
A, são tais que C

π∗
A

4 = 9 ≤ 9 = min(9, 9) = min(E2, E4) e
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• UB = 40

• L =
{

(1)
{2,3,4} ,

(2)
{1,3,4} ,

(3)
{1,2,4} ,

(4,1,3)
{2}

}

Figura 3.21: Árvore de bus
a após a investigação do nó

(4,1)
{2,3}

.

P2 × α4 = 4 × 1 < 3 × 7 = P4 × α2. Como a tro
a da ordem de exe
ução das tarefas 2 e 4

na subsequên
ia (2, 4, 1) reduz a soma das penalidades asso
iadas a essa subsequên
ia (Figura

3.22), bem 
omo das sequên
ias 
onstruídas a partir dela, o nó que armazena a subsequên
ia

(2, 4, 1) não é inserido em L. Por outro lado, a subsequên
ia (2, 4, 3) viola a 
ondição de

otimalidade (i), pois F (2, 4, 3) = 42 > 40 = UB (Figura 3.23). Portanto, o nó que armazena a

subsequên
ia (2, 4, 3) também não é inserido em L. A Figura 3.24 apresenta a árvore de bus
a

após a investigação do nó

(2,4)
{1,3}

.

soma1 = (3× α2) + 0 + 0 = 3× 7 = 21

soma2 = (4× α4) + 0 = 4× 1 = 4

Figura 3.22: Análise da subsequên
ia (4, 3).

O pro
edimento EI é interrompido quando não houver mais nós para serem investigados,

ou seja, quando L = { }. O valor �nal de UB (UB = 40) é a solução ótima para o problema,

ao passo que a sequên
ia asso
iada a esse valor, sequên
ia (4, 2, 1, 3), é uma sequên
ia ótima.

A Figura 3.25 apresenta a árvore de bus
a após todos os nós terem sido investigados.
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F (2, 4, 3) = (3× α2) + 0 + (7× β3) = (3× 7) + 0 + (7× 3) = 42

Figura 3.23: Análise da subsequên
ia (2, 4, 3) .

• UB = 40

• L =
{

(1)
{2,3,4} ,

(2,1)
{3,4} ,

(2,3)
{1,4}

}

Figura 3.24: Árvore de bus
a após a investigação do nó

(2,4)
{1,3}

.

• UB = 40

• L = { }

Figura 3.25: Árvore de bus
a após todos os nós terem sido investigados.

3.4 Resultados 
omputa
ionais

Nesta seção são apresentados os resultados 
omputa
ionais obtidos 
om os algoritmos des-


ritos nas Seções 3.1, 3.2 e 3.3.

O 
onjunto de problemas-teste des
rito na Seção 2.2 foi utilizado na realização dos experi-
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mentos 
omputa
ionais. Os algoritmos OTA, AAOTO, OTA', GVNSr, GVNSf , GVNSrf e EI

apresentados nas Seções 3.1.1 3.1.2, 3.1.3, 3.2.2 e 3.3, respe
tivamente, foram implementados

em C++, sendo utilizado o 
ompilador g++, versão 4.8.5, para a sua exe
ução.

Os experimentos foram realizados em um 
omputador Intel

R©
Xeon(R) CPU E5620 �

2.40GHz × 16, 
om 48 GB de RAM e sistema opera
ional CentOS Linux 7. Apesar de o

pro
essador do equipamento utilizado possuir mais de um nú
leo, os algoritmos não foram

otimizados para multipro
essamento.

Para auxiliar na apresentação e 
omparação dos resultados, utilizou-se a métri
a desvio

relativo médio, dada por DRMavg
i =

(
f
A

i − f ⋆
i

)
/f ⋆

i . Dado um problema-teste i, f ∗
i representa

o valor da melhor solução 
onhe
ida para esse problema, enquanto f
A

i representa a média dos

valores das soluções en
ontradas pelo algoritmo dado A. Logo, a métri
a DRMavg
i 
ompara a

média dos resultados obtidos pelo algoritmoA 
om a melhor solução 
onhe
ida para o respe
tivo

problema (quanto menor for o valor de DRMavgi
, melhor será a solução média en
ontrada).

Neste trabalho, foram 
onsideradas as soluções en
ontradas nos experimentos realizados


om a melhor versão do Algoritmo Genéti
o Adaptativo de Ribeiro et al. (2010) e 
om o me-

lhor algoritmo de Rosa et al. (2017) para determinar o valor de referên
ia f ∗
i de um dado

problema-teste i. Esses algoritmos foram implementados nas mesmas 
ondições que os algorit-

mos propostos neste trabalho.

O modelo de programação matemáti
a de Gomes Júnior et al. (2007) (vide Seção 4.2.1)

também foi implementado a �m de validar os métodos propostos, bem 
omo ser utilizado 
omo

referên
ia para 
omparações. Foram utilizados a C++ Con
ert Te
hnology e o otimizador IBM

ILOG CPLEX Optimization Studio 12.6.2 para a implementação e resolução desse modelo. O

CPLEX foi 
on�gurado para utilizar somente uma thread e o tempo de exe
ução foi limitado

em uma hora para resolver 
ada problema-teste. Os demais parâmetros do CPLEX não foram

alterados. Para 
ada problema-teste resolvido 
om os algoritmos GVNSr, GVNSf e GVNSrf ,

a melhor solução en
ontrada foi forne
ida ao CPLEX.

O restante desta seção está organizado da seguinte maneira. Os algoritmos OTA, OTA'

e AAOTO são 
omparados na Seção 3.4.1. Na Seção 3.4.2 é realizado o ajuste do parâmetro

VNDmax, presente nos algoritmos GVNSr e GVNSrf , e do parâmetro VNSmax, presente nos
algoritmos GVNSr, GVNSf e GVNSrf . Os resultados obtidos 
om os algoritmos GVNSr,

GVNSf , GVNSrf e EI apli
ados a problemas-teste do SMSPETP-SIS 
om até 20 tarefas são

analisados na Seção 3.4.3. En�m, os resultados obtidos 
om os algoritmos GVNSr, GVNSf e

GVNSrf apli
ados a problemas-teste do SMSPETP-SDS 
om até 75 tarefas são dis
utidos na

Seção 3.4.4.

3.4.1 Comparação OTA × AAOTO × OTA'

O algoritmo GVNSf (vide Seção 3.2.2) foi apli
ado aos problemas-teste de 10, 20, 30, 40,

50 e 75 tarefas a �m de 
omparar a e�
iên
ia dos algoritmos de programação ótima de uma

dada sequên
ia de exe
ução de tarefas apresentados na Seção 3.1. O parâmetro GVNSmax do

GVNSf foi �xado em 2n, em que n representa o número de tarefas a serem programadas. Devido

à natureza esto
ásti
a do algoritmo GVNSf , a semente de números aleatórios foi �xada para


ada problema-teste. Desse modo, para 
ada problema-teste, a sequên
ia de tarefas geradas pelo

GVNSf é sempre a mesma, independente do algoritmo utilizado para avaliar tais sequên
ias.

Cada problema-teste foi resolvido três vezes, sendo utilizado um dos algoritmos OTA, AAOTO

e OTA' para avaliar as sequên
ias de exe
ução geradas pelo GVNSf em 
ada uma dessas vezes.

A Tabela 3.4 apresenta os tempos médios demandados pelo algoritmo GVNSf asso
iado aos

respe
tivos algoritmos de programação ótima de uma dada sequên
ia de exe
ução de tarefas

apresentados na Seção 3.1. Nessa tabela, a primeira 
oluna indi
a o número de tarefas em 
ada


onjunto de 16 problemas-teste. As demais 
olunas apresentam os tempos médios exigidos pelo
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GVNSf ao se utilizar os algoritmos OTA, AAOTO e OTA', respe
tivamente, para avaliar 
ada

sequên
ia de tarefas gerada durante a resolução dos respe
tivos problemas-teste.

Tabela 3.4: Tempos médios (em segundos) demandados pelo algoritmo GVNSf asso
iado aos

algoritmos OTA, AAOTO e OTA', respe
tivamente.

n OTA AAOTO OTA'

10 0,04 0,02 0,03

20 1,43 0,72 0,92

30 16,26 6,91 9,83

40 103,52 40,92 56,37

50 405,07 149,01 199,18

75 6279,69 1933,78 2676,16

De a
ordo 
om a Tabela 3.4, os tempo médios demandados pelo algoritmo GVNSf 
om o

OTA (GVNSf/OTA) foram signi�
ativamente superiores que os respe
tivos tempos médios de-

mandados peloGVNSf 
om o AAOTO (GVNSf/AAOTO) e 
om o OTA' (GVNSf/OTA'). Para

os problemas-teste 
om 75 tarefas, por exemplo, o tempo médio demandado pelo GVNSf/OTA

foi maior que o dobro do tempo médio demandado pelo GVNSf/OTA' e maior que o triplo do

tempo médio demandado pelo GVNSf/AAOTO. Ainda de a
ordo 
om a Tabela 3.4, os tem-

pos médios demandados pelo GVNSf/OTA' também foram maiores que os respe
tivos tempos

médios exigidos pelo GVNSf/AAOTO. Por exemplo, para os problemas-teste 
om 75 tarefas,

o tempo médios demandado pelo GVNSf/OTA' ultrapassa em mais de 38% o tempo médio

demandado pelo GVNSf/AAOTO.

Visto que o AAOTO foi o algoritmo de programação ótima de uma dada sequên
ia exe
ução

de tarefas que fez 
om que o GVNSf demandasse menores tempos de exe
ução, ele foi utilizado

para avaliar 
ada sequên
ia de tarefas gerada pelos algoritmos GVNSr, GVNSf , GVNSrf e EI

nos demais experimentos 
omputa
ionais.

3.4.2 Ajuste dos parâmetros dos algoritmos propostos

O 
onjunto de problemas-teste de 50 tarefas foi utilizado para 
alibrar o parâmetro

VNDmax da bus
a lo
al VNDr. O 
onjunto de problemas-teste 
om 50 tarefas foi es
olhido

por ser um 
onjunto de problemas de tamanho intermediário. Foram experimentados os valo-

res 5n, 7n, 9n, 11n e 13n para VNDmax, em que n representa o número de tarefas a serem

programadas. Cada um dos 16 problemas-teste foi resolvido 30 vezes, sendo o VNDr apli
ado

à solução ini
ial proposta. Os resultados obtidos são apresentados na Tabela 3.5. Nessa tabela,

para 
ada 
oluna asso
iada a um valor atribuído à VNDmax, a 
oluna DRMavg
apresenta a

média dos DRMavg
i (em por
entagem) obtidos, enquanto a 
oluna t apresenta o tempo médio

(em segundos) demandado para resolver os problemas-teste.

Tabela 3.5: In�uên
ia do parâmetro VNDmax no pro
edimento VNDr apli
ado aos problemas-

teste 
om 50 tarefas.

3n 5n 7n 9n 11n 13n

DRM
avg

t DRM
avg

t DRM
avg

t DRM
avg

t DRM
avg

t DRM
avg

t

(%) (s) (%) (s) (%) (s) (%) (s) (%) (s) (%) (s)

15,19 0,03 11,63 0,04 9,63 0,05 8,33 0,06 7,63 0,08 7,19 0,09

De a
ordo 
om a Tabela 3.5, 
omo era esperado, à medida em que se aumenta o valor de

VNDmax, menor é média dos desvios relativos médios das soluções obtidas e maior é o tempo
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médio demandado pelo VNDr. A diferença entre o valor de DRMavg

om VNDmax = 11n e o

valor de DRMavg

om VNDmax = 13n é menor que 0,5 pontos per
entuais. Além disso, o tempo

médio demandado 
om VNDmax = 13n é 0,01 segundos superior ao tempo médio demandado


om VNDmax = 11n. Dado que a bus
a lo
al VNDr é apli
ada um grande número de vezes

dentro do algoritmo GVNSr, o valor de VNDmax foi �xado em 11n nos demais experimentos.

O 
onjunto de problemas-teste 
om 30 tarefas foi utilizado para 
alibrar o VNSmax dos

algoritmos GVNSr, GVNSf e GVNSrf . Optou-se por utilizar o 
onjunto de problemas-teste


om 30 tarefas por ser um 
onjunto de problemas de tamanho intermediário e 
om problemas-

testes diferentes dos utilizados para 
alibrar o parâmetro VNDmax. Foram experimentados

os valores n, 2n, 3n, 4n e 5n para VNSmax, em que n representa o número de tarefas a

serem programadas. Novamente, 
ada um dos 16 problemas-teste foi resolvido 30 vezes pelo

GVNSf e os resultados obtidos são resumidos na Tabela 3.6. Nessa tabela, para 
ada 
oluna

asso
iada a um valor atribuído à VNSmax, a 
oluna DRMavg
apresenta a média dos DRMavg

i

(em por
entagem) obtidos, ao passo que a 
oluna t apresenta o tempo médio (em segundos)

demandado para resolver os problemas-teste.

Tabela 3.6: In�uên
ia do parâmetro VNSmax no pro
edimento GVNSf apli
ado aos proble-

mas-teste 
om 30 tarefas.

1n 2n 3n 4n 5n

DRM
avg

t DRM
avg

t DRM
avg

t DRM
avg

t DRM
avg

t

(%) (s) (%) (s) (%) (s) (%) (s) (%) (s)

0,13 3,91 0,08 7,09 0,08 10,07 0,07 13,35 0,07 16,24

Segundo a Tabela 3.6, 
omo também era esperado, à medida em que se aumenta o valor de

VNSmax, menor é média dos desvios relativos médios das soluções obtidas e maior é o tempo

médio demandado. Para os valores de VNSmax maiores que ou iguais a 2n, as diferenças entre
os respe
tivos DRMavg

obtidos são menores que ou iguais a 0,02 pontos per
entuais. Logo,


onsiderando-se, também, que o tempo médio observado aumenta 
onsideravelmente 
om o

aumento do valor de VNSmax, o valor de VNSmax foi �xado em 2n nos demais experimentos

realizados 
om os algoritmos GVNSr, GVNSf e GVNSrf .

3.4.3 Resultados 
om os problemas-teste do SMSPETP-SIS 
om até

20 tarefas

Nesta seção são dis
utidos os resultados 
omputa
ionais referentes à apli
ação dos algoritmos

GVNSr, GVNSf , GVNSrf e EI aos problemas-teste do SMSPETP-SIS 
om até 20 tarefas.

Logo, as matrizes de tempos de preparação da máquina presentes nos problemas-teste foram

des
onsideradas.

Devido à natureza esto
ásti
a dos algoritmos GVNSr, GVNSf e GVNSrf , bem 
omo dos

algoritmos de Ribeiro et al. (2010) e de Rosa et al. (2017), 
ada problema-teste foi resolvido 30

vezes por 
ada um desses algoritmos. Para 
ada problema-teste, a melhor solução en
ontrada

por esses algoritmos foi forne
ida ao algoritmo EI.

A Tabela 3.7 mostra os tempos médios demandados (em segundos) pelos algoritmosGVNSr,

GVNSf e GVNSrf , bem 
omo pelos melhores algoritmos de Ribeiro et al. (2010) e de Rosa et al.

(2017) e pelo CPLEX, em 
ada 
onjunto de problemas-teste. Nessa tabela, a primeira 
oluna

indi
a o número de tarefas em 
ada 
onjunto de 16 problemas-teste. Ex
eto para o CPLEX,

que foi utilizado para resolver 
ada problema-teste uma úni
a vez, as médias apresentadas


onsideram as 30 apli
ações dos respe
tivos algoritmos em 
ada problema-teste.

De a
ordo 
om a Tabela 3.7, o CPLEX foi 
apaz de resolver apenas os problemas-teste 
om

até 10 tarefas dentro do limite de tempo de uma hora de exe
ução. O algoritmo de Ribeiro
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Tabela 3.7: Tempos médios (em segundos) demandados pelos melhores algoritmos de Ribeiro

et al. (2010) e de Rosa et al. (2017), pelos algoritmos GVNSr, GVNSf e GVNSrf , bem 
omo

pelo CPLEX, para resolver os problemas-teste 
om até 20 tarefas do SMSPETP-SIS.

n Ribeiro 2010 Rosa 2017 GVNSr GVNSf GVNSrf CPLEX

1

06 0,18 0,01 0,00 0,00 0,00 0,06

07 0,21 0,01 0,01 0,00 0,01 0,54

08 0,26 0,01 0,01 0,01 0,01 3,11

09 0,32 0,02 0,02 0,01 0,02 23,45

10 0,39 0,03 0,02 0,02 0,02 250,54

11 0,49 0,04 0,03 0,03 0,03 �

12 0,63 0,06 0,04 0,05 0,04 �

13 0,75 0,08 0,06 0,07 0,06 �

14 0,93 0,10 0,08 0,11 0,08 �

15 1,16 0,14 0,12 0,17 0,11 �

16 1,40 0,17 0,15 0,23 0,13 �

17 1,86 0,22 0,19 0,34 0,17 �

18 2,01 0,29 0,24 0,49 0,22 �

19 2,44 0,34 0,27 0,58 0,25 �

20 3,20 0,47 0,36 0,84 0,33 �

1

O tempo de exe
ução do CPLEX se mostrou proibitivo para resolver os problemas-teste 
om mais de 10

tarefas. Por esse motivo, esta tabela não 
ontém as informações desses problemas.

et al. (2010) demandou um tempo médio superior aos respe
tivos tempos médios demandados

pelo algoritmo de Rosa et al. (2017) e pelos algoritmos GVNSr, GVNSf e GVNSrf . Os tempos

médios demandados pelo algoritmo de Rosa et al. (2017) e pelos algoritmos GVNSr, GVNSf e

GVNSrf são todos inferiores a um segundo, ao passo que o algoritmo de Ribeiro et al. (2010)

levou um tempo médio de 3,2 segundos para resolver os problemas-teste 
om 20 tarefas.

Embora não esteja apresentado em nenhuma tabela, os algoritmos GVNSr, GVNSf e

GVNSrf , bem 
omo os algoritmos de Ribeiro et al. (2010) e de Rosa et al. (2017), foram


apazes de en
ontrar as respe
tivas soluções ótimas de todos os problemas em que tais soluções

são 
onhe
idas, isto é, de todos os problemas-teste que foram resolvidos pelo CPLEX ou pelo

algoritmo EI. Além disso, somente o algoritmo GVNSf não obteve soluções de desvios relativos

médios iguais a zero para todos os problemas-teste. Em outras palavras, para 
ada problema-

teste, os algoritmos de Ribeiro et al. (2010) e de Rosa et al. (2017) e os algoritmos GVNSr e

GVNSrf en
ontraram sempre as mesmas soluções, sendo tais soluções iguais para todos esses

algoritmos. No entanto, os respe
tivos desvios relativos médios das soluções en
ontradas pelo

algoritmo GVNSf são menores que ou iguais a 0,05%.

O tempo de exe
ução do otimizador CPLEX se mostrou proibitivo para resolver os proble-

mas-teste 
om mais de 10 tarefas. Comportamento similar foi observado 
om o algoritmo EI

em problemas-teste 
om mais de 15 tarefas. A Tabela 3.8 mostra os tempos médios deman-

dados (em segundos) pelo algoritmo EI e pelo CPLEX para 
ada 
onjunto de problemas-teste

solu
ionado. Nessa tabela, a primeira 
oluna indi
a o número de tarefas em 
ada 
onjunto de

16 problemas-teste.

A Tabela 3.8 mostra que os tempos médios demandados pelo CPLEX forammuito superiores

àqueles requeridos pelo algoritmo EI. Para o 
onjunto de problemas-teste 
om 10 tarefas, por

exemplo, enquanto o EI demandou tempo médio igual a 0,07 segundos, o CPLEX demandou

250 segundos. Somente o algoritmo EI foi 
apaz de resolver os problemas-teste 
om até 15

tarefas dentro do limite de tempo de uma hora de exe
ução. O CPLEX possibilitou resolver
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Tabela 3.8: Tempos médios (em segundos) demandados pelo algoritmo EI e pelo CPLEX para

resolver os problemas-teste 
om até 15 tarefas do SMSPETP-SIS.

n EI CPLEX

1

06 0,00 0,06

07 0,00 0,54

08 0,01 3,11

09 0,02 23,45

10 0,07 250,54

11 0,39 �

12 2,52 �

13 28,54 �

14 116,80 �

15 799,76 �

1

O tempo de exe
ução do CPLEX se mostrou proibitivo para resolver os problemas-teste 
om mais de 10

tarefas. Por esse motivo, esta tabela não 
ontém as informações desses problemas.

apenas os problemas-teste 
om até 10 tarefas dentro desse limite de tempo.

3.4.4 Resultados 
om os problemas-teste do SMSPETP-SDS 
om até

75 tarefas

Os algoritmos GVNSr, GVNSf e GVNSrf foram 
omparados 
om a melhor versão do Al-

goritmo Genéti
o Adaptativo de Ribeiro et al. (2010) e 
om o melhor algoritmo de Rosa et al.

(2017). Foram utilizados os problemas-teste do SMSPETP-SDS envolvendo 10, 20, 30, 40 50 e

75 tarefas. Dado que 
ada 
onjunto de problemas-teste 
om o mesmo número de tarefas 
ontém

16 problemas, foram utilizados um total de 96 problemas-teste.

Cada problema-teste foi resolvido 30 vezes 
om 
ada algoritmo implementado, ex
eto aqueles


om 75 tarefas, que foram resolvidos apenas 10 vezes em virtude do maior tempo 
omputa
ional

demandado. Os resultados obtidos são apresentados e dis
utidos a seguir.

Primeiro, 
om base na Tabela 3.9, dis
ute-se a qualidade das soluções médias en
ontradas

por 
ada algoritmo. Os testes estatísti
os apresentados no Apêndi
e foram utilizados para


omparar as soluções obtidas pelos algoritmos GVNSr, GVNSf e GVNSrf 
om as respe
tivas

soluções obtidas pelos melhores algoritmos de Ribeiro et al. (2010) e de Rosa et al. (2017). Os

resultados obtidos por esses testes estatísti
os são apresentados nas Tabelas 3.10�3.13. Final-

mente, 
om base na Tabela 3.14, analisam-se os tempos médios demandados por 
ada algoritmo

em 
ada 
onjunto de problemas-teste 
om o mesmo número de tarefas.

3.4.4.1 Desvios médios relativos das soluções soluções en
ontradas

A Tabela 3.9 apresenta as médias dos desvios relativos médios (em por
entagem) das so-

luções obtidas 
om os melhores algoritmos de Ribeiro et al. (2010) e de Rosa et al. (2017)

e 
om os algoritmos GVNSr, GVNSf e GVNSrf para os respe
tivos problemas-teste. Nessa

tabela, a primeira 
oluna indi
a o número de tarefas em 
ada 
onjunto de 16 problemas-teste.

A �m de validar os algoritmos heurísti
os implementados, a Tabela 3.9 também apresenta a

média dos desvios médios relativos das soluções en
ontradas pelo CPLEX para os respe
tivos

problemas-teste 
om 10 tarefas. O tempo de exe
ução do CPLEX mostrou-se proibitivo para

resolver os problemas-teste 
om mais de 10 tarefas. Por esse motivo, as informações asso
iadas

a esses problemas não são apresentadas.
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Tabela 3.9: Médias dos desvios relativos médios (em por
entagem) das soluções obtidas 
om os

melhores algoritmos de Ribeiro et al. (2010) e de Rosa et al. (2017), 
om os algoritmos GVNSr,

GVNSf e GVNSrf e 
om o CPLEX.

n Ribeiro (2010) Rosa (2017) GVNSr GVNSf GVNSrf CPLEX

10 0,00 0,00 0,00 0,00 0,00 0,00

20 0,10 0,01 0,04 0,13 0,04 �

30 0,30 0,20 0,17 0,08 0,17 �

40 0,46 0,25 0,15 0,03 0,15 �

50 0,77 0,53 0,28 0,05 0,28 �

75 1,85 0,99 0,56 -0,17 0,54 �

De a
ordo 
om a Tabela 3.9, todos os algoritmos implementados en
ontraram a solução

ótima em todas as exe
uções para os problemas-teste 
om 10 tarefas, pois todas as médias dos

desvios relativos médios das soluções en
ontradas para os respe
tivos problemas desse 
onjunto

são iguais a zero por 
ento, in
lusive das soluções en
ontradas pelo CPLEX. Ainda de a
ordo


om a Tabela 3.9, o algoritmo GVNSf foi o que obteve melhor desempenho 
om relação à qua-

lidade das soluções. Ex
eto para os problemas-teste 
om 20 tarefas, ele superou todos os outros

algoritmos, in
luindo os melhores algoritmos de Ribeiro et al. (2010) e de Rosa et al. (2017).

Observa-se, também, que o algoritmo GVNSf foi 
apaz de en
ontrar soluções médias melho-

res que as respe
tivas melhores soluções de Ribeiro et al. (2010) e de Rosa et al. (2017) para

problemas-teste 
om 75 tarefas. Os algoritmos GVNSr e GVNSrf demonstraram desempenhos

bem similares. De fato, ambos obtiveram soluções médias melhores que as respe
tivas soluções

médias dos melhores algoritmos de Ribeiro et al. (2010) e de Rosa et al. (2017), ex
eto para os

problemas-teste 
om 20 tarefas. O algoritmo de Ribeiro et al. (2010) foi o que apresentou pior

desempenho entre os algoritmos experimentados.

3.4.4.2 Testes estatísti
os 
om o melhor algoritmo de Ribeiro et al. (2010)

Para veri�
ar o número de vezes em que a melhor versão do Algoritmo Genéti
o Adaptativo

de Ribeiro et al. (2010) obteve melhor desempenho que os algoritmos propostos neste traba-

lho, os testes de hipóteses paramétri
o e de aleatoriedade foram realizados 
om os algoritmos

dispostos na forma Ribeiro et al. (2010) × GVNSr, Ribeiro et al. (2010) × GVNSf e Ribeiro

et al. (2010) × GVNSrf , respe
tivamente. Com essa disposição, rejeitar a hipótese nula per-

mite a�rmar que, 
om um nível de signi�
ân
ia igual a 0,05, há evidên
ias estatísti
as de que

a solução média obtida pelo melhor algoritmo de Ribeiro et al. (2010) é melhor que a solução

média obtida 
om o respetivo algoritmo na 
omparação.

As 
olunas �Teste Paramétri
o� e �Teste de Aleatoriedade� da Tabela 3.10 mostram os

resultados obtidos ao se apli
ar os testes de hipóteses nas soluções de 
ada problema-teste.

Nessa tabela, a primeira 
oluna indi
a o número de tarefas em 
ada 
onjunto de 16 problemas-

teste. As 
olunas �GVNSr�, �GVNSf � e �GVNSrf � apresentam o número de vezes em que a

hipótese nula foi rejeitada ao se apli
ar os 
orrespondes testes de hipóteses 
om as disposições

Ribeiro et al. (2010) × GVNSr, Ribeiro et al. (2010) × GVNSf e Ribeiro et al. (2010) ×
GVNSrf , respe
tivamente.

De a
ordo 
om a Tabela 3.10, foram obtidos os mesmos resultados para os testes de hipóteses

utilizados (teste paramétri
o e teste de aleatoriedade). Nenhum deles rejeitou a hipótese nula

nas 
omparações asso
iadas a problemas-teste 
om até 10, 40, 50 e 75 tarefas. Ambos os testes


on
luíram que a solução média obtida pelo melhor algoritmo de Ribeiro et al. (2010) é melhor

que as respe
tivas soluções médias obtidas pelos algoritmos GVNSr, GVNSf e GVNSrf em

apenas um problema-teste 
om 30 tarefas. Já no 
onjunto de problemas-teste 
om 20 tarefas, a
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Tabela 3.10: Número de vezes em que o melhor algoritmo de Ribeiro et al. (2010) é melhor que

os algoritmos GVNSr, GVNSf e GVNSrf .

n
Teste paramétri
o Teste de aleatoriedade

GVNSr GVNSf GVNSrf GVNSr GVNSf GVNSrf

10 0 0 0 0 0 0

20 0 1 0 0 1 0

30 1 1 1 1 1 1

40 0 0 0 0 0 0

50 0 0 0 0 0 0

75 0 0 0 0 0 0

Total 1 2 1 1 2 1

hipótese nula foi rejeitada uma vez na 
omparação Ribeiro et al. (2010) × GVNSf e nenhuma

vez nas demais 
omparações.

Os testes de hipóteses paramétri
o e de aleatoriedade também foram utilizados para veri�
ar

o número de vezes em que os algoritmos GVNSr, GVNSf e GVNSrf obtiveram soluções médias

melhores que as respe
tivas soluções médias obtidas 
om o melhor algoritmo de Ribeiro et al.

(2010). Para isso, esses testes foram realizados também 
om as disposições GVNSr×Ribeiro
et al. (2010), GVNSf×Ribeiro et al. (2010) e GVNSrf×Ribeiro et al. (2010). Com essas dis-

posições, rejeitar a hipótese nula signi�
a que, 
om um nível de signi�
ân
ia igual a 0,05, há

evidên
ias estatísti
as su�
ientes para a�rmar que a solução média obtida pelo melhor algo-

ritmo de Ribeiro et al. (2010) é pior que a solução média obtida 
om o respetivo algoritmo na


omparação.

As 
olunas �Teste Paramétri
o� e �Teste de Aleatoriedade� da Tabela 3.11 mostram os

resultados obtidos ao se apli
ar os testes de hipóteses nas soluções de 
ada problema-teste.

Nessa tabela, a primeira 
oluna indi
a o número de tarefas em 
ada 
onjunto de 16 problemas-

teste. As 
olunas �GVNSr�, �GVNSf � e �GVNSrf � apresentam o número de vezes em que a

hipótese nula foi rejeitada ao se apli
ar os 
orrespondes testes de hipóteses 
om as disposições

GVNSr×Ribeiro et al. (2010), GVNSf×Ribeiro et al. (2010) e GVNSrf×Ribeiro et al. (2010),

respe
tivamente.

Tabela 3.11: Número de vezes em que os algoritmos GVNSr, GVNSf e GVNSrf são melhores

que o algoritmo de Ribeiro et al. (2010).

n
Teste paramétri
o Teste de aleatoriedade

GVNSr GVNSf GVNSrf GVNSr GVNSf GVNSrf

10 0 0 0 0 0 0

20 4 4 4 3 3 3

30 7 11 7 7 9 7

40 15 15 15 14 14 14

50 15 15 15 15 15 15

75 16 16 16 15 16 16

Total 57 61 57 54 57 55

A Tabela 3.10 mostra que os testes de hipóteses paramétri
o e de aleatoriedade retornaram

resultados semelhantes. O número de vezes em que ambos os testes de hipóteses indi
am que

as soluções médias dos algoritmos GVNSr, GVNSf e GVNSrf são melhores que as respe
tivas

soluções médias do algoritmo de Ribeiro et al. (2010) 
res
e à medida em que se aumenta o
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número de tarefas dos problemas-teste dos 
onjuntos. Somente para o 
onjunto de problemas


om 10 tarefas que os testes de hipóteses paramétri
o e de aleatoriedade não rejeitaram a

hipótese nula pelo menos 3 vezes em 
ada 
omparação. Por outro lado, para o 
onjunto de

16 problemas-teste 
om 75 tarefas, por exemplo, o teste de hipóteses paramétri
o indi
a que

as soluções médias dos algoritmos GVNSr, GVNSf e GVNSrf são melhores que as respe
tivas

soluções médias do algoritmo de Ribeiro et al. (2010) para todos os problemas-teste. Para esse

mesmo 
onjunto de problemas-teste, essa mesma 
on
lusão só não foi retornada pelo teste de

aleatoriedade na 
omparação GVNSr×Ribeiro et al. (2010), que 
on
luiu que a solução média

do algoritmo GVNSr é melhor que a solução média do algoritmo de Ribeiro et al. (2010) para

15 dos 16 problemas-teste.

Uma 
omparação dos resultados apresentados nas Tabelas 3.10 e 3.11 permite 
on
luir

que os testes de hipóteses paramétri
o e de aleatoriedade sugerem que os algoritmos GVNSr,

GVNSf e GVNSrf são melhores que o melhor algoritmo de Ribeiro et al. (2010) um número

signi�
ativamente maior de vezes que o 
ontrário.

3.4.4.3 Testes estatísti
os 
om o melhor algoritmo de Rosa et al. (2017)

Para veri�
ar o número de vezes em que o melhor algoritmo Rosa et al. (2017) foi melhor

que os algoritmos propostos neste trabalho, foram apli
ados os testes de hipóteses paramétri
o

e de aleatoriedade 
om os algoritmos dispostos na forma Rosa et al. (2017) × GVNSr, Rosa

et al. (2017) × GVNSf e Rosa et al. (2017) × GVNSrf , respe
tivamente. Com essa disposição,

rejeitar a hipótese nula permite a�rmar que, 
om um nível de signi�
ân
ia igual a 0,05, há

evidên
ias estatísti
as de que a solução média obtida pelo algoritmo de Rosa et al. (2017) é

melhor que a solução média obtida 
om o respetivo algoritmo na 
omparação.

As 
olunas �Teste Paramétri
o� e �Teste de Aleatoriedade� da Tabela 3.12 mostram os

resultados obtidos ao se apli
ar os testes de hipóteses nas soluções de 
ada problema-teste.

Nessa tabela, a primeira 
oluna indi
a o número de tarefas em 
ada 
onjunto de 16 problemas-

teste. As 
olunas �GVNSr�, �GVNSf � e �GVNSrf � apresentam o número de vezes em que a

hipótese nula foi rejeitada ao se apli
ar os 
orrespondes testes de hipóteses 
om as disposições

Rosa et al. (2017) × GVNSr, Rosa et al. (2017) × GVNSf e Rosa et al. (2017) × GVNSrf ,

respe
tivamente.

Tabela 3.12: Número de vezes em que o melhor algoritmo de Rosa et al. (2017) é melhor que

os algoritmos GVNSr, GVNSf e GVNSrf .

n
Teste paramétri
o Teste de aleatoriedade

GVNSr GVNSf GVNSrf GVNSr GVNSf GVNSrf

10 0 0 0 0 0 0

20 1 2 1 0 2 0

30 0 1 0 0 1 0

40 0 0 0 0 0 0

50 0 0 0 0 0 0

75 0 0 0 0 0 0

Total 1 3 1 0 3 0

De a
ordo 
om a Tabela 3.12, os testes de hipóteses utilizados (teste paramétri
o e teste de

aleatoriedade) obtiveram resultados similares novamente. Nenhum deles rejeitou a hipótese nula

nas 
omparações asso
iadas a problemas-teste 
om 10, 40, 50 e 75 tarefas, independentemente

do algoritmo 
omparado o melhor algoritmo de Rosa et al. (2017). Na verdade, o teste hipótese

paramétri
o indi
a que a solução média obtida pelo algoritmo de Rosa et al. (2017) é melhor
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que as respe
tivas soluções médias obtidas 
om os algoritmos GVNSr e GVNSrf em apenas

um problema-teste de 20 tarefas, e melhor que a solução média do algoritmo GVNSf em 2

problemas-teste 
om 20 tarefas e em um problema teste 
om 30 tarefas. Já o teste de hipóteses

de aleatoriedade obteve a mesma 
on
lusão para a 
omparação Rosa et al. (2017) × GVNSf ,

mas sugere que a solução média obtida pelo algoritmo de Rosa et al. (2017) não é melhor que

as respe
tivas soluções médias dos algoritmos GVNSr e GVNSrf para nenhum problema-teste


onsiderado.

Por último, foram utilizados os testes de hipóteses paramétri
o e de aleatoriedade para se

saber o número de vezes em que os algoritmos GVNSr, GVNSf e GVNSrf obtiveram soluções

médias melhores que as respe
tivas soluções médias obtidas 
om o melhor algoritmo de Rosa

et al. (2017). Com essa �nalidade, apli
ou-se esses testes 
om as disposições GVNSr×Rosa
et al. (2017), GVNSf×Rosa et al. (2017) e GVNSrf×Rosa et al. (2017). Com essas disposições,

rejeitar a hipótese nula signi�
a que, 
om um nível de signi�
ân
ia igual a 0,05, há evidên
ias

estatísti
as su�
ientes para a�rmar que a solução média obtida pelo melhor algoritmo de Rosa

et al. (2017) é pior que a solução média obtida 
om o respetivo algoritmo na 
omparação.

As 
olunas �Teste Paramétri
o� e �Teste de Aleatoriedade� da Tabela 3.13 apresentam os

resultados obtidos ao se apli
ar os testes de hipóteses paramétri
o e de aleatoriedade nas so-

luções de 
ada problema-teste. Nessa tabela, a primeira 
oluna indi
a o número de tarefas

em 
ada 
onjunto de 16 problemas-teste. As 
olunas �GVNSr�, �GVNSf � e �GVNSrf � mos-

tram o número de vezes em que a hipótese nula foi rejeitada ao se apli
ar os 
orrespondes

testes de hipóteses 
om as disposições GVNSr×Rosa et al. (2017), GVNSf×Rosa et al. (2017)

e GVNSrf×Rosa et al. (2017), respe
tivamente.

Tabela 3.13: Número de vezes em que os algoritmos GVNSr, GVNSf e GVNSrf são melhores

que o algoritmo de Rosa et al. (2017).

n
Teste paramétri
o Teste de aleatoriedade

GVNSr GVNSf GVNSrf GVNSr GVNSf GVNSrf

10 0 0 0 0 0 0

20 0 1 0 0 0 0

30 1 12 1 1 9 1

40 3 12 3 4 12 4

50 11 15 11 11 15 10

75 4 16 6 4 16 6

Total 19 56 21 20 52 21

A Tabela 3.13 mostra que os testes de hipóteses paramétri
o e de aleatoriedade retornaram

resultados semelhantes mais uma vez. Ambos os testes de hipóteses apontam que o algoritmo

GVNSf foi o que obteve soluções médias melhores que as respe
tivas soluções médias do al-

goritmo de Rosa et al. (2017) um maior número de vezes. Além disso, de a
ordo 
om esses

testes de hipóteses, o número de vezes em que a hipótese nula deve ser rejeitada nas 
ompa-

rações GVNSf×Rosa et al. (2017) 
res
e à medida em que se aumenta o número de tarefas

dos problemas-teste dos 
onjuntos. Para o 
onjunto de problemas-teste 
om 75 tarefas, por

exemplo, os dois testes de hipóteses indi
am que as soluções médias do algoritmo GVNSf são

melhores que as respe
tivas soluções médias do algoritmo de Ribeiro et al. (2010) para to-

dos os 16 problemas-teste. Conforme a Tabela 3.13, os resultados obtidos 
om as disposições

GVNSr×Rosa et al. (2017) e GVNSrf×Rosa et al. (2017) são quase os mesmos. As úni
as dife-

renças são observadas nos 
onjuntos de problemas-teste 
om 40 e 50 tarefas. Para o 
onjunto de

problemas 
om 40 tarefas, por exemplo, o teste de hipóteses paramétri
o aponta que as soluções

médias dos algoritmos GVNSr e GVNSrf são melhores que as respe
tivas soluções médias do
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algoritmo de Rosa et al. (2017) para 3 problemas-teste, ao passo que o teste de hipóteses de ale-

atoriedade sugere que as soluções médias dos algoritmos GVNSr e GVNSrf são melhores que as

respe
tivas soluções médias do algoritmo de Rosa et al. (2017) para 4 problemas-teste. O maior

número de vezes em que os dois testes de hipóteses rejeitam a hipótese nula nas 
omparações

GVNSr e GVNSrf o
orre no 
onjunto de problemas-teste 
om 50 tarefas. Para esse 
onjunto

de problemas, os testes de hipóteses paramétri
o e de aleatoriedade a�rmam que as soluções

médias dos algoritmos GVNSr e GVNSrf são melhores que as respe
tivas soluções médias do

algoritmo de Rosa et al. (2017) um número maior que ou igual a 10 vezes.

Uma 
omparação dos resultados apresentados nas Tabelas 3.12 e 3.13 possibilita 
on
luir

que os testes de hipóteses paramétri
o e de aleatoriedade apontam que os algoritmos GVNSr,

GVNSf e GVNSrf são melhores que o melhor algoritmo de Ribeiro et al. (2010) mais vezes que

o 
ontrário.

3.4.4.4 Tempos demandados

A Tabela 3.14 apresenta os tempos médios demandados (em segundos) pelos algoritmos

GVNSr, GVNSf e GVNSrf , bem 
omo pelos melhores algoritmos de Ribeiro et al. (2010) e

de Rosa et al. (2017) e pelo CPLEX, em 
ada 
onjunto de problemas-teste. Nessa tabela, a

primeira 
oluna indi
a o número de tarefas em 
ada 
onjunto de 16 problemas-teste. Ex
eto

para o CPLEX, que foi utilizado para resolver 
ada problema-teste uma úni
a vez, as médias

apresentadas 
onsideram as 30 apli
ações dos respe
tivos algoritmos em 
ada problema-teste.

Tabela 3.14: Tempos médios (em segundos) demandados pelos melhores algoritmos de Ribeiro

et al. (2010) e de Rosa et al. (2017), pelos algoritmos GVNSr, GVNSf e GVNSrf , bem 
omo

pelo CPLEX, para resolver os problemas-teste 
om até 75 tarefas do SMSPETP-SDS.

n Ribeiro 2010 Rosa 2017 GVNSr GVNSf GVNSrf CPLEX

1

10 0,42 0,03 0,02 0,02 0,02 524,63

20 4,41 0,42 0,34 0,68 0,34 �

30 27,21 2,31 1,92 7,20 1,93 �

40 99,03 8,61 6,85 40,91 6,88 �

50 289,82 24,69 21,42 159,07 21,55 �

75 2360,57 172,61 155,71 1972,85 162,65 �

1

O tempo de exe
ução do CPLEX se mostrou proibitivo para resolver os problemas-teste 
om mais de 10

tarefas. Por esse motivo, esta tabela não 
ontém as informações desses problemas.

Conforme a Tabela 3.14, o CPLEX se mostrou o método mais demorado para resolver os

problemas-teste, sendo 
apaz de resolver somente os problemas 
om até 10 tarefas dentro do

limite de tempo de uma hora de exe
ução. Para todos os 
onjunto de problemas-teste 
om

a mesma quantidade de tarefas, o algoritmo de Ribeiro et al. (2010) exigiu um tempo médio

signi�
ativamente superior aos respe
tivos tempos médios demandados pelo algoritmo de Rosa

et al. (2017) e pelos algoritmosGVNSr, GVNSf e GVNSrf . Os tempos médios demandados pelo

algoritmo de Rosa et al. (2017) e pelos algoritmos GVNSr, GVNSf e GVNSrf para resolver os

problemas-teste 
om até 20 tarefas são todos inferiores a um segundo, enquanto o algoritmo de

Ribeiro et al. (2010) levou 4,41 segundos, em média, para resolver os problemas 
om 20 tarefas.

O algoritmo GVNSf foi o úni
o, entre os algoritmos propostos neste trabalho, que demandou

tempos médios maiores que os respe
tivos tempos médios demandados pelo algoritmo de Rosa

et al. (2017). Para os problemas-teste 
om 75 tarefas, por exemplo, o GVNSf demandou um

tempo médio de 1972,85 segundos, enquanto o algoritmo de Rosa et al. (2017) demandou 172,61

segundos. O algoritmo de Rosa et al. (2017) e os algoritmos GVNSr e GVNSrf demandaram
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tempos médios próximos para os 
onjuntos de problemas 
om o mesmo número de tarefas. No

entanto, os tempos médios demandados pelo algoritmo de Rosa et al. (2017) são maiores que os

respe
tivos tempos médios demandados pelo algoritmo GVNSrf , que, por sua vez, são maiores

que os respe
tivos tempos médios exigidos pelo GVNSr.

3.5 Con
lusões do 
apítulo

Neste 
apítulo, o SMSPETP foi dividido em dois subproblemas que devem ser resolvidos

iterativamente. O primeiro subproblema 
onsiste em determinar a melhor programação de

uma dada sequên
ia de tarefas, 
onsiderando-se a possibilidade de inserção de o
iosidade de

máquina. O segundo subproblema é determinar uma sequên
ia de tarefas que, asso
iada a uma

dada programação, minimize a soma das penalidades geradas pelas tarefas. O problema de

determinar a melhor programação de uma dada sequên
ia de tarefas foi resolvido por algoritmos

determinísti
os, ao passo que o problema de sequen
iamento das tarefas foi resolvido por meio

de pro
edimentos heurísti
os. Também prop�s-se um método exato para o SMSPETP-SIS, que


orresponde ao SMSPETP 
om tempos de preparação da máquina independentes da sequên
ia

de exe
ução das tarefas.

Ini
ialmente, apresentou-se um algoritmo de programação ótima de uma dada sequên
ia de

tarefas da literatura, denotado por OTA (Optimal Timing Algorithm). Em seguida, prop�s-se

um novo algoritmo de programação ótima de uma dada sequên
ia de tarefas, denotado por

AAOTO (algoritmo de alo
ação ótima de tempos o
iosos). Prop�s-se, também, uma melhoria

para o algoritmo OTA, denotada por OTA'. O estudo da 
omplexidade 
omputa
ional desses

algoritmos de programação ótima de uma dada sequên
ia de tarefas do SMSPETP-SDS também

é uma 
ontribuição importante deste trabalho. Provou-se que 
omplexidade 
omputa
ional do

algoritmo OTA é O(n3), enquanto a 
omplexidade 
omputa
ional dos algoritmos AAOTO e

OTA' é O(n2).
Embora o algoritmo AAOTO seja a prin
ipal 
ontribuição deste 
apítulo, também são


ontribuições relevantes o desenvolvimento de um algoritmo de enumeração implí
ita (EI) e

de algoritmos baseados na metaheurísti
a VNS (Variable Neighborhood Sear
h), denotados

por GVNSr, GVNSf e GVNSrf , respe
tivamente. O algoritmo EI é válido somente para o

SMSPETP-SIS e faz uso de resultados teóri
os desenvolvidos ex
lusivamente para essa 
lasse

do SMSPETP.

Experimentos 
omputa
ionais realizados 
om os problemas-teste apresentados na Seção 2.2

mostram que o algoritmo AAOTO é mais rápido que os algoritmos OTA e OTA'. De fato,

apesar de a melhoria proposta para o algoritmo OTA ter possibilitado o GVNSf resolver os

problemas-teste em tempos médios 
onsideravelmente inferiores aos respe
tivos tempos médios

demandados pelo GVNSf asso
iado ao OTA, os tempos médios demandados pelo algoritmo

GVNSf asso
iado ao AAOTO foram, ainda, signi�
ativamente inferiores.

Diante do melhor desempenho apresentado pelo algoritmo AAOTO frente aos algoritmos

OTA e OTA' no primeiro 
onjunto de testes, o algoritmo AAOTO foi utilizado para avaliar


ada sequên
ia gerada pelos algoritmos GVNSr, GVNSf , GVNSrf e EI.

O algoritmo EI se mostrou uma boa opção para a resolução exata do SMSPETP-SIS, sendo


apaz de resolvê-lo em tempo 
omputa
ional bem inferior ao tempo requerido pelo CPLEX

apli
ado à formulação de programação matemáti
a de Gomes Júnior et al. (2007). Por outro

lado, os algoritmo GVNSr, GVNSf e GVNSrf mostraram-se robustos, en
ontrando a solução

ótima de todos os problemas-teste para os quais essa solução é 
onhe
ida, e variabilidade nula

em quase todas as exe
uções para um mesmo problema-teste.

Os algoritmos GVNSr, GVNSf e GVNSrf foram 
omparados 
om a melhor versão do Al-

goritmo Genéti
o Adaptativo de Ribeiro et al. (2010) e 
om o melhor algoritmo de Rosa et al.

(2017) em problemas-teste do SMSPETP-SDS. Dois testes de hipóteses, um paramétri
o e ou-
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tro de aleatoriedade, mostram que os algoritmos propostos en
ontram soluções médias melhores

que as respe
tivas soluções obtidas 
om os algoritmos de Ribeiro et al. (2010) e de Rosa et al.

(2017) mais vezes do que o 
ontrário. O algoritmo GVNSr é o mais rápido entre os algoritmos

experimentados. Embora o algoritmo GVNSf seja o que demanda maior tempo médio entre

os algoritmos propostos, ele é o que obtém melhores soluções médias. Além disso, ele requer

tempos médios menores que aqueles demandados pelos algoritmos de Ribeiro et al. (2010).



Capítulo 4

Formulações matemáti
as para o

SMSPETP-SDS

Com o objetivo de resolver o SMSPETP-SDS 
om a garantia de otimalidade da solução

en
ontrada, bem 
omo determinar limites inferiores para esse problema, neste 
apítulo são

apresentadas várias formulações matemáti
as para o SMSPETP-SDS. Na Seção 4.1 são apre-

sentadas formulações baseadas em variáveis de pre
edên
ia, ao passo que na Seção 4.2 são apre-

sentadas formulações baseadas em variáveis de pre
edên
ia imediata. Na Seção 4.3 é proposta

uma formulação matemáti
a baseada em variáveis de posição na sequên
ia para o SMSPETP-

SDS, enquanto na Seção 4.4 são apresentadas formulações baseadas em variáveis indexadas no

tempo que representam esse problema, bem 
omo 
in
o novas famílias de restrições válidas

para tais formulações. Na Seção 4.7 são propostos algoritmos de separação para as famílias

de restrições propostas na Seção 4.4. A Seção 4.8 apresenta e dis
ute os resultados obtidos


om as formulações matemáti
as e 
om os algoritmos de separação apresentados neste 
apítulo.

Finalmente, a Seção 4.9 
on
lui este 
apítulo.

4.1 Formulações baseadas em variáveis de pre
edên
ia

Nesta seção é apresentada uma formulação matemáti
a para o SMSPETP-SDS baseada em

Manne (1960), denominada formulação VP (formulação baseada em variáveis de pre
edên
ia).

Ademais, é proposto um 
onjunto de restrições válidas para essa formulação. A formulação

VP é des
rita na Seção 4.1.1, enquanto o 
onjunto de restrições válidas para essa formulação é

proposto na Seção 4.1.2.

4.1.1 Formulação baseada em Manne (1960) � Formulação VP

A seguir é reproduzida a formulação de programação linear inteira mista de Bustamante

(2007) para o SMSPETP-SDS. Esse formulação é baseada na abordagem de Manne (1960),

que tratou o problema de job-shop s
heduling, e será denotada por VP (formulação baseada em

variáveis de pre
edên
ia).

Para 
ada tarefa x ∈ I, a data de iní
io de exe
ução, a ante
ipação e o atraso de x são

representados por sx, ex e tx, respe
tivamente. Sejam wxy variáveis que determinam a relação

de pre
edên
ia das tarefas x e y, de modo que wxy = 1, se a tarefa y for exe
utada depois da

tarefa x, e wxy = 0, 
aso 
ontrário, ∀ x, y ∈ I e x 6= y. Se Mxy é uma 
onstante de valor

su�
ientemente grande, ∀ x, y ∈ I e x 6= y, a formulação VP é dada por:

58
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(VP) min
∑

x∈I

(αxex + βxtx) (4.1)

s. a sx + Px + wxy(Mxy + Sxy)−Mxy ≤ sy ∀ x, y ∈ I e x 6= y (4.2)

wxy + wyx = 1 ∀ x, y ∈ I e x 6= y (4.3)

sx + Px + ex ≥ Ex ∀ x ∈ I (4.4)

sx + Px − tx ≤ Tx ∀ x ∈ I (4.5)

sx ≥ 0 ∀ x ∈ I (4.6)

ex ≥ 0 ∀ x ∈ I (4.7)

tx ≥ 0 ∀ x ∈ I (4.8)

wxy ∈ {0, 1} ∀ x, y ∈ I e x 6= y (4.9)

O objetivo da formulação VP é minimizar o somatório (4.1), ou seja, minimizar a soma

ponderada das ante
ipações e atrasos das tarefas. As desigualdades (4.2) garantem que existe

tempo su�
iente para exe
utar uma tarefa x e preparar a máquina antes do iní
io da exe
ução

da tarefa seguinte y, ou seja, elas garantem que a exe
ução da tarefa y não será ini
iada antes do
término da exe
ução da tarefa x. As restrições (4.3) garantem que 
ada tarefa será exe
utada

exatamente uma vez. As desigualdades (4.4) e (4.5) determinam as ante
ipações e os atrasos

das tarefas de a
ordo 
om as respe
tivas janelas de 
on
lusão. As restrições (4.6), (4.7), (4.8)

e (4.9) dizem respeito aos domínios das variáveis.

O número de variáveis de de
isão na formulação VP (restrições (4.6)�(4.9)) é 3n+n(n−1) =
n2+2n, enquanto o número total de restrições (restrições (4.2)�(4.5)) é 2n(n−1)+2n = 2n2

.

Dados x, y ∈ I e x 6= y, se wxy = 1, então a 
onstante Mxy não interfere na respe
tiva

restrição (4.2). Caso 
ontrário, isto é, se wxy = 0, a restrição que 
ontém Mxy é reduzida a

Mxy ≥ sx + Px − sy. Logo, se sUB
x é um limite superior para sx e s

LB
y é um limite inferior para

sy, então pode-se utilizar Mxy = sUB
x + Px − sLBy .

4.1.2 Novas restrições válidas para a formulaçãoVP�FormulaçãoVP'

O 
onjunto de restrições (4.10) foi proposto por Nemhauser & Savelsbergh (1992) para

uma 
lasse de problemas de programação de tarefas 
om tempos de preparação da máquina

independentes da sequên
ia de exe
ução das tarefas, para a qual não é vantajosa a o
iosidade

de máquina. Esse 
onjunto de restrições garante que a exe
ução de uma dada tarefa x ∈ I
somente seja ini
iada após a 
on
lusão de todas as tarefas exe
utadas antes de x.

∑

y∈I\{x}

Py · wyx ≤ sx ∀ x ∈ I (4.10)

Embora sejam válidas também para o SMSPETP-SDS, as restrições (4.10) não 
onsideram

os tempos de preparação da máquina entre a exe
ução de duas tarefas. A Proposição 4.1

generaliza o 
onjunto de restrições (4.10) a �m de 
onsiderar esses tempos de preparação da

máquina.

Proposição 4.1 Para toda tarefa x ∈ I, tem-se:

sx ≥
∑

y∈I\{x}

(

Py + min
z∈I\{y}

Syz

)

· wyx. (4.11)
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As restrições (4.11) dizem que, dada uma tarefa x, além de tempo su�
iente para exe
utar

todas as tarefas programadas antes de x, deve haver um tempo mínimo para realizar as respe
-

tivas preparações da máquina antes de ini
iar a exe
ução de x. Logo, o 
onjunto de restrições

(4.11) é mais forte que o 
onjunto (4.10), no sentido de proibir um maior número de soluções

inviáveis para o SMSPETP-SDS.

A formulação VP a
res
ida das n restrições (4.11) será denotada por VP'.

4.2 Formulações baseadas em variáveis de pre
edên
ia ime-

diata

Esta seção apresenta duas formulações matemáti
a para o SMSPETP-SDS. A primeira de-

las, des
rita na Seção 4.2.1, é baseada emMiller et al. (1960) e será denominada VPI (formulação

baseada em variáveis de pre
edên
ia imediata). A outra formulação, des
rita na Seção 4.2.2,

além de usar variáveis de pre
edên
ia imediata, introduz um 
onjunto alternativo de variáveis

de de
isão para representar as datas de iní
io de exe
ução as tarefas.

4.2.1 Formulação baseada em Miller et al. (1960) � Formulação VPI

Devido às similaridades entre o problema do 
aixeiro viajante (TSP � Travelling Salesman

Problem) e o problema de programação de tarefas (Baker & Keller, 2010), é possível utilizar as

variáveis de pre
edên
ia imediata, propostas ini
ialmente por Miller et al. (1960) para modelar

o TSP, para 
onstruir uma formulação de programação inteira mista para o SMSPETP-SDS.

A formulação apresentada nesta seção, denominada VPI (formulação baseada em restrições de

pre
edên
ia imediata), é baseada nos trabalhos de Miller et al. (1960), Gomes Júnior et al.

(2007) e Nogueira et al. (2014)

Para auxiliar na modelagem, é utilizada uma tarefa �
tí
ia, denominada x0. Essa tarefa x0

deve ser exe
utada duas vezes, de modo que é a primeira e a última tarefa a ser exe
utada.

Sejam uxy variáveis de de
isão que determinam a sequên
ia em que as tarefas serão exe-


utadas, de modo que uxy = 1, se a tarefa y for exe
utada imediatamente após a tarefa x, e
uxy = 0, 
aso 
ontrário, ∀ x, y ∈ I ∪ {x0}. Considera-se que Px0 = Sx0,x = Sx,x0 = 0, ∀ x ∈ I.
Assim 
omo na formulação VP, sx são variáveis de de
isão que determinam as datas de iní
io de

exe
ução das tarefas x ∈ I ∪{x0}, ao passo que ex e tx são variáveis de de
isão que determinam

os tempos de ante
ipação e de atraso, respe
tivamente, das tarefas x ∈ I. Se Mxy são valores

su�
ientemente grandes, ∀x, y ∈ I ∪ {x0} e x 6= y, a formulação VPI é dada por:
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(VPI) min
∑

x∈I

(αxex + βxtx) (4.12)

s. a.

∑

y∈I∪{x0}
y 6=x

uxy = 1 ∀ x ∈ I ∪ {x0} (4.13)

∑

x∈I∪{x0}
x 6=y

uxy = 1 ∀ y ∈ I ∪ {x0} (4.14)

sx + Px + Sxyuxy +Mxy(uxy − 1) ≤ sy ∀ x, y ∈ I ∪ {x0} e x 6= y (4.15)

sx + Px + ex ≥ Ex ∀ x ∈ I (4.16)

sx + Px − tx ≤ Tx ∀ x ∈ I (4.17)

sx ≥ 0 ∀ x ∈ I ∪ {x0} (4.18)

ex ≥ 0 ∀ x ∈ I (4.19)

tx ≥ 0 ∀ x ∈ I (4.20)

uxy ∈ {0, 1} ∀ x, y ∈ I ∪ {x0} e x 6= y (4.21)

A função objetivo, representada pela expressão (4.12), bus
a a minimização da soma pon-

derada das ante
ipações e atrasos. As restrições (4.13) e (4.14) garantem que 
ada tarefa terá

apenas uma tarefa imediatamente su
essora e uma tarefa imediatamente ante
essora, respe
ti-

vamente. As restrições (4.15) garantem que existe tempo su�
iente para exe
utar uma tarefa

antes de ini
iar a exe
ução da tarefa seguinte. As restrições (4.16) e (4.17) determinam as an-

te
ipações e os atrasos de a
ordo 
om as janelas de 
on
lusão das tarefa. As restrições (4.18),

(4.19), (4.20) e (4.21) dizem respeito aos domínios das variáveis de de
isão.

O número de variáveis de de
isão na formulação VPI (restrições (4.18)�(4.21)) é (n+1)+
2n+ (n+ 1)n = n2 + 4n+ 1, enquanto o número total de restrições (restrições (4.13)�(4.6)) é

2(n + 1) + (n + 1)n+ 2n = n2 + 5n+ 2.
Gomes Júnior et al. (2007) 
onsideram Mxy = 1000, ∀ x, y ∈ I∪{x0} e x 6= y. No entanto,

esse parâmetro da formulação VPI pode ser dependente do problema. Dados x, y ∈ I ∪{x0} e

x 6= y, se uxy = 1, então a 
onstante Mxy não interfere na respe
tiva restrição (4.15). Caso


ontrário, isto é, se uxy = 0, a restrição que 
ontém Mxy é reduzida a Mxy ≥ sx + Px − sy.
Logo, se sUB

x é um limite superior para sx e sLBy é um limite inferior para sy, então pode-se

utilizar Mxy = sUB
x + Px − sLBy .

4.2.2 Formulação alternativa � Formulação VPIA

Uma alternativa para eliminar as 
onstantes Mxy presentes na formulação VPI é rede�nir

as variáveis sx 
omo variáveis sxy, de modo que uxy = 0 implique em sxy = 0 (As
heuer

et al., 2001). As variáveis sxy foram propostas por van Eijl (1995) e Ma�oli & S
ioma
hen

(1997) (o primeiro autor prop�s tais variáveis para modelar o TSP, enquanto os outros dois

autores as introduziu para modelar uma 
lasse de problemas de programação de tarefas). A

seguir é proposto uma nova formulação matemáti
a para o SMSPETP-SDS, denominada VPIA

(formulação VPI alternativa), a qual foi inspirada nos trabalhos de van Eijl (1995), Ma�oli &

S
ioma
hen (1997) e Nogueira et al. (2014).

Sejam sxy variáveis de de
isão tais que, ∀x, y ∈ I ∪ {x0} e x 6= y:

sxy =

{
sx, se uxy = 1;
0, 
aso 
ontrário.
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Em outras palavras, se uxy = 1, então sxy representa a data de iní
io de exe
ução da tarefa

x e que a tarefa y é exe
utada imediatamente após a tarefa x. Se sUB
x representa um limite

superior para a data de iní
io da tarefa x, ∀x ∈ I ∪ {x0}, então a formulação VPIA é dada

por:

(VPIA) min
∑

x∈I

(αxex + βxtx) (4.22)

s. a.

∑

y∈I∪{x0}
y 6=x

uxy = 1 ∀ x ∈ I ∪ {x0} (4.23)

∑

x∈I∪{x0}
x 6=y

uxy = 1 ∀ y ∈ I ∪ {x0} (4.24)

∑

x∈I
x 6=y

(
sxy + (Px + Sxy)uxy

)
≤

∑

x∈I∪{x0}
x 6=y

syx ∀ y ∈ I (4.25)

sxy ≤ sUB
x · uxy ∀ x, y ∈ I ∪ {x0} e x 6= y (4.26)

∑

y∈I∪{x0}
y 6=x

sxy + Px + ex ≥ Ex ∀ x ∈ I (4.27)

∑

y∈I∪{x0}
y 6=x

sxy + Px − tx ≤ Tx ∀ x ∈ I (4.28)

ex ≥ 0 ∀ x ∈ I (4.29)

tx ≥ 0 ∀ x ∈ I (4.30)

uxy ∈ {0, 1} ∀ x, y ∈ I ∪ {x0} e x 6= y (4.31)

sxy ≥ 0 ∀ x, y ∈ I ∪ {x0} e x 6= y (4.32)

As restrições (4.23), (4.24), (4.29), (4.30) e (4.31) são oriundas da formulação VPI. As

restrições (4.25) e (4.26) garantem que existe tempo su�
iente para exe
utar uma tarefa antes de

ini
iar a exe
ução da tarefa seguinte, ou seja, elas substituem as restrições (4.15) da formulação

VPI. As restrições (4.27) e (4.28) determinam as ante
ipações e os atrasos, de a
ordo 
om a

respe
tiva janela de 
on
lusão de 
ada tarefa. As restrições (4.32) dizem respeito ao domínio

das variáveis de de
isão sxy.
O número de variáveis de de
isão na formulação VPIA (restrições (4.29)�(4.32)) é 2n +

2(n + 1)n = 2n2 + 4n, ao passo que o número total de restrições (restrições (4.23)�(4.28)) é

2(n + 1) + n + (n+ 1)n+ 2n = n2 + 6n+ 2.

4.3 Formulação baseada em variáveis de posição na sequên-


ia � Formulação VPS

Nesta seção é proposta uma nova formulação inteira mista para representar o SMSPETP-

SDS, a qual é inspirada nos trabalhos de Wagner (1959), que prop�s variáveis baseadas na

posição de 
ada tarefa na sequên
ia de exe
ução para modelar uma 
lasse de problemas de

job-shop s
heduling, e Bustamante (2007), que adaptou a formulação de Wagner (1959) para o

SMSPETP-SDS 
om penalidades por unidade de tempo de ante
ipação e atraso independentes

das tarefas.

Sejam sx, ex e tx variáveis de de
isão tais 
omo na formulação VP e sejam vxi e wxyi variáveis

de de
isão tais que, ∀ x, y ∈ I, x 6= y e ∀ i ∈ {1, 2, . . . , n}:
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• vxi =

{
1, se x é a i -ésima tarefa a ser exe
utada;
0, 
aso 
ontrário.

• wxyi =

{
1, se x é a i -ésima tarefa e y é a (i+1)-ésima tarefa a serem exe
utadas;
0, 
aso 
ontrário.

A formulação matemáti
a dada pelas equações (4.33)�(4.44) representa o SMSPETP-SDS.

(VPS) min
∑

x∈I

(αxex + βxtx) (4.33)

s.a.

∑

x∈I

vxi = 1 ∀ i ∈ {1, 2, . . . , n} (4.34)

n∑

i=1

vxi = 1 ∀x ∈ I (4.35)

vxi + vy,i+1 − wxyi ≤ 1 ∀x, y ∈ I, x 6= y e

∀ i ∈ {1, 2, . . . , n− 1} (4.36)

∑

x∈I

(

sxvx,i+1 − (sx + Px)vxi −
∑

y∈I\{x}

Sxywxyi

)

≥ 0 ∀ i ∈ {1, 2, . . . , n− 1} (4.37)

sx + Px + ex ≥ Ex ∀x ∈ I (4.38)

sx + Px − tx ≤ Tx ∀x ∈ I (4.39)

sx ≥ 0 ∀x ∈ I (4.40)

ex ≥ 0 ∀x ∈ I (4.41)

tx ≥ 0 ∀x ∈ I (4.42)

vxi ∈ {0, 1} ∀x ∈ I e

∀ i ∈ {1, 2, . . . , n} (4.43)

wxyi ∈ {0, 1} ∀x, y ∈ I, x 6= y e

∀ i ∈ {1, 2, . . . , n} (4.44)

A expressão (4.33) representa a função objetivo do problema. As restrições (4.34) e (4.35)

garantem que 
ada tarefa será exe
utada exatamente uma vez. As restrições (4.36) e (4.37)

asseguram que existe tempo su�
iente para exe
utar uma tarefa antes de ini
iar a exe
ução da

tarefa su
essora. As restrições (4.38) e (4.39) determinam a ante
ipação e o atraso de 
ada

tarefa. As restrições (4.40)�(4.44) de�nem os domínios das variáveis de de
isão.

Embora as restrições (4.37) sejam não-lineares, é possível linearizá-las. Para isso, 
onsidere

a variável auxiliar qxi tal que qxi = sxvxi, ∀ x ∈ I e ∀ i ∈ {1, 2, . . . , n}. Para toda tarefa x ∈ I,
se sUB

x é um limite superior para sx, então 0 ≤ qxi ≤ sx e sx + sUB
x (vxi − 1) ≤ qxi ≤ sUB

x vxi.
Uma nova formulação de programação linear inteira mista para o SMSPETP-SDS, denotada

por VPS (formulação baseada em variáveis de posição na sequên
ia), é obtida ao substituir as

restrições (4.37) pelas restrições (4.45)�(4.49).
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∑

x∈I

(

qx,i+1 − qxi − Pxvxi −
∑

y∈I\{x}

Sxywxyi

)

≥ 0 ∀ i ∈ {1, 2, . . . , n− 1} (4.45)

qxi − sx ≤ 0 ∀ x ∈ I e

∀i ∈ {1, 2, . . . , n} (4.46)

qxi − sUB
x vxi ≤ 0 ∀ x ∈ I e

∀i ∈ {1, 2, . . . , n} (4.47)

sx + sUB
x vxi − qxi ≤ sUB

x ∀ x ∈ I e

∀i ∈ {1, 2, . . . , n} (4.48)

qxi ≥ 0 ∀ x ∈ I e

∀i ∈ {1, 2, . . . , n} (4.49)

O número de variáveis de de
isão na formulação VPS (restrições (4.40)�(4.44) e restrições

(4.49)) é 3n+ n2 + n2(n− 1) + n2 = n3 + n2 + 3n, ao passo que o número total de restrições

(restrições (4.34)�(4.36), restrições (4.38)�(4.39) e restrições (4.45)�(4.48)) é 2n+n(n−1)2 +
2n + (n− 1) + 3n2 = n3 + n2 + 6n− 1.

4.4 Formulações baseadas em variáveis indexadas no tempo

Nesta seção são apresentadas formulações baseadas em variáveis indexadas no tempo para

o SMSPETP-SDS. Tal abordagem foi proposta por Sousa & Wolsey (1992) para modelar uma


lasse de problemas de programação de tarefas em uma máquina.

Seja Hx =
{
sLBx , sLBx + 1, . . . , sUB

x

}
o 
onjunto das possíveis datas de iní
io de exe
ução

da tarefa x ∈ I. Sejam lxh variáveis de de
isão tais que, ∀ x ∈ I e ∀h ∈ Hx,

lxh =

{
1, se a exe
ução da tarefa x ini
ia na data h;
0, 
aso 
ontrário.

No restante deste trabalho, ⌊λ⌋x representa max(sLBx , λ) e ⌈λ⌉x representa min(λ, sUB
x ), para

toda tarefa x ∈ I e para todo número real λ.
A formulação inteira mista de Rosa & Souza (2009) é apresentada na Seção 4.4.1, enquanto

uma nova formulação inteira mista baseada em Nogueira et al. (2014) é proposta na Seção

4.4.2. Essas duas formulações inteiras mistas são reduzidas a duas formulações binárias na

Seção 4.4.3. Duas novas formulações binárias para o SMSPETP-SDS são propostas na Seção

4.4.4, ao passo que a Seção 4.6 propõe 
in
o famílias de restrições válidas para as formulações

indexadas no tempo que representam o SMSPETP-SDS.

4.4.1 Formulação linear inteira mista de Rosa & Souza (2009) � For-

mulação IMR

Nesta seção é apresentada a formulação linear inteira mista proposta por (Rosa & Souza,

2009) para o SMSPETP-SDS, denotada por IMR. Sejam ex e tx variáveis de de
isão tais 
omo

na formulação VP (vide Seção 4.1). A formulação IMR é dada pelas equações (4.50)�(4.57).



CAPÍTULO 4. FORMULAÇÕES MATEMÁTICAS PARA O SMSPETP-SDS 65

(IMR) min
∑

x∈I

(αxex + βxtx) (4.50)

s.a. lxh +

⌈h+Px+Sxy−1⌉y∑

k=⌊h⌋y

lyk ≤ 1 ∀ x, y ∈ I, x 6= y e ∀h ∈ Hx (4.51)

∑

h∈Hx

lxh = 1 ∀ x ∈ I (4.52)

∑

h∈Hx

h · lxh + Px + ex ≥ Ex ∀ x ∈ I (4.53)

∑

h∈Hx

h · lxh + Px − tx ≤ Tx ∀ x ∈ I (4.54)

ex ≥ 0 ∀ x ∈ I (4.55)

tx ≥ 0 ∀ x ∈ I (4.56)

lxh ∈ {0, 1} ∀ x ∈ I e ∀h ∈ Hx (4.57)

A função objetivo, representada pela equação (4.50), bus
a a minimização da soma ponde-

rada das ante
ipações e atrasos. As restrições (4.51) garantem que existe tempo su�
iente para

exe
utar uma tarefa e preparar a máquina antes de ini
iar a exe
ução da tarefa seguinte. As

restrições (4.52) garantem que 
ada tarefa será exe
utada uma úni
a vez. As restrições (4.53) e

(4.54) determinam as ante
ipações e os atrasos das tarefas. As restrições (4.55), (4.56) e (4.57)

dizem respeito aos domínios das variáveis de de
isão.

O número de variáveis de de
isão da formulação IMR é dado por 2n +
∑

x∈I |Hx|, em
que |Hx| representa a 
ardinalidade do 
onjunto Hx. Já o número de restrições é dado por

3n+ (n− 1)
∑

x∈I |Hx|. Se Hx = H, ∀x ∈ I, então o número de variáveis da formulação IMR

é dado por n(2 + |H|) e o número de restrições é dado por n
(
3 + (n− 1)|H|

)
.

4.4.2 Formulação baseada em Nogueira et al. (2014) � Formulação

IMN

As restrições (4.51), presentes na formulação IMR, podem ser substituídas pelas restrições

(4.58), apresentadas em Nogueira et al. (2014) para uma 
lasse de problemas de programação

de tarefas 
om tempos de preparação dependentes da sequên
ia de exe
ução das tarefas.

lxh +

⌈h+Px+Sxy−1⌉y∑

k=⌊h−Py−Syx+1⌋y

lyk ≤ 1, ∀ x, y ∈ I, x 6= y, h ∈ Hx (4.58)

As restrições (4.58) asseguram que, se a exe
ução da tarefa x ∈ I é ini
iado na data h ∈ Hx,

então nenhuma outra tarefa y ∈ I \ {x} pode ser ini
iada no intervalo {h − Py − Syx +
1, . . . , h + Px + Sxy − 1}. Em outras palavras, as restrições (4.58) garantem que não haverá

duas tarefas sendo exe
utadas simultaneamente. Observa-se que toda restrição do 
onjunto

de restrições (4.51) é dominada por uma restrição perten
ente ao 
onjunto de restrições (4.58)

no sentido de, ainda que removida a 
ondição de integralidade das variáveis de de
isão, toda

solução não-negativa de uma restrição perten
ente a (4.51) é também solução de uma restrição

perten
ente a (4.58).

A formulação obtida da formulação IMR por meio da substituição das restrições (4.51) pelas

restrições (4.58) é denotada por IMN. Os números de variáveis de de
isão e de restrições da

formulação IMN são iguais aos da formulação IMR.
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4.4.3 Formulações binárias � Formulações BR e BN

As variáveis de de
isão não binárias (variáveis ex e tx) das formulações IMR e IMN podem

ser eliminadas dessas formulações. Para isso, assim 
omo em (Tanaka, 2012), ∀x ∈ I, 
onsidere
a função 
usto gx : Hx → R dada por:

gx(h) = αx ·max(Ex − h− Px, 0) + βx ·max(h+ Px − Tx, 0). (4.59)

O valor gx(h) 
orresponde à penalidade asso
iada à tarefa x 
aso sua exe
ução seja ini
iada na

data h. Logo, a função objetivo das formulações IMR e IMN, dada pela equação (4.50), pode

ser substituída pela equação (4.60). Essa substituição torna as variáveis ex e tx, ∀x ∈ I, bem

omo as restrições (4.53)�(4.56), desne
essárias.

min
∑

x∈I

∑

h∈Hx

gx(h) · lxh (4.60)

As formulações obtidas das formulações IMR e IMN por meio da eliminação das variáveis

ex e tx são denotadas por BR e BN, respe
tivamente. O número de variáveis de de
isão e o

número de restrições dessas formulações são dados por

∑

x∈I |Hx| e n + (n − 1)
∑

x∈I |Hx|,
respe
tivamente. Se Hx = H, ∀x ∈ I, então o número de variáveis das formulações BR e BN

é dado por n|H| e o número de restrições dessas formulações é dado por n
(
1 + (n− 1)|H|

)
.

4.4.4 Novas formulações binárias � Formulações B1 e B2

Uma desvantagem das formulações indexadas no tempo é o elevado número de variáveis de

de
isão e de restrições, uma vez que tanto o número de variáveis quanto o número de restrições

é dependente do horizonte de planejamento das tarefas. Nesta seção são propostas duas novas

formulações binárias para o SMSPETP-SDS, denominadas B1 e B2, que possuem um número

de restrições signi�
ativamente inferior ao das formulações BR e BN.

As restrições (4.61) foram de�nidas por Sousa & Wolsey (1992) para o problema de pro-

gramação de tarefas sem tempos de preparação da máquina. Elas asseguram que a máquina

exe
ute no máximo uma tarefa por vez.

∑

x∈I

⌈h⌉x∑

k=⌊h−Px+1⌋x

lxk ≤ 1, ∀h ∈
⋃

x∈I

Hx (4.61)

Embora as restrições (4.61) sejam válidas também para o problema de programação de

tarefas 
om tempos de preparação da máquina dependentes da sequên
ia exe
ução, Nogueira

et al. (2014) propõem uma generalização dessas restrições para tal 
lasse de problemas. O


onjunto de restrições (4.62), proposto por Nogueira et al. (2014), é mais forte que o 
onjunto

(4.61) no sentido de eliminar um maior número de soluções inviáveis para o SMSPETP-SDS.

∑

x∈I

⌈h⌉x∑

k=⌊h−Px− min
y∈I\{x}

Sxy+1⌋x

lxk ≤ 1, ∀h ∈
⋃

x∈I

Hx (4.62)

Resguardando as diferenças nas notações utilizadas e no problema tratado, Avella et al.

(2016) expandiram a família de restrições (4.62) para a família (4.63).
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∑

x∈I′

⌈h⌉x∑

k=⌊h−Px− min
y∈I′\{x}

Sxy+1⌋x

lxk ≤ 1, ∀ I ′ ⊆ I e ∀h ∈
⋃

x∈I′
Hx (4.63)

As formulações BR e BN são 
ompostas de uma família de restrições que garante que toda

tarefa seja exe
utada (restrições (4.52) e um 
onjunto de restrições que proíbe a máquina de

exe
utar mais de uma tarefa simultaneamente (restrições (4.51) na formulação BR e restrições

(4.58) na formulação BN). O número de restrições da família (4.52) depende apenas do número

de tarefas a serem exe
utadas. Por outro lado, a 
ardinalidade das famílias de restrições (4.51)

e (4.58) depende, também, do horizonte de planejamento das tarefas em I.
A �m de 
onstruir formulações indexadas no tempo mais 
ompa
tas que a formulação BR,

as restrições (4.51) podem ser substituídas por uma das duas seguintes famílias de restrições:

⌈h⌉x∑

k=⌊h−Px−Sxy+1⌋x

lxk +

⌈h⌉y∑

k=⌊h−Py−Syx+1⌋y

lyk ≤ 1 ∀ x, y ∈ I, x 6= y, h ∈ Hx ∪Hy (4.64)

ou

⌈h+Py+Syx−1⌉x∑

k=⌊h⌋x

lxk +

⌈h+Px+Sxy−1⌉y∑

k=⌊h⌋y

lyk ≤ 1 ∀ x, y ∈ I, x 6= y, h ∈ Hx ∪Hy. (4.65)

A família de restrições (4.64) é a subfamília da família (4.63) obtida ao se 
onsiderar somente

os sub
onjuntos I ′ ⊂ I tais que |I ′| = 2. Assim 
omo a família (4.64), a família (4.65) também

proíbe que duas tarefas sejam exe
utadas simultaneamente. Ademais, ainda que retirada a


ondição de integralidade das variáveis de de
isão, toda solução não-negativa de uma restrição

perten
ente ao 
onjunto de restrições (4.51) é também solução de uma restrição perten
ente ao


onjunto de restrições (4.65), isto é, toda restrição de (4.51) é dominada por uma restrição de

(4.65).

A formulação binária obtida da formulação BR ao substituir as restrições (4.51) pelas restri-

ções (4.64) será denotada por B1. Por outro lado, a formulação obtida de BR pela substituição

das restrições (4.51) pelas restrições (4.65) será denotada por B2. Se Hx = H, ∀x ∈ I, então
o número de restrições das famílias (4.64) e (4.65) é igual à metade do número de restrições da

família (4.51), isto é, n
(
1+ (n− 1)|H|/2

)
restrições. Logo, embora as formulações B1, B2, BR

e BN tenham o mesmo número de variáveis de de
isão, as formulações B1 e B2 possuem um

menor número de restrições que as outras duas.

4.5 Prin
ipais 
ara
terísti
as das formulações matemáti
as

A Tabela 4.1 resume as prin
ipais 
ara
terísti
as das formulações de programação matemá-

ti
a para o SMSPETP-SDS apresentadas nas Seções 4.1�4.4. Nessa tabela, a primeira 
oluna

indi
a as formulações matemáti
as apresentadas, a segunda e ter
eira 
olunas apresentam os

números de variáveis de de
isão binárias e não binárias, respe
tivamente, 
ontidas em 
ada for-

mulação, ao passo que a última 
oluna apresenta o número de restrições em 
ada formulação.

De a
ordo 
om a Tabela 4.1, o número de variáveis binárias nas formulações VP, VP', VPI

e VPIA é O(n2), na formulação VPS é n3
e nas formulações baseadas em variáveis indexadas

no tempo é n|H|. As formulações BR, BN, B1 e B2 só possuem variáveis binárias, enquanto
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Tabela 4.1: Número de variáveis e de restrições nas formulações matemáti
as para o SMSPETP-

SDS apresentadas nas Seções 4.1�4.4.

Formulação

Variáveis de de
isão

Restrições

Binárias Não binárias

VP n(n− 1) 3n 2n2

VP' n(n− 1) 3n 2n2 + n
VPI n(n + 1) 3n+ 1 n2 + 5n + 2
VPIA n(n + 1) n(n + 3) n2 + 6n + 2
VPS n3 n(n + 3) n3 + n2 + 6n− 1
IMR n|H| 2n 3n+ (n2 − n)|H|
IMN n|H| 2n 3n+ (n2 − n)|H|
BR n|H| 0 n+ (n2 − n)|H|
BN n|H| 0 n+ (n2 − n)|H|
B1 n|H| 0 n+ (n2 − n)|H|/2
B2 n|H| 0 n+ (n2 − n)|H|/2

o número de variáveis não binárias nas formulações VP, VP', VPI, IMN e IMR é O(n) e nas
formulações VPIA e VPS é O(n2). Ainda 
onforme a Tabela 4.1, o número de restrições

nas formulações VP, VP', VPI e VPIA é O(n2), na formulação VPS é n3
e nas formulações

indexadas no tempo é n2|H|. Ademais, o número de restrições nas formulações B1 e B2 são

aproximadamente iguais à metade do número de restrições nas demais formulações indexadas

no tempo.

4.6 Novas restrições válidas para as formulações indexadas

no tempo

Esta seção propõe novas famílias de restrições válidas para as formulações indexadas no

tempo de problemas de programação de tarefas 
om tempos de preparação da máquina depen-

dentes da sequên
ia de exe
ução. Essas famílias foram desenvolvidas a �m de propor
ionar a

essas formulações uma relaxação linear 
om soluções mais próximas do problema inteiro.

A primeira família de restrições válidas proposta é inspirada em Sousa & Wolsey (1992).

Nesse trabalho, os autores propõem o 
onjunto de restrições (4.66) para formulações indexadas

no tempo de problemas de programação de tarefas sem tempos de preparação da máquina entre

a exe
ução de duas tarefas.

⌈h+∆−1⌉x∑

k=⌊h−Px+1⌋x

lxk +
∑

y∈I\{x}:Py≥∆

⌈h⌉y∑

k=⌊h−Py+∆⌋y

lyk ≤ 1 ∀x ∈ I, h ∈
⋃

y∈I\{x}

Hy e

∆ ∈ {2, 3, . . . , max
y∈I\{x}

Py} (4.66)

A Proposição 4.2 generaliza as restrições (4.66) para problemas de programação de tarefas


om tempos de preparação da máquina dependentes da sequên
ia de exe
ução. A família de

restrições dada por tal proposição será denominada �Família 1�.

Proposição 4.2 (Família 1) Seja I ′ ⊆ I um sub
onjunto de tarefas tal que |I ′| ≥ 2.

Dada uma tarefa x ∈ I ′, para toda data h ∈
⋃

y∈I′\{x}

Hy e todo ∆ ∈

{

2 − Px −
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min
y∈I′\{x}

Sxy, . . . , max
y∈I′\{x}

(
Py + Syx

)
}

, tem-se:

⌈h+∆−1⌉x∑

k=⌊h−Px−Smin
x +1⌋x

lxk

︸ ︷︷ ︸

εx

+
∑

y∈I∗

⌈h⌉y∑

k=⌊h−Py−Smin
y +∆⌋y

lyk

︸ ︷︷ ︸

ǫy

≤ 1, (4.67)

em que

• I∗ = {y ∈ I ′ \ {x} | Py + Syx ≥ ∆},

• Smin
x = min

y∈I∗
Sxy e

• Smin
y = min

(

Syx, ∆− 1 + min
z∈I∗\{y}

Syz

)

para toda tarefa y ∈ I∗
(
se I∗ = {y}, então

Smin
y = Syx

)
.

Prova: Dado que a tarefa x deve ser exe
utada uma úni
a vez, tem-se εx ≤ 1. Além disso,

segue das restrições (4.63) que

∑

y∈I∗ ǫy ≤ 1. Suponha que exista uma programação π de I
tal que εx = 1 e

∑

y∈I∗ ǫy = 1 para uma dada data h′
e um dado ∆′

. Logo, existe uma

tarefa y′ ∈ I∗ tal que ǫy′ = 1. Consequentemente, h′ − Px − Sxy′ + 1 ≤ sπx ≤ h′ +∆′ − 1 e

h′−Py′ − Sy′x +∆′ ≤ sπy′ ≤ h′
, isto é, a máquina exe
uta as tarefas x e y′ simultaneamente na

programação π. Isso 
ontradiz o fato de π ser uma programação fa
tível de I. �

Os 
onjuntos de restrições (4.58), (4.63) e (4.65) estão 
ontidos na Família 1. As restrições

(4.58) são obtidas ao se 
onsiderar todos os sub
onjuntos I ′ ⊂ I tais que |I ′| = 2 e, para todo

x ∈ I ′, tomar ∆ = 2 − Px − Sxy, em que y é tal que {x} ∪ {y} = I ′. Por outro lado, se for


onsiderado apenas ∆ = 1 na Família 1, obtêm-se as restrições (4.63). Finalmente, as restrições

(4.65) são obtidas da Família 1 assim 
omo as restrições (4.65), ex
eto pelo valor de ∆, que,

para todo x ∈ I ′, deve ser �xado em ∆ = Py + Syx − Px − Sxy + 1, para 
ada x ∈ I ′, em que y
é tal que {x} ∪ {y} = I ′.

O lema a seguir provê um novo 
onjunto de restrições válidas.

Lema 4.1 Para todo sub
onjunto I ′ ⊆ I, tem-se:

∑

x∈I′






⌈h+ min
y∈I′\{x}

(Py+Syx)−1⌉x

∑

k=⌊h⌋x

lxk






︸ ︷︷ ︸

ǫx

≤ 1, ∀h ∈
⋃

x∈I′

Hx. (4.68)

Prova: Posto que 
ada tarefa deve ser exe
utada uma úni
a vez, tem-se ǫx ≤ 1, ∀x ∈ I ′ e
∀h ∈

⋃

x∈I′ Hx. Suponha que exista uma programação π de I tal que

∑

x∈I′ ǫx > 1 para uma

dada data h′
. Logo, existem duas tarefas x1, x2 ∈ I ′ tais que ǫx1 = ǫx2 = 1. Consequente-

mente, h′ ≤ sπx1
≤ h′ +Px2 + Sx2,x1 − 1 e h′ ≤ sπx2

≤ h′ +Px1 + Sx1,x2 − 1, ou seja, a máquina

exe
uta as tarefas x1 e x2 simultaneamente na programação π. Isso 
ontradiz o fato de π ser

uma programação fa
tível de I. �

Observe que o 
onjunto de restrições (4.65) está 
ontido no 
onjunto (4.68), sendo obtido

ao se 
onsiderar somente os sub
onjuntos I ′ ⊂ I tais que |I ′| = 2.
A Proposição 4.3 forne
e outra família de restrições válidas, denominada �Família 2�. Essa

família 
ontém o 
onjunto de restrições (4.68).
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Proposição 4.3 (Família 2) Seja I ′ ⊆ I um sub
onjunto de tarefas tal que |I ′| ≥ 2. Dada

uma tarefa x ∈ I ′, para toda data h ∈
⋃

y∈I′\{x}

Hy e todo ∆ ∈

{

2−min
y∈I∗

(
Py +Syx

)
, . . . , Px+

max
y∈I′\{x}

Sxy

}

, tem-se:

⌈h+PSmin
x −1⌉x∑

k=⌊h−∆+1⌋x

lxk

︸ ︷︷ ︸

εx

+
∑

y∈I∗

⌈h+PSmin
y −∆⌉y
∑

k=⌊h⌋y

lyk

︸ ︷︷ ︸

ǫy

≤ 1, (4.69)

em que:

• I∗ = {y ∈ I ′ \ {x} | Px + Sxy ≥ ∆},

• PSmin
x = min

y∈I∗

(
Py + Syx

)
e

• Se I∗ = {y}, então PSmin
y = Px + Sxy. Por outro lado, se |I∗| ≥ 2, então PSmin

y =

min

(

Px + Sxy, ∆− 1 + min
z∈I∗\{y}

(
Pz + Szy

)
)

, para todo y ∈ I∗.

Prova: Uma vez que a tarefa x deve ser exe
utada uma úni
a vez, tem-se εx ≤ 1. Ademais,

segue das restrições (4.68) que

∑

y∈I∗ ǫy ≤ 1. Suponha que exista uma programação π de I
tal que εx = 1 e

∑

y∈I∗ ǫy = 1 para uma dada data h′
e um dado ∆′

. Logo, existe uma

tarefa y′ ∈ I∗ tal que ǫy′ = 1. Consequentemente, h′ −∆′ + 1 ≤ sπx ≤ h′ + Py′ + Sy′x − 1 e

h′ ≤ sπy′ ≤ h′ + Px + Sxy′ −∆′
, ou seja, a máquina exe
uta as tarefas x e y′ simultaneamente

na programação π. Isso 
ontradiz o fato de π ser uma programação fa
tível de I. �

As restrições (4.68) são obtidas da Família 2 ao se 
onsiderar ∆ = 1. Os 
onjuntos de

restrições (4.58) e (4.64) também estão 
ontidos na Família 2. As restrições (4.58) são obtidas

ao se 
onsiderar todos os sub
onjuntos I ′ ⊂ I tais que |I ′| = 2 e, para todo x ∈ I ′, tomar

∆ = 2−Py−Syx, em que y é tal que {x}∪{y} = I ′. As restrições (4.65) são obtidas da Família

2 analogamente às restrições (4.64), ex
eto pelo valor de ∆, que, para todo x ∈ I ′, deve ser

�xado em ∆ = Px + Sxy − Py − Syx + 1, para 
ada x ∈ I ′, em que y é tal que {x} ∪ {y} = I ′.
As Proposições 4.4, 4.5 e 4.6 forne
em mais três famílias de restrições válidas, as quais serão

denominadas �Família 3�, �Família 4� e �Família 5�, respe
tivamente.

Proposição 4.4 (Família 3) Para todo sub
onjunto de tarefas I ′ ⊆ I tal que |I ′| ≥ 2,
tem-se:

∑

x∈I′

⌈

min
y∈I′\{x}

(sLB
y +Py+Syx)−1

⌉

x∑

k=sLB
x

lxk

︸ ︷︷ ︸

ǫx

≤ 1. (4.70)

Prova De a
ordo 
om o que já foi dis
utido, ǫx ≤ 1, ∀x ∈ I ′. Suponha que exista uma

programação π de I tal que

∑

x∈I′ ǫx > 1. Logo, existem duas tarefas x1, x2 ∈ I ′ tais que

ǫx1 = ǫx2 = 1. Consequentemente, sLBx1
≤ sπx1

≤ sLBx2
+ Px2 + Sx2,x1 − 1 e sLBx2

≤ sπx2
≤

sLBx1
+ Px1 + Sx1,x2 − 1, ou seja, a máquina exe
uta as tarefas x1 e x2 simultaneamente na

programação π. Isso 
ontradiz o fato de π ser uma programação fa
tível de I. �
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Proposição 4.5 (Família 4) Dado um sub
onjunto de tarefas I ′ ⊆ I tal que |I ′| ≥ 2, se
sLBI′ = min

x∈I′
sLBx e TPT I′

min representa o menor tempo total ne
essário para exe
utar todas as

tarefas em I ′, então

∑

x∈I′

sUB
x∑

h=

⌊

sLB
I′\{x}

+TPT
I′\{x}
min + min

y∈I\{x}
Syx

⌋

x

lxh

︸ ︷︷ ︸

ǫI′

≥ 1. (4.71)

Prova: Suponha que exista uma programação viável π de I ′ tal que ǫI′ = 0. Seja x′ ∈ I ′ a

última tarefa de I ′ exe
utada em π. Logo, sπx′ −miny∈I\{x′} Syx′ ≤ sLBI′\{x} + TPT
I′\{x′}
min − 1 e

existe uma programação das tarefas em I ′ \ {x′} 
ujo tempo tempo total de exe
ução é menor

que TPT
I′\{x′}
min . Isso 
ontradiz o fato de TPT

I′\{x′}
min ser o menor tempo total ne
essário para

exe
utar as tarefas em I ′ \ {x′}. �

Proposição 4.6 (Família 5) Se x e y são duas tarefas distintas de I, então

sUB
y∑

k=h+Px+Sxy

lyk

︸ ︷︷ ︸

ǫy

≥ lxh, ∀h ∈ {sLBy , sLBy + 1, . . . , sLBy + Py + Syx − 1} ∩Hx. (4.72)

Prova: Suponha que exista uma programação viável π de I tal que ǫy < lxh′
para algum

h′ ∈ {sLBy , sLBy +1, . . . , sLBy +Py +Syx− 1}∩Hx. Logo, lxh′ = 1 e ǫy = 0. Dado que h′ = sπx,
tem-se sπx ≤ sLBy +Py+Syx−1 e sπy ≤ sπx+Px+Sxy−1, isto é, a máquina exe
uta as tarefas x
e y simultaneamente na programação π. Isso 
ontradiz o fato de π ser uma programação viável

de I. �

4.7 Algoritmos de separação para as novas famílias de res-

trições baseadas em variáveis indexadas no tempo

Com ex
eção da Família 5, todas as famílias de restrições propostas na Seção 4.6 possuem um

número elevado de restrições (da ordem de 2n ou maior). Tal fato inviabiliza a in
lusão 
ompleta

dessas famílias de restrições nas formulações indexadas no tempo para o SMSPETP-SDS. No

entanto, tais famílias podem ser utilizadas em algoritmos de planos-de-
orte (Wolsey, 1998)

para o problema. Em resumo, algoritmos de planos-de-
orte são pro
edimentos que partem da

solução de um problema de programação matemáti
a sem restrições (ou 
om apenas algumas

restrições), ao qual, iterativamente, são a
res
idas novas restrições válidas para o problema a

ser resolvido, até que um 
ritério de parada seja satisfeito.

Seja PPM o problema de programação matemáti
a baseado em variáveis indexadas no

tempo que é atualizado iterativamente em um dado algoritmo de planos-de-
orte. Considere

que l∗ representa uma solução ótima do PPM 
orrente. Observe que l∗ 
onsiste em uma

matriz de valores atribuídos às variáveis lxh, ∀x ∈ I e ∀h ∈ Hx. Devido ao grande número de

restrições nas Famílias 1�4, o simples fato de veri�
ar uma a uma quais restrições são violadas

por l∗ é, ainda, um pro
esso imprati
ável. O problema de en
ontrar, em um 
onjunto de

restrições, aquelas que são violadas por l∗ é 
hamado de �problema de separação�.

O problema de separação asso
iado à Família 5 é resolvido de forma exata, veri�
ando

todas as restrições, uma a uma. Por outro lado, os problemas de separação das Famílias 1�4
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são resolvidos de forma heurísti
a. Além disso, é 
onsiderado uma violação mínima, a qual é

determinada por um parâmetro real δ > 0. Uma restrição do tipo M × l ≤ b é violada por l∗

por, no mínimo, δ se M × l∗ ≥ b+ δ. Analogamente, uma restrição do tipo M × l ≥ b é violada
por l∗ por δ se M × l∗ ≤ b− δ.

Os algoritmos propostos para resolver os problemas de separação asso
iados às famílias de

restrições propostas na Seção 4.6 são des
ritos nas subseções a seguir. Dada uma solução l∗

para o PPM 
orrente, 
onsidere hmin
x = min{h ∈ Hx : l∗xh > 0} e hmax

x = max{h ∈
Hx : l∗xh > 0}, ∀x ∈ I. Ademais, para toda tarefa x ∈ I, 
onsidere Ix =

{
y ∈ I \ {x} :

hmax
y + Py + Syx > hmin

x ou hmax
x + Px + Sxy > hmin

y

}
.

4.7.1 Heurísti
a de separação para a Família 1

O algoritmo heurísti
o proposto para o problema de separação da Família 1 é des
rito no

Algoritmo 4.1. Nele, Ω1 representa o 
onjunto de restrições en
ontradas por esse algoritmo,

isto é, Ω1 é um sub
onjunto da Família 1 
omposto de restrições que são violadas por l∗.
lhsx,h,I′,∆(l

∗) representa o valor numéri
o da expressão εx+
∑

y∈I∗ ǫy da Proposição 4.2 apli
ada

a l∗, para os respe
tivos x, h, I ′ e ∆. δ representa a violação mínima 
onsiderada.

De a
ordo 
om a Proposição 4.2, 
ada restrição da Família 1 é determinada por um 
onjunto

I ′ ⊆ I, uma tarefa x ∈ I ′, uma data h e um valor de ∆.

Como pode ser visto no Algoritmo 4.1, para toda tarefa x ∈ I e toda data

h ∈ {hmax
x , hmax

x − 1, · · · , hmin
x }, a heurísti
a de separação proposta para a Família 1 tenta


onstruir um 
onjunto I ′ de modo que a restrição de�nida por x, h, I ′ e ∆ seja violada

por l∗, para algum valor de ∆. A 
onstrução de I ′ é ini
ializada 
om I ′ = {x} e, a seguir,

veri�
a-se o ganho de se inserir 
ada uma das tarefas de Ix em I ′. O ganho de inserir uma

tarefa y em I ′ é 
al
ulado por meio da função lhsx,h,I′,∆(l
∗) apli
ada para todos os valores de

∆ ∈ {Py+Syx, Py+Syx−1, · · · , 2−Px−minz∈I\{x} Sxy}. Se lhsx,h,I′,∆(l
∗) ≥ 1+δ para algum

∆ ao veri�
ar a inserção da tarefa y em I ′, então a restrição asso
iada aos atuais x, h, I ′ e ∆
é violada por l∗ e perten
erá ao 
onjunto de restrições retornado pelo algoritmo (Ω1). Nesse


aso, a rotina é interrompida 
om su
esso para a tarefa x e data h 
orrentes. Caso 
ontrário,

isto é, se lhsx,h,I′,∆(l
∗) < 1 + δ, se inserida qualquer tarefa de Ix \ I

′
em I ′, então a tarefa y∗

asso
iada ao maior ganho é inserida de�nitivamente em I ′ e o pro
edimento de análise de ganho

é repetido para as tarefas de Ix \ I
′
no novo 
onjunto I ′. Além disso, se o ganho asso
iado

a y∗ for igual a zero, isto é, se a inserção de y∗ em I ′ não aumenta o valor de lhsx,h,I′,∆(l
∗),

então a rotina é interrompida sem su
esso para a tarefa x e a data h 
orrentes.

A ordem de investigação das tarefas x ∈ I é sempre dada pela ordem 
res
ente de hmin
x .

Ademais, o número máximo de restrições retornadas pela heurísti
a de separação da Família 1

é dada por

∑

x∈I(h
max
x − hmin

x + 1).

4.7.2 Heurísti
a de separação para a Família 2

O algoritmo heurísti
o proposto para o problema de separação da Família 2 é detalhado no

Algoritmo 4.1. Nele, Ω2 representa o 
onjunto de restrições en
ontradas por esse algoritmo,

isto é, Ω2 é um sub
onjunto da Família 2 
omposto de restrições que são violadas por l∗.
lhsx,h,I′,∆(l

∗) representa o valor numéri
o da expressão εx+
∑

y∈I∗ ǫy da Proposição 4.3 apli
ada

a l∗, para os respe
tivos x, h, I ′ e ∆. δ representa a violação mínima 
onsiderada.

Assim 
omo as restrições da Família 1, 
ada restrição da Família 2 é determinada por

um 
onjunto I ′ ⊆ I, uma tarefa x ∈ I ′, uma data h e um valor de ∆. Logo, o algoritmo

heurísti
o proposto para o problema de separação da Família 2, detalhado no Algoritmo 4.2, é

análogo à heurísti
a de separação proposta para a Família 1. As úni
as diferenças en
ontram-

se no intervalo de variação de ∆ e na função lhsx,h,I′,∆(l
∗), que, neste 
aso, baseiam-se na
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Algoritmo 4.1 Heurísti
a de separação para a Família 1.

Ω1 ← ∅;
para x ∈ I faça

para h = hmax
x , hmax

x − 1, · · · , hmin
x faça

I ′ ← {x};
lhs0 ← −∞;

Atualizou← N�O;

enquanto I ′ 6= Ix ∪ {x} faça
y∗ ← −1;
lhs∗ ← −∞;

para y ∈ Ix \ I
′
faça

I ′ ← I ′ ∪ {y};
para ∆ = Py + Syx, Py + Syx − 1, · · · , 2− Px −minz∈I\{x} Sxz faça

se lhsx,h,I′,∆(l
∗) ≥ 1 + δ então

Ω1 = Ω1 ∪ {lhsx,h,I′,∆(l
∗) ≤ 1};

Atualizou← SIM;

Sai do laço atual;

�m

se lhsx,h,I′,∆(l
∗) > lhs∗ então

lhs∗ ← lhsx,h,I′,∆(l
∗);

y∗ ← y;
�m

�m

se Atualizou = SIM então

Sai do laço atual;

senão

I ′ ← I ′ \ {y};
�m

�m

se Atualizou = SIM então

Sai do laço atual;

�m

se lhs∗ > lhs0 então
lhs0 ← lhs∗;

senão

Sai do laço atual;

�m

I ′ ← I ′ ∪ {y∗};
�m

�m

�m

Retorne Ω1;

Proposição 4.3.

Igualmente à heurísti
a de separação da Família 1, a ordem de investigação das tarefas x ∈ I
é sempre dada pela ordem 
res
ente de hmin

x e o número máximo de restrições retornadas pela

heurísti
a de separação da Família 2 é igual a

∑

x∈I(h
max
x − hmin

x + 1).
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Algoritmo 4.2 Heurísti
a de separação para a Família 2.

Ω2 ← ∅;
para x ∈ I faça

para h = hmax
x , hmax

x − 1, · · · , hmin
x faça

I ′ ← {x};
lhs0 ← −∞;

Atualizou← N�O;

enquanto I ′ 6= Ix ∪ {x} faça
y∗ ← −1;
lhs∗ ← −∞;

para y ∈ Ix \ I
′
faça

I ′ ← I ′ ∪ {y};
para ∆ = Px + Sxy, Px + Sxy − 1, · · · , 2−minz∈I\{x}(Pz + Szx) faça

se lhsx,h,I′,∆(l
∗) ≥ 1 + δ então

Ω2 = Ω2 ∪ {lhsx,h,I′,∆(l) ≤ 1};
Atualizou← SIM;

Sai do laço atual;

�m

se lhsx,h,I′,∆(l
∗) > lhs∗ então

lhs∗ ← lhsx,h,I′,∆(l
∗);

y∗ ← y;
�m

�m

se Atualizou = SIM então

Sai do laço atual;

senão

I ′ ← I ′ \ {y};
�m

�m

se Atualizou = SIM então

Sai do laço atual;

�m

se lhs∗ > lhs0 então
lhs0 ← lhs∗;

senão

Sai do laço atual;

�m

I ′ ← I ′ ∪ {y∗};
�m

�m

�m

Retorne Ω2;

4.7.3 Heurísti
a de separação para a Família 3

O algoritmo heurísti
o proposto para o problema de separação da Família 3 é detalhado no

Algoritmo 4.3. Nele, Ω3 representa o 
onjunto de restrições en
ontradas por esse algoritmo, isto

é, Ω3 é um sub
onjunto da Família 3 
omposto de restrições que são violadas por l∗. lhsI′(l
∗)

representa o valor numéri
o da expressão

∑

x∈I′ ǫx da Proposição 4.4 apli
ada a l∗, para o

respe
tivo sub
onjunto I ′ ⊆ I. Novamente, δ representa a violação mínima 
onsiderada.

De a
ordo 
om a Proposição 4.4, 
ada restrição da Família 3 é determinada por um 
on-
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Algoritmo 4.3 Heurísti
a de separação para a Família 3.

Ω3 ← ∅;
para x ∈ I faça

I ′ ← {x};
lhs0 ← −∞;

Atualizou← N�O;

enquanto I ′ 6= Ix ∪ {x} faça
y∗ ← −1;
lhs∗ ← −∞;

para y ∈ Ix \ I
′
faça

I ′ ← I ′ ∪ {y};
se lhsI′(l

∗) ≥ 1 + δ então
Ω3 = Ω3 ∪ {lhsI′(l

∗) ≤ 1};
Atualizou← SIM;

Sai do laço atual;

�m

se lhsI′(l
∗) > lhs∗ então

lhs∗ ← lhsI′(l
∗);

y∗ ← y;
�m

I ′ ← I ′ \ {y};
�m

se Atualizou = SIM então

Sai do laço atual;

�m

se lhs∗ > lhs0 então
lhs0 ← lhs∗;

senão

Sai do laço atual;

�m

I ′ ← I ′ ∪ {y∗};
�m

�m

Retorne Ω3;

junto I ′ ⊆ I.
Conforme o Algoritmo 4.3, para toda tarefa x ∈ I, a heurísti
a de separação proposta

para a Família 3 tenta 
onstruir um 
onjunto I ′ de modo que a restrição de�nida por I ′ seja
violada por l∗. A 
onstrução de I ′ é ini
ializada 
om I ′ = {x} e, a seguir, veri�
a-se o ganho de
se inserir 
ada uma das tarefas de Ix em I ′. O ganho de inserir uma tarefa y em I ′ é 
al
ulado
por meio da função lhsI′(l

∗). Se lhsI′(l
∗) ≥ 1 + δ ao veri�
ar a inserção da tarefa y em I ′,

então a restrição asso
iada ao atual I ′ é violada por l∗ e perten
erá ao 
onjunto de restrições

retornado pelo algoritmo (Ω3). Nesse 
aso, a rotina é interrompida 
om su
esso para a tarefa x

orrente. Caso 
ontrário, isto é, se lhsI′(l

∗) < 1+ δ, se inserida qualquer tarefa de Ix \ I
′
em I ′,

então a tarefa y∗ asso
iada ao maior ganho é inserida de�nitivamente em I ′ e a pro
edimento

de análise de ganho é repetido para as tarefas de Ix \ I
′
no novo 
onjunto I ′. Além disso, se o

ganho asso
iado a y∗ for igual a zero, isto é, se a inserção de y∗ em I ′ não aumenta o valor de

lhsI′(l
∗), então a rotina é interrompida sem su
esso para a tarefa x 
orrente.

Assim 
omo nas heurísti
as de separação para as Famílias 1 e 2, a ordem de investigação das

tarefas x ∈ I é sempre dada pela ordem 
res
ente de hmin
x . Já o número máximo de restrições

retornadas pela heurísti
a de separação da Família 3 é igual a n.
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4.7.4 Heurísti
a de separação para a Família 4

Antes de apresentar a heurísti
a de separação proposta para a Família 4, observa-se que

a restrição (4.71) da Proposição 4.5 é equivalente à restrição (4.73), para todo sub
onjunto

I ′ ⊆ I. Tal equivalên
ia é obtida por meio das relações (4.52).

∑

x∈I′

⌈

sLB
I′\{x}

+TPT
I′\{x}
min + min

y∈I\{x}
Syx−1

⌉

x∑

h=sLB
x

lxh

︸ ︷︷ ︸

ǫ′
I′

− |I ′| ≤ −1. (4.73)

O algoritmo heurísti
o proposto para o problema de separação da Família 4 é des
rito no

Algoritmo 4.4. Nele, Ω4 representa o 
onjunto de restrições en
ontradas por esse algoritmo, isto

é, Ω4 é um sub
onjunto da Família 4 
omposto de restrições que são violadas por l∗. lhsI′(l
∗)

representa o valor numéri
o da expressão ǫ′I′ − |I
′| da restrição (4.73) apli
ada a l∗, para o

respe
tivo sub
onjunto I ′ ⊆ I. Mais uma vez, δ representa a violação mínima 
onsiderada.

Algoritmo 4.4 Heurísti
a de separação para a Família 4.

Ω4 ← ∅;
para x ∈ I faça

I ′ ← {x};
lhs0 ← −∞;

Atualizou← N�O;

enquanto I ′ 6= Ix ∪ {x} faça
y∗ ← −1;
lhs∗ ← −∞;

para y ∈ Ix \ I
′
faça

I ′ ← I ′ ∪ {y};
se lhsI′(l

∗) ≥ −1 + δ então
Ω4 = Ω4 ∪ {lhsI′(l

∗) ≤ −1};
Atualizou← SIM;

Sai do laço atual;

�m

se lhsI′(l
∗) > lhs∗ então

lhs∗ ← lhsI′(l
∗);

y∗ ← y;
�m

I ′ ← I ′ \ {y};
�m

se Atualizou = SIM então

Sai do laço atual;

�m

se lhs∗ > lhs0 então
lhs0 ← lhs∗;

senão

Sai do laço atual;

�m

I ′ ← I ′ ∪ {y∗};
�m

�m

Retorne Ω4;
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Tal 
omo nas restrições da Família 3, 
ada restrição da Família 4 é determinada por um


onjunto I ′ ⊆ I. Desse modo, o algoritmo heurísti
o proposto para o problema de separação

da Família 4, detalhado no Algoritmo 4.4, é análogo à heurísti
a de separação proposta para

a Família 3. A úni
a diferença en
ontra-se na função lhsI′(l
∗), que, neste 
aso, baseia-se na

restrição (4.73). Além disso, em vez do valor exato de TPT I′

min, é utilizado uma 
ota inferior

para esse valor. A 
ota utilizada no lugar de TPT I′

min é forne
ida pelo Corolário 4.1. Tal


orolário é uma 
onsequên
ia direta da Proposição 2.2.

Corolário 4.1 Para todo sub
onjunto I ′ ⊆ I, o menor tempo total ne
essário para exe
utar

todas as tarefas de I ′, TPT I′

min, é tal que

TPT I′

min ≥
∑

x∈I′

Px+max

(
∑

x∈I′

min
y∈I′\{x}

Syx−max
x∈I′

min
y∈I′\{x}

Syx,
∑

x∈I′

min
y∈I′\{x}

Sxy−max
x∈I′

min
y∈I′\{x}

Sxy

)

.

Da mesma forma que nas heurísti
as de separação das Famílias 1�3, a ordem de investigação

das tarefas x ∈ I é sempre dada pela ordem 
res
ente de hmin
x . Além disso, o número máximo

de restrições retornadas pela heurísti
a de separação da Família 4 é igual a n.

4.7.5 Algoritmo de separação para a Família 5

Como já men
ionado anteriormente, diferentemente dos demais problemas de separação, o

problema de separação da Família 5 é resolvido de forma exata. Dada uma solução l∗ para o

PPM 
orrente, veri�
a-se uma a uma quais as restrições da Família 5 que são violadas por l∗.
O algoritmo proposto para o problema de separação da Família 5 é detalhado no Algoritmo

4.5. Nele, Ω5 representa o 
onjunto de restrições en
ontradas por esse algoritmo, ou seja, Ω5

é um sub
onjunto da Família 5 
omposto de restrições que são violadas por l∗. Novamente, δ
representa a violação mínima 
onsiderada.

Algoritmo 4.5 Algoritmo de separação para a Família 5.

Ω5 ← ∅;
para x ∈ I faça

para y ∈ I \ {x} faça
para h = max(sLBx , sLBy ), max(sLBx , sLBy ) + 1, · · · , min(sUB

x , sLBy + Py + Syx − 1) faça

se

∑sUB
y

k=h+Px+Sxy
l∗yk ≤ l∗xh − δ então

Ω5 = Ω5 ∪
{∑sUB

y

k=h+Px+Sxy
lyk ≥ lxh

}
;

�m

�m

�m

�m

Retorne Ω5;

4.8 Resultados 
omputa
ionais

Nesta seção são apresentados e dis
utidos os resultados 
omputa
ionais obtidos 
om as

formulações de programação matemáti
a para o SMSPETP-SDS apresentadas nas Seções 4.1�

4.4, bem 
omo 
om os algoritmos de separação propostos na Seção 4.7.

As formulações matemáti
as foram implementadas e resolvidas por meio da ferramenta

C++ Con
ert Te
hnology e do otimizador IBM ILOG CPLEX Optimization Studio 12.6.2.
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Os experimentos 
om as heurísti
as de separação também foram implementados na linguagem

C++, sendo utilizado o 
ompilador g++, versão 4.8.5, para a sua exe
ução. Os experimentos

foram realizados em um 
omputador Intel

R©
Xeon(R) CPU E5620 � 2.40GHz × 16, 
om 48

GB de RAM e sistema opera
ional CentOS Linux 7. O CPLEX foi 
on�gurado para utilizar

somente uma thread e os demais parâmetros não foram alterados, ex
eto quando eviden
iado.

Além disso, os algoritmos não foram otimizados para multipro
essamento.

Os experimentos 
omputa
ionais foram realizados 
om os problemas-teste des
ritos na Seção

2.2. Foram utilizados os 
onjuntos de problemas 
om até 20 tarefas, sendo 16 problemas-teste

em 
ada 
onjunto de problemas 
om a mesma quantidade de tarefas. Para 
ada tarefa x ∈ I,
os limites sUB

x e sLBx utilizados para determinar os parâmetros de entrada de 
ada formulação

matemáti
a são aqueles forne
idos pelo Teorema 2.2.

Dado um problema-teste, o gap de um dado limite inferior LB para esse problema em

relação a uma dada solução π∗
desse mesmo problema é dado pela Equação (4.74):

gap =
f(π∗)− LB

f(π∗)
× 100%,

em que f(π∗) representa o valor da função objetivo do problema apli
ada a π∗
. Logo, quanto

mais próximo de zero estiver o gap de LB, mais próximo esse limite inferior estará do valor da

função objetivo da solução π∗
. Em outras palavras, quanto menor for o valor do gap, melhor é

o limite inferior LB.
As melhores soluções en
ontradas nos experimentos 
omputa
ionais apresentados na Seção

3.4 foram utilizadas 
omo referên
ias para os 
ál
ulos dos respe
tivos gap's.

O restante desta seção está organizado da seguinte forma. Na Seção 4.8.1 são apresentados

e analisados os resultados obtidos 
om as relaxações lineares das formulações matemáti
as

apresentadas nas Seções 4.1�4.4, enquanto a Seção 4.8.2 apresenta e dis
ute os resultados

obtidos 
om os algoritmos de separação propostos na Seção 4.7.

4.8.1 Resultados obtidos 
om as relaxações lineares das formulações

apresentadas nas Seções 4.1�4.4

Na primeira bateria de experimentos, utilizou-se o CPLEX para resolver as relaxações li-

neares das formulações VP, VP', VPI, VPIA, VPS, IMR, IMN, BR, BN, B1 e B2 (ver Seções

4.1�4.4) apli
adas aos problemas-testes. O tempo para o CPLEX resolver a relaxação linear de


ada problema-teste foi limitado em uma hora para todas as formulações.

As soluções das relaxações lineares das formulações matemáti
as para o SMSPETP-SDS

apli
adas aos problemas-teste foram utilizadas 
omo limites inferiores (LB) nos 
ál
ulos dos
respe
tivos gap's. A Tabela 4.2 apresenta as médias dos gap's obtidos (em por
entagem) 
om

as respe
tivas relaxações lineares apli
adas aos problemas de 
ada 
onjunto de problemas-teste


om o mesmo número de tarefas. Nessa tabela, a primeira 
oluna indi
a o número de tarefas

em 
ada 
onjunto de 16 problemas-teste 
om a mesma quantidade de tarefas.

De a
ordo 
om a Tabela 4.2, as médias dos gap's das soluções obtidos pelo CPLEX 
om

as relaxações lineares das formulações VP, VPI, VPS, IMR e IMN foram sempre próximas.

Com essas formulações, os gap's médios das soluções obtidas foram sempre superiores a 88%.

A formulação VP', obtida da formulação VP por meio da in
lusão de uma nova família de

restrições, foi a que obteve soluções relaxadas de menores gap's médios para os problemas 
om

12, 16, 17, 19 e 20 tarefas. Para os demais problemas, a formulação B2 foi a que obteve soluções

relaxadas de menores gap's médios. A relaxação linear da formulação VP' en
ontrou soluções

de gap's médios sempre signi�
ativamente menores que os respe
tivos gap's médios das soluções

obtidas 
om a relaxação linear da formulação VP. Para os problemas-teste 
om 9 tarefas, por

exemplo, a relaxação linear formulação VP obteve soluções de gap médio igual a 94,86% ao
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Tabela 4.2: gap's médios obtidos 
om as relaxações lineares das formulações apresentadas nas

Seções 4.1�4.4 (em por
entagem).

n VP VP' VPI VPIA VPS IMR IMN BR BN B1 B2

06 93,47 73,66 93,47 89,50 92,57 92,47 91,16 85,68 73,79 37,85 29,64

07 92,62 63,03 92,62 89,33 92,34 91,86 90,62 87,49 78,18 49,03 45,65

08 90,66 66,69 90,66 87,76 90,02 89,74 88,67 86,25 78,61 55,46 50,93

09 94,86 59,19 94,86 92,57 94,84 94,01 93,14 90,41 82,61 56,69 54,15

10 94,84 66,08 94,84 93,29 94,84 94,22 93,64 91,06 84,55 58,47 55,30

11 96,11 70,01 96,11 94,92 96,11 95,75 95,32 91,86 85,60 64,28 60,56

12 94,32 62,11 94,32 92,47 94,32 93,62 92,83 91,18 85,98 68,74 65,43

13 93,30 64,36 93,30 91,32 93,30 92,44 91,47 89,48 83,62 63,79 59,85

14 94,48 68,42 94,48 93,39 94,48 93,94 93,42 91,31 85,62 64,79 61,69

15 95,86 68,09 95,86 94,73 95,86 95,11 94,35 92,43 87,53 70,10 67,32

16 94,12 64,47 94,12 92,69 94,12 93,58 93,06 91,13 86,79 71,55 69,25

17 93,90 63,22 93,90 92,69 93,90 93,38 92,84 91,35 87,53 73,08 70,25

18 94,94 73,11 94,94 94,13 94,94 94,70 94,36 92,40 87,24 69,07 66,81

19 95,29 64,85 95,29 94,53 95,29 94,94 94,78 92,80 88,55 71,70 69,18

20 95,95 68,48 95,95 94,96 95,95 95,58 95,19 93,56 89,64 74,54 72,17

passo que a formulação VP' obteve soluções de gap médio igual a 59,19%. A relaxação linear

da formulação VPIA também en
ontrou soluções de gap's médios sempre inferiores que os

respe
tivos gap's médios das soluções en
ontradas 
om a relaxação linear da formulação VPI.

No entanto, as médias dos gap's das soluções obtidas 
om a relaxação linear da formulação

VPIA foram sempre superiores a 87%. Comportamento semelhante o
orreu 
om a relaxação da

formulação IMN, que obteve soluções de gap's médios ligeiramente menores que os respe
tivos

gap's médios das soluções obtidas 
om a relaxação linear da formulação IMR. As formulações

binárias BR e BN, obtidas respe
tivamente das formulações IMR e IMN por meio da eliminação

das variáveis reais, en
ontraram soluções relaxadas de gap's médios inferiores aos respe
tivos

gap's médios das soluções relaxadas en
ontradas pelas formulações IMR e IMN. Finalmente, a

relaxação linear da formulação binária B1 en
ontrou soluções de gap's médios maiores que os

respe
tivos gap's médios das soluções en
ontradas 
om a relaxação linear da formulação B2.

Embora não seja mostrado na Tabela 4.2, as relaxações lineares das formulações binárias

B1 e B2 en
ontraram soluções de gap's iguais a 0% para dois problemas-teste 
om 6 tarefas e

um problema-teste 
om 9 tarefas, isto é, as soluções das relaxações lineares dessas formulações

apli
adas a tais problemas-teste 
orrespondem às respe
tivas soluções inteiras ótimas desses

problemas.

A Tabela 4.3 mostra os tempos médios demandados (em segundos) pelo CPLEX para resol-

ver as relaxações lineares das formulações matemáti
as apresentadas nas Seções 4.1�4.4 apli-


adas aos 
onjuntos de problemas-teste. Nessa tabela, a primeira 
oluna indi
a o número de

tarefas em 
ada 
onjunto de 16 problemas-teste 
om a mesma quantidade de tarefas. O 
ará
ter

��� diz que o CPLEX não foi 
apaz de resolver a respe
tiva relaxação linear de pelo menos um

dos 16 problemas-teste dentro de uma hora de exe
ução.

De a
ordo 
om a Tabela 4.3, os respe
tivos tempos médios demandados pelo CPLEX ao

utilizar as formulações VP, VP', VPI, VPIA e VPS foram semelhantes e sempre inferiores a 2

segundos. Por outro lado, as relaxações lineares IMR e IMN foram as que exigiram maiores

tempos médios do CPLEX. Os tempos médios requeridos pelo CPLEX 
om as relaxações line-

ares das formulações binárias BR e BN foram signi�
ativamente inferiores que os respe
tivos

tempos médios requeridos 
om as formulações IMR e IMN. Dentre as relaxações lineares das
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Tabela 4.3: Tempos médios demandados pelo CPLEX 
om as relaxações lineares das formula-

ções apresentadas nas Seções 4.1�4.4 (em segundos).

n VP VP' VPI VPIA VPS IMR IMN BR BN B1 B2

06 0,04 0,04 0,04 0,04 0,04 0,16 0,27 0,22 0,41 0,25 0,23

07 0,05 0,05 0,05 0,06 0,06 0,30 0,63 0,39 0,78 0,47 0,45

08 0,07 0,07 0,07 0,07 0,07 0,43 1,20 0,57 1,09 0,67 0,68

09 0,11 0,11 0,11 0,11 0,12 0,84 1,98 0,92 1,76 1,01 1,04

10 0,14 0,14 0,14 0,14 0,16 1,61 3,21 1,59 3,03 1,82 1,92

11 0,20 0,20 0,20 0,20 0,22 3,07 17,51 1,97 3,92 2,17 2,45

12 0,31 0,31 0,31 0,32 0,34 23,70 5,80 2,62 5,04 2,83 3,19

13 0,39 0,39 0,39 0,39 0,42 22,26 17,31 3,33 6,61 3,66 4,80

14 0,50 0,50 0,50 0,50 0,56 5,35 10,42 4,92 11,35 6,12 7,85

15 0,75 0,75 0,75 0,75 0,81 139,06 237,25 5,61 12,24 7,35 9,89

16 0,65 0,65 0,65 0,65 0,74 304,25 459,58 6,41 15,61 8,41 10,89

17 0,91 0,91 0,91 0,93 1,02 1073,41 240,55 8,45 19,32 11,43 15,86

18 1,19 1,18 1,18 1,19 1,25 1792,10 72,68 10,82 26,25 15,26 22,35

19 1,51 1,51 1,51 1,52 1,60 1097,92 696,41 12,56 29,53 16,32 24,97

20 1,68 1,68 1,68 1,69 1,78 � � 14,74 37,56 23,81 32,44

formulações baseadas em variáveis indexadas no tempo, os respe
tivos menores tempos médios

demandados pelo CPLEX a
orreram 
om a formulação BR. Por �m, os tempos médios re-

queridos pelo CPLEX 
om a relaxação linear da formulação B2, que foi a que propor
ionou ao

CPLEX en
ontrar soluções de menores gap's médios entre as relaxações lineares das formulações

baseadas em variáveis indexadas no tempo, foram menores ou iguais a 32,44 segundos.

Apesar de não ser mostrado na Tabela 4.3, o limite de tempo de uma hora foi atingido pelo

CPLEX em 3 problemas-teste de 17 tarefas, 7 problemas-teste de 18 tarefas e 3 problemas-

teste de 19 tarefas ao ser utilizado a relaxação linear da formulação IMR. Já ao se utilizar a

relaxação linear da formulação IMN, o CPLEX atingiu o limite de tempo em 1 problema-teste

de 15 tarefas, 2 problemas-teste de 16 tarefas, 1 problema-teste de 17 tarefas e 3 problemas-teste

de 19 tarefas.

4.8.2 Limites inferiores obtidos 
om os algoritmos de separação pro-

postos na Seção 4.7

O algoritmo de planos-de-
orte des
rito no Algoritmo 4.6 foi utilizado a �m de 
onstruir

limites inferiores para o SMSPETP-SDS 
om base nos algoritmos de separação propostos na

Seção 4.7. A família de restrições F , utilizada para 
onstruir o limite inferior, o respe
tivo

algoritmo de separação para essa família e a violação mínima 
onsiderada (δ) são dados de

entrada do Algoritmo 4.6.

No Algoritmo 4.6, PPM representa um problema de programação matemáti
a que é atu-

alizado iterativamente por meio de in
lusões e ex
lusões de restrições. O PPM ini
ial é dado

pela formulação PPM0, de�nida pelas equações (4.74)�(4.76).

(PPM0) min
∑

x∈I

∑

h∈Hx

gx(h) · lxh (4.74)

s.a.

∑

h∈Hx

lxh = 1 ∀ x ∈ I (4.75)

lxh ∈ [0, 1] ∀ x ∈ I e ∀h ∈ Hx (4.76)
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Algoritmo 4.6 Limite inferior 
onstruído 
om uma dada família de restrições F e um dado δ.
PPM ← PPM0;

l∗ ← solução do PPM;

Resolva o problema de separação da família F para l∗ e δ;
enquanto forem en
ontradas restrições da família F violadas por l∗ faça

Adi
ione as restrições en
ontradas ao PPM 
orrente;

l∗ ← solução do PPM 
orrente;

Retire do PPM 
orrente as restrições satisfeitas por l∗ 
om folga;

Resolva o problema de separação da família F para l∗ e δ;
�m

Retorne l∗;

A expressão (4.74), em que gx(h) = αx · max(Ex − h − Px, 0) + βx · max(h + Px − Tx, 0),
representa a função objetivo do SMSPETP-SDS. As equações (4.75) dizem que 
ada tarefa

deve ser exe
utada uma úni
a vez, ao passo que as restrições (4.76) 
onsiste na relaxação linear

das variáveis lxh, ∀x ∈ I e ∀h ∈ Hx. Após a ini
ialização do PPM e resolução desse problema

pelo CPLEX, resolve-se o problema de separação da família de restrições F asso
iado à violação

mínima δ para a solução do PPM 
orrente l∗. Enquanto forem en
ontradas restrições da família

F violadas pela solução 
orrente l∗, iterativamente, adi
iona-se as restrições en
ontradas ao

PPM e atualiza-se a solução 
orrente l∗. Com o intuito de manter o PPM 
omposto apenas

pelas restrições satisfeitas por l∗ na igualdade, sempre que l∗ é atualizada, as restrições do PPM
satisfeitas por l∗ 
om folga são retiradas desse problema. Quando o algoritmo de separação da

família de restrições F não en
ontrar restrições violadas pela solução 
orrente l∗, a 
onstrução

do limite inferior para o problema é interrompida e a solução do PPM 
orrente é retornada a

�m de 
al
ular esse limite.

O 
onjunto de problemas-teste 
om 15 tarefas foi utilizado a �m de 
alibrar o parâmetro

δ (violação mínima 
onsiderada) do Algoritmo 4.6. Foram experimentados os valores 1,0; 0,8;

0,6; 0,4; 0,2 e 0,1 para δ. Foram 
onstruídos limites inferiores 
om 
ada uma das Famílias 1�5,

propostas na Seção 4.6. Para resolver os problemas de separação dessas famílias, empregou-se

os respe
tivos algoritmos de separação propostos na Seção 4.7. Os resultados obtidos são apre-

sentados na Tabela 4.4. Nessa tabela, a primeira 
oluna mostra os valores de δ experimentados.

Para 
ada valor de δ, as 
olunas �gap� e �tempo� apresentam, respe
tivamente, as médias dos

gap's dos limites inferiores obtidos (em por
entagem) e as médias dos tempos demandados

(em segundos) ao se exe
utar o Algoritmo 4.6 
om as respe
tivas famílias de restrições e os

respe
tivos problemas-teste 
om 15 tarefas.

Tabela 4.4: Resultados obtidos ao se apli
ar o Algoritmo 4.6 
om as Famílias 1�5 e diferentes

valores de δ no problemas-teste 
om 15 tarefas.

Família 1 Família 2 Família 3 Família 4 Família 5

δ gap tempo gap tempo gap tempo gap tempo gap tempo

(%) (s) (%) (s) (%) (s) (%) (s) (%) (s)

1,0 38,32 20,49 53,73 10,20 91,40 0,96 87,74 0,87 94,09 0,85

0,8 31,34 34,83 47,71 19,63 91,40 0,83 87,74 0,87 93,88 0,97

0,6 21,93 65,08 41,60 28,46 91,40 0,96 87,70 0,88 93,88 0,89

0,4 14,01 143,20 34,49 68,65 91,35 0,86 87,66 0,85 93,87 0,91

0,2 6,94 403,16 27,23 218,66 91,35 0,87 88,17 0,85 93,87 0,91

0,1 4,15 1041,04 24,60 537,26 91,35 0,88 88,18 0,92 93,87 0,95

De a
ordo 
om a Tabela 4.4, para todos os valores de δ testados, os respe
tivos menores
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gap's médios são dos limites inferiores para o SMSPETP-SDS obtidos 
om a Família 1, seguidos

dos respe
tivos gap's médios dos limites inferiores obtidos 
om as Famílias 2, 4, 3 e 5, nessa

ordem. Também para todos os valores de δ experimentados, os tempos médios demandados

para 
onstruir limites inferiores 
om as Famílias 3, 4 e 5 foram inferiores a 1 segundo, enquanto

as médias dos gap's desses limites são maiores que 87%. Com as Famílias 1 e 2, quanto menor

é o valor testado para δ, menor é a média dos gap's dos limites inferiores 
onstruídos e maior

é o tempo médio demandado.

Embora não seja apresentado na Tabela 4.4, para δ igual a 0,1, o tempo de exe
ução do

Algoritmo 4.6 apli
ado a um dos problemas-teste foi de 6.619,83 segundos 
om a Família 1 e

de 3.823,11 segundos 
om a Família 2. Visto que essas duas famílias de restrições foram as que

propor
ionam limites inferiores para o SMSPETP-SDS de melhor qualidade, 
om a intenção de

reduzir esse tempo 
omputa
ional, experimentou-se, também, uma estratégia 
om δ dinâmi
o.

O Algoritmo 4.7 detalha a estratégia 
om violação mínima (δ) dinâmi
a utilizada para


onstruir limites inferiores para o SMSPETP-SDS 
om base em uma dada família de restrições

F . Nessa estratégia, após a ini
ialização do PPM e resolução desse problema pelo CPLEX, o

valor de δ é ini
ializado igual a 0,8. Resolve-se, então, o problema de separação da família de

restrições F , 
onsiderando-se a violação mínima atual δ, para a solução do PPM 
orrente l∗.
Enquanto forem en
ontradas restrições da família F violadas pela solução 
orrente l∗, adi
iona-
se as restrições en
ontradas ao PPM , atualiza-se a solução 
orrente l∗, retira-se do PPM as

restrições satisfeitas por l∗ 
om folga e resolve-se novamente o problema de separação da família

de restrições F . Quando não forem en
ontradas restrições da família F violadas pela solução


orrente l∗ 
om o valor de δ atual, o valor de δ é dividido por 2. Se o novo valor de δ for

maior ou igual a 0,1, o pro
esso de resolução do problema de separação da família F para l∗

e atualização do PPM é repetido. Caso 
ontrário, isto é, se o novo valor de δ for menor que

0,1, então a 
onstrução do limite inferior para o problema é interrompida e a solução do PPM

orrente é retornada a �m de 
al
ular esse limite.

Algoritmo 4.7 Limite inferior 
onstruído 
om uma dada família de restrições F e δ dinâmi
o.

PPM ← PPM0;

l∗ ← solução do PPM;

δ ← 0, 8;
Resolva o problema de separação da família F para l∗ e δ;
enquanto δ ≥ 0, 1 faça

enquanto forem en
ontradas restrições da família F violadas por l∗ faça
Adi
ione as restrições en
ontradas ao PPM 
orrente;

l∗ ← solução do PPM 
orrente;

Retire do PPM 
orrente as restrições satisfeitas por l∗ 
om folga;

Resolva o problema de separação da família F para l∗ e δ;
�m

δ ← δ ÷ 2;
�m

Retorne l∗;

Ini
ialmente, o Algoritmo 4.7 foi utilizado para 
onstruir limites inferiores 
om 
ada uma

das Famílias 1�5 para os problemas-teste 
om 15 tarefas. Para resolver os problemas de sepa-

ração dessas famílias, empregou-se os respe
tivos algoritmos de separação propostos na Seção

4.7. Os resultados obtidos são apresentados na Tabela 4.5. Nessa tabela, as 
olunas �gap� e

�tempo� apresentam, respe
tivamente, as médias dos gap's dos limites inferiores obtidos (em

por
entagem) e as médias dos tempos demandados (em segundos) ao se exe
utar o Algoritmo

4.7 
om as respe
tivas famílias de restrições e os respe
tivos problemas-teste 
om 15 tarefas.

De a
ordo 
om as Tabelas 4.4 e 4.5, a estratégia 
om δ dinâmi
o propor
ionou limites



CAPÍTULO 4. FORMULAÇÕES MATEMÁTICAS PARA O SMSPETP-SDS 83

Tabela 4.5: Resultados obtidos ao se apli
ar o Algoritmo 4.7 
om as Famílias 1�5 nos proble-

mas-teste 
om 15 tarefas.

Família 1 Família 2 Família 3 Família 4 Família 5

gap tempo gap tempo gap tempo gap tempo gap tempo

(%) (s) (%) (s) (%) (s) (%) (s) (%) (s)

4,20 198,37 24,44 127,72 91,35 0,95 87,23 0,84 93,87 0,88

inferiores para o SMSPETP-SDS 
ujos gap's médios são semelhantes aos respe
tivos gap's

médios dos limites inferiores obtidos 
om δ �xado em 0,1. Por outro lado, os tempos médios

demandados para 
onstruir limites inferiores por meio da estratégia 
om δ dinâmi
o usando as

Famílias 1 e 2 foram signi�
ativamente inferiores que os respe
tivos tempos médios exigidos

para 
onstruir limites inferiores usando a estratégia 
om δ �xado em 0,1. Para a Família 1,

por exemplo, a estratégia 
om δ dinâmi
o demandou tempo médio igual a 198,37 segundos,

ao passo que a estratégia 
om δ �xado em 0,1 exigiu tempo médio igual a 1.041,04 segundos.

Os tempos médios demandados para 
onstruir limites inferiores por meio da estratégia 
om δ
dinâmi
o 
om as Famílias 3, 4 e 5 foram próximos dos respe
tivos tempos médios demandados

por meio da estratégia 
om δ �xo, isto é, inferiores a 1 segundo.

Uma vez que a estratégia 
om δ dinâmi
o se mostrou a melhor estratégia testada nos

problemas-teste 
om 15 tarefas, essa estratégia foi utilizada, também, para 
onstruir limites

inferiores para os demais problemas-teste 
om até 20 tarefas. Os resultados obtidos são apre-

sentados na Tabela 4.6. Nessa tabela, a primeira 
oluna indi
a o número de tarefas em 
ada


onjunto de 16 problemas-teste 
om a mesma quantidade de tarefas. Para 
ada 
onjunto de

problemas, as 
olunas �gap� e �tempo� apresentam, respe
tivamente, as médias dos gap's dos

limites inferiores obtidos (em por
entagem) e as médias dos tempos demandados (em segun-

dos) ao se exe
utar o Algoritmo 4.7 
om as respe
tivas famílias de restrições e os respe
tivos

problemas-teste desse 
onjunto.

Tabela 4.6: Resultados obtidos ao se apli
ar o Algoritmo 4.7 
om as Famílias 1�5 nos proble-

mas-teste 
om até 20 tarefas.

Família 1 Família 2 Família 3 Família 4 Família 5

n gap tempo gap tempo gap tempo gap tempo gap tempo

(%) (s) (%) (s) (%) (s) (%) (s) (%) (s)

06 0,06 0,68 1,59 1,49 84,90 0,06 72,00 0,08 87,83 0,08

07 0,17 2,95 4,26 5,31 83,77 0,10 74,81 0,10 87,87 0,09

08 0,44 7,08 8,26 7,86 83,07 0,11 73,74 0,09 86,03 0,12

09 1,58 14,70 13,01 11,51 89,06 0,13 80,10 0,13 91,92 0,14

10 0,87 25,63 9,34 27,92 90,86 0,20 82,12 0,18 92,29 0,20

11 2,60 47,07 14,72 39,07 92,97 0,25 85,59 0,25 94,44 0,27

12 3,26 77,21 18,58 55,36 89,98 0,39 81,83 0,36 92,37 0,38

13 3,25 83,64 22,02 54,27 88,43 0,50 83,52 0,44 90,95 0,48

14 2,16 153,44 17,84 94,49 91,16 0,58 85,64 0,56 92,87 0,57

15 4,20 195,47 24,44 127,44 91,35 0,81 87,23 0,82 93,87 0,84

16 5,42 362,04 25,90 187,69 90,84 0,71 87,15 0,74 92,87 0,82

17 5,24 415,57 26,62 253,60 90,91 0,97 86,98 1,06 92,56 1,07

18 4,22 516,20 24,91 279,38 92,66 1,26 88,95 1,33 93,84 1,44

19 4,23 726,58 25,83 397,62 92,51 1,61 89,85 1,63 94,06 1,70

20 6,34 887,28 26,65 558,24 93,51 1,79 90,08 1,86 94,87 1,99
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Conforme a Tabela 4.6, os respe
tivos menores gap's médios são dos limites inferiores 
ons-

truídos 
om a Família 1, seguidos dos respe
tivos gap's médios dos limites inferiores 
onstruídos


om as Famílias 2, 4, 3 e 5, nessa ordem. A diferença entre os gap's médios dos limites inferiores


onstruídos 
om a Família 1 e os gap's médios dos limites inferiores obtidos 
om a Família 2 é

signi�
ativa. O mesmo a
onte
e 
om a diferença entre os respe
tivos gap's médios dos limites

inferiores 
onstruídos 
om as Famílias 2 e 4. Os respe
tivos maiores tempos médios deman-

dados também foram observados ao se utilizar a Família 1, seguidos dos respe
tivos tempos

médios requeridos 
om a Família 2. Os tempos médios demandados 
om as Famílias 3, 4 e 5

foram menores que 2 segundos. No entanto, os gap's médios dos limites inferiores 
onstruídos


om essas famílias de restrições foram maiores ou iguais a 72,00%.

Por último, utilizou-se uma estratégia 
om violação mínima dinâmi
a e que faz uso das 
in
o

famílias de restrições propostas na Seção 4.6 para gerar limites inferiores para os problemas-

teste 
om até 20 tarefas. A estratégia utilizada é baseada na rotina de bus
a lo
al Des
ida em

Vizinhança Variável, Variable Neighborhood Des
ent � VND (Hansen & Mladenovi¢, 2001) e

pode ser representada pelo Algoritmo 4.8.

Algoritmo 4.8 Limite inferior 
onstruído 
om as Famílias 1�5.

PPM ← PPM0;

l∗ ← solução do PPM;

δ ← 0, 8;
enquanto δ ≥ 0, 1 faça

i← 1;
enquanto i ≤ 5 faça

Resolva o problema de separação da i-ésima família de restrições para l∗ e δ;
se forem en
ontradas restrições violadas por l∗ então

Adi
ione as restrições en
ontradas ao PPM 
orrente;

l∗ ← solução do PPM 
orrente;

Retire do PPM 
orrente as restrições satisfeitas por l∗ 
om folga;

i← 1;
senão

i← i+ 1;
�m

�m

δ ← δ ÷ 2;
�m

Retorne l∗;

No Algoritmo 4.8, as famílias de restrições propostas na Seção 4.6 estão ordenadas de

a
ordo 
om a ordem 
res
ente dos respe
tivos gap's médios apresentados na Tabela 4.6, isto é,

Famílias 1, 2, 4, 3 e 5, nessa ordem. Após a ini
ialização do PPM e resolução desse problema

pelo CPLEX, o valor de δ é ini
ializado igual a 0,8. Enquanto δ for maior ou igual a 0,1,

iterativamente, resolve-se o problema de separação da primeira família de restrições para a

solução do PPM 
orrente l∗, 
onsiderando-se a violação mínima atual δ. Se forem en
ontradas

restrições da primeira família violadas pela solução 
orrente l∗, essas restrições são adi
ionadas
ao PPM e a solução l∗ é, então, atualizada. Caso 
ontrário, resolve-se o problema de separação

da segunda família de restrições. Se forem en
ontradas restrições da segunda família violadas

pela solução 
orrente l∗, essas restrições são adi
ionadas ao PPM , a solução l∗ é atualizada

e volta-se à resolução do problema de separação asso
iado à primeira família de restrições.

Caso 
ontrário, passa-se para o problema de separação da ter
eira família de restrições. Esse

pro
edimento é repetido até que seja resolvido o problema de separação asso
iado à quinta

família de restrições. Sempre que forem en
ontradas restrições de uma dada família violadas
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por l∗, essas restrições são adi
ionadas ao PPM , a solução l∗ é atualizada e volta-se a resolver
o problema de separação asso
iado à primeira família de restrições. Por outro lado, se não for

en
ontrada nenhuma restrição violada por l∗ em uma dada família, resolve-se o problema de

separação da família seguinte. Se não for en
ontrada nenhuma restrição por l∗ na quinta família,


onsiderando-se o valor de δ 
orrente, o valor de δ é, então, reduzido à metade e a bus
a por

restrições violadas por l∗ re
omeça a partir da primeira família de restrições. A 
onstrução do

limite inferior para o problema é interrompida quando δ atingir um valor menor que 0,1. Nesse


aso, a solução do PPM 
orrente é retornada e forne
e um limite inferior para o problema.

Assim 
omo nos Algoritmo 4.6 e 4.7, a �m de manter o PPM 
omposto apenas pelas restrições

satisfeitas por l∗ na igualdade, sempre que l∗ é atualizada, as restrições do PPM satisfeitas

por l∗ 
om folga são retiradas desse problema também no Algoritmo 4.8.

A Tabela 4.7 apresenta os resultados obtidos ao se utilizar a estratégia 
om δ dinâmi
o

e que faz uso das Famílias 1�5 para gerar limites inferiores para os problemas-teste 
om até

20 tarefas. Visto que as relaxações lineares das formulações matemáti
a VP' e B2 foram as

que propor
ionaram limites inferiores de menores gap's médios nos resultados apresentados na

Seção 4.8.1, a �m de fa
ilitar uma 
omparação, os resultados obtidos 
om as relaxações lineares

dessas duas formulações são repetidos nessa tabela.

Na Tabela 4.7, a primeira 
oluna indi
a o número de tarefas em 
ada 
onjunto de 16

problemas-teste 
om a mesma quantidade de tarefas. Para 
ada 
onjunto de problemas, as


olunas �gap� e �tempo� da 
oluna �Famílias 1�5� apresentam, respe
tivamente, as médias dos

gap's dos limites inferiores obtidos (em por
entagem) e as médias dos tempos demandados (em

segundos) ao se exe
utar o Algoritmo 4.8 
om as respe
tivas famílias de restrições e os respe
-

tivos problemas-teste desse 
onjunto. Já as 
olunas �gap� e �tempo� das 
olunas �VP' � e �B2�

apresentam, respe
tivamente, as médias dos gap's dos limites inferiores obtidos (em por
enta-

gem) e as médias dos tempos demandados (em segundos) ao se utilizar o CPLEX para resolver

as respe
tivas relaxações lineares dessas formulações matemáti
as apli
adas aos problemas dos

respe
tivos 
onjuntos de problemas-teste 
om o mesmo número de tarefas.

Tabela 4.7: Resultados obtidos ao se apli
ar o Algoritmo 4.8 nos problemas-teste 
om até 20

tarefas.

VP' B2 Famílias 1�5

n gap tempo gap tempo gap tempo

(%) (s) (%) (s) (%) (s)

06 73,66 0,04 29,64 0,23 0,00 0,65

07 63,03 0,05 45,65 0,45 0,02 2,79

08 66,69 0,07 50,93 0,68 0,24 7,15

09 59,19 0,11 54,15 1,04 1,29 14,88

10 66,08 0,14 55,30 1,92 0,46 26,66

11 70,01 0,20 60,56 2,45 1,90 50,40

12 62,11 0,31 65,43 3,19 2,21 89,28

13 64,36 0,39 59,85 4,80 2,80 94,84

14 68,42 0,50 61,69 7,85 1,71 171,17

15 68,09 0,75 67,32 9,89 3,18 231,52

16 64,47 0,65 69,25 10,89 4,94 372,63

17 63,22 0,91 70,25 15,86 4,88 470,41

18 73,11 1,18 66,81 22,35 3,92 578,00

19 64,85 1,51 69,18 24,97 3,79 829,96

20 68,48 1,68 72,17 32,44 5,89 1031,59
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De a
ordo 
om a Tabela 4.5, os tempos médios demandados para 
onstruir os limites inferio-

res 
om as Famílias 1�5 foram sempre superiores que os respe
tivos tempos médios demandados

para resolver as relaxações lineares das formulações VP' e B2. No entanto, os gap's médios

dos limites inferiores propor
ionados pelo Algoritmo 4.8 são signi�
ativamente inferiores que

os respe
tivos gap's médios obtidos 
om as relaxações lineares das formulações VP' e B2. Os

gap's médios dos limites inferiores obtidos 
om as relaxações lineares das formulações VP' e

B2 são superiores a 59% e 29%, respe
tivamente, ao passo que os gap's médios 
onstruídos por

meio das Famílias 1�5 são inferiores a 6%. O gap médio dos limites inferiores obtidos 
om as

Famílias 1�5 para os problemas-teste 
om 6 tarefas são iguais a 0%, ou seja, o Algoritmo 4.8

en
ontrou as respe
tivas soluções inteiras ótimas desses problemas. Apesar de não ser mostrado

na Tabela 4.2, o Algoritmo 4.8 en
ontrou as respe
tivas soluções inteiras ótimas de um total

de 87 problemas-teste, entre eles, um problema-teste de 20 tarefas.

4.9 Con
lusões do 
apítulo

Neste 
apítulo foram apresentadas várias formulações matemáti
as para o SMSPETP-SDS.

Os parâmetros de entrada das formulações foram de�nidos 
om base no horizonte de planeja-

mento para a exe
ução das tarefas proposto na Seção 2.3.

As duas primeiras formulações apresentadas são baseadas em variáveis de pre
edên
ia, de-

nominadas VP e VP'. A formulação VP foi proposta por Bustamante (2007), enquanto a for-

mulação VP' 
onsiste na formulação VP a
res
ida de uma família de restrições proposta neste


apítulo. Em seguida, foram propostas duas formulações baseadas em variáveis de pre
edên
ia

imediata para o SMSPETP-SDS, denominadas VPI e VPIA. A formulação VPIA não faz uso

das 
onstantes su�
ientemente grandes presentes na formulação VPI. Logo depois, foi proposta

uma formulação baseada em variáveis de posição na sequên
ia para o problema, denominada

VPS. Também foram apresentadas seis formulações baseadas em variáveis indexadas no tempo

para o SMSPETP-SDS, denominadas IMR, IMN, BR, BN, B1 e B2. Somente a formulação

IMR não foi proposta pela primeira vez neste trabalho. A formulação IMR é uma formula-

ção linear inteira mista proposta por Rosa & Souza (2009), ao passo que a formulação IMN é

obtida da formulação IMR por meio da substituição de um 
onjunto de restrições por outro

mais forte. Por outro lado, as formulações BR e BN são obtidas das formulações IMR e IMN,

respe
tivamente, pela eliminação das variáveis não binárias. As formulações B1 e B2 também

são binárias, mas possuem um número de restrições aproximadamente igual à metade do nú-

mero de restrições 
ontidas nas formulações BR e BN. Por último, são propostas 
in
o novas

famílias de restrições válidas para as formulações indexadas no tempo, bem 
omo algoritmos

de separação para essas famílias.

O otimizador CPLEX foi utilizado para resolver as relaxações lineares das formulações

matemáti
as apresentadas apli
adas aos problemas-teste 
om até 20 tarefas (vide Seção 2.2).

As melhores soluções foram en
ontradas 
om as formulações lineares B2 e VP'. No entanto,

a formulação B2 obteve melhores soluções para um maior número de problemas. O CPLEX

obteve soluções pare
idas 
om as relaxações lineares das formulações VP, VPI, VPS, IMR e

IMN. A formulação VPIA obteve soluções sensivelmente melhores que as respe
tivas soluções

obtidas 
om a formulação VPI. As relaxações lineares das formulações IMR e IMN foram as

que exigiram maiores tempos para serem resolvidas.

A prin
ipal 
ontribuição deste 
apítulo é a proposição das 
in
o famílias de restrições vá-

lidas para as formulações baseadas em variáveis indexadas no tempo do SMSPETP-SDS. As

heurísti
as de separação propostas para essas famílias também foram utilizadas para 
onstruir

limites inferiores para os problemas-teste 
om até 20 tarefas. Os limites inferiores 
onstruídos


om essas heurísti
as são signi�
ativamente melhores que as respe
tivas soluções obtidas 
om

as relaxações lineares das formulações matemáti
as apresentadas neste trabalho. Embora os



CAPÍTULO 4. FORMULAÇÕES MATEMÁTICAS PARA O SMSPETP-SDS 87

tempos demandados para gerar tais limites inferiores sejam maiores que os respe
tivos tempos

exigidos pelo CPLEX para resolver as relaxações lineares que obtiveram as melhores soluções

(formulações B2 e VP'), os limites inferiores 
onstruídos são próximos das soluções inteiras óti-

mas dos respe
tivos problemas, 
hegando a 
orresponder às respe
tivas soluções inteiras ótimas

de muitos problemas.

É importante observar que as restrições propostas para as formulações indexadas no tempo

que representam o SMSPETP-SDS podem ser utilizadas, também, em formulações indexadas

no tempo de diversos tipos de problemas de programação de tarefas envolvendo tempos de

preparação da máquina dependentes da sequên
ia de exe
ução das tarefas.



Capítulo 5

Con
lusões �nais e trabalhos futuros

Neste 
apítulo são apresentadas as 
on
lusões �nais deste trabalho (Seção 5.1), bem 
omo

propostas para trabalhos futuros (Seção 5.2). Além disso, são apresentados os trabalhos oriun-

dos desta pesquisa que foram publi
ados, ou a
eitos para publi
ação, em eventos 
ientí�
os

e/ou periódi
os espe
ializados (Seção 5.3).

5.1 Con
lusões �nais

Este trabalho tratou o problema de programação de tarefas em uma máquina 
om janelas de


on
lusão distintas e tempos de preparação da máquina dependentes da sequên
ia de exe
ução

das tarefas (SMSPETP-SDS). O objetivo é minimizar a soma ponderada das ante
ipações e

atrasos na 
on
lusão das tarefas. O 
aso parti
ular 
om tempos de preparação da máquina

independentes da sequên
ia de exe
ução das tarefas, denotado por SMSPETP-SIS, também foi

tratado.

Ini
ialmente, a �m de 
onstruir bons limites superiores para o SMSPETP-SDS, tal problema

foi tratado por meio de pro
edimentos heurísti
os. Assim 
omo nos trabalhos da literatura que

abordam o problema dessa maneira, o SMSPETP-SDS foi dividido em dois subproblemas: de-

terminar a melhor programação de uma dada sequên
ia de tarefas, 
onsiderando-se a possibili-

dade de inserção de tempos o
iosos entre a exe
ução de tarefas 
onse
utivas; e determinar uma

sequên
ia de tarefas que, asso
iada à sua programação ótima, minimize a soma das penalidades

geradas pelas ante
ipações e atrasos das tarefas.

Uma das 
ontribuições mais importantes deste trabalho é o desenvolvimento de um algo-

ritmo determinísti
o e de 
omplexidade 
omputa
ional O(n2), denotado por AAOTO (Algo-

ritmo de alo
ação ótima de tempos o
iosos), que resolve o problema de programação ótima

de uma dada sequên
ia de tarefas. Além disso, o estudo da 
omplexidade 
omputa
ional do

algoritmo da literatura até então utilizado para esse �m é, também, uma 
ontribuição desta

tese. Provado que a 
omplexidade do algoritmo de programação ótima de uma dada sequên
ia

de tarefas da literatura é O(n3), prop�s-se uma adaptação para ele de forma a reduzir sua


omplexidade a O(n2).
Para resolver o problema de sequen
iamento das tarefas do SMSPETP-SDS foram propostos

três algoritmos heurísti
os baseados na metaheurísti
a GVNS (General Variable Neighborhood

Sear
h), denotados por GVNSr, GVNSf e GVNSrf . Prop�s-se, também, um algoritmo exato

de enumeração implí
ita para o SMSPETP-SIS. Tal algoritmo de enumeração implí
ita faz uso

do algoritmo de programação ótima proposto, bem 
omo de resultados teóri
os desenvolvidos

ex
lusivamente para o SMSPETP-SIS.

Experimentos 
omputa
ionais feitos 
om um 
onjunto de problemas-teste gerado 
onforme

parâmetros usuais da literatura mostraram que o algoritmo de programação ótima proposto

é mais rápido que o algoritmo até então utilizado para esse �m. Os algoritmos heurísti
os

88
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propostos se mostraram mais e�
ientes que o melhor algoritmo de Ribeiro et al. (2010), pois

foram 
apazes de en
ontrar soluções de melhor qualidade e em menor tempo 
omputa
ional

que esse algoritmo. Quando 
omparado 
om o melhor algoritmo de Rosa et al. (2017), os

algoritmos propostos en
ontraram soluções de melhor qualidade para muitos problemas-teste

e apenas o algoritmo GVNSf exigiu maior tempo 
omputa
ional que o algoritmo de Rosa

et al. (2017). Por outro lado, o algoritmo de enumeração implí
ita desenvolvido mostrou-se

uma boa alternativa para a resolução exata do SMSPETP-SIS de dimensões menores, sendo


apaz de resolver problemas-teste em tempo 
omputa
ional muito inferior ao tempo exigido

pelo otimizador CPLEX asso
iado a uma formulação matemáti
a da literatura.

Em um segundo momento, 
om o objetivo de de�nir bons limites inferiores para o problema,

foram desenvolvidas várias formulações matemáti
as para o SMSPETP-SDS. Um horizonte de

planejamento para a exe
ução de 
ada tarefa foi proposto a �m de ser utilizado na determi-

nação dos parâmetros de entrada das formulações matemáti
as para o problema. Também

foram propostas novas famílias de restrições válidas para as formulações baseadas em variáveis

indexadas no tempo, bem 
omo algoritmos de separação para essas famílias.

Experimentos 
omputa
ionais realizados 
om problemas-teste de até 20 tarefas mostraram

que os limites inferiores 
onstruídos 
om os algoritmos de separação propostos são signi�
ativa-

mente melhores que as respe
tivas soluções obtidas 
om as relaxações lineares das formulações

matemáti
as apresentadas neste trabalho. Apesar de os tempos demandados para gerar esses li-

mites inferiores serem maiores que os respe
tivos tempos exigidos pelo otimizador CPLEX para

resolver as relaxações lineares que obtiveram as melhores soluções, os limites inferiores 
ons-

truídos estão muito mais próximos das respe
tivas soluções inteiras ótimas dos problemas. Na

verdade, os algoritmos de separação desenvolvidos permitiram en
ontrar as respe
tivas soluções

ótimas de muitos dos problemas-teste experimentados.

As restrições propostas para as formulações baseadas em variáveis indexadas no tempo que

representam o SMSPETP-SDS 
onstituem uma 
ontribuição de destaque deste trabalho pois,

além de essas restrições permitirem en
ontrar bons limites inferiores para o SMSPETP, elas

são válidas, também, para as formulações indexadas no tempo de diversas 
lasses de problemas

de programação de tarefas que 
onsideram os tempos de preparação da máquina dependentes

da sequên
ia de exe
ução das tarefas. Sendo assim, as novas famílias de restrições propostas

para as formulações baseadas em variáveis indexadas no tempo podem ser in
orporadas em

estratégias que ajudem na resolução dessas formulações.

O algoritmo proposto AAOTO se mostrou a melhor estratégia experimentada para resolver

o problema de programação de uma dada sequên
ia de exe
ução das tarefas do SMSPETP-

SDS, e que o algoritmo proposto GVNSf se mostrou a melhor estratégia para prover limites

superiores para o problema, ao passo que os melhores limites inferiores foram 
onstruídos por

meio da estratégia que faz uso das novas famílias de restrições desenvolvidas neste trabalho.

5.2 Trabalhos futuros

Como trabalhos futuros, sugere-se utilizar o algoritmo de alo
ação ótima de tempos o
iosos

em uma data sequên
ia de exe
ução das tarefas do SMSPETP proposto neste trabalho em

novos algoritmos para o problema.

Diante dos altos tempos demandados pelos algoritmos para resolver o SMSPETP, sugere-se

estudar outras estratégias de redução do espaço de bus
a, bem 
omo estratégias de pro
es-

samento paralelo, para os algoritmos de resolução desse problema. Outra sugestão é estudar

estratégias que permitam interromper o algoritmo de alo
ação ótima antes do posi
ionamento

de todas as tarefas da sequên
ia, tão logo seja identi�
ado que a dada sequên
ia não levará a

uma solução de função objetivo melhor que aquele da solução 
orrente. Isso pode promover

uma redução do 
usto 
omputa
ional, em espe
ial no 
aso de problemas maiores.
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Outra sugestão de trabalhos futuros é o desenvolvimento de algoritmos para o SMSPETP

que não dividam o problema em dois subproblemas, ou seja, que resolvam os problemas de

sequen
iamento e de programação das tarefas simultaneamente. Embora seja uma aborda-

gem possível, não foram en
ontrados na literatura trabalhos que utilizam essa abordagem no

SMSPETP.

Visto que as novas famílias de restrições válidas propostas neste trabalho para as formula-

ções matemáti
as que representam o SMSPETP permitiram 
onstruir bons limites inferiores

para o problema, sugere-se, também, desenvolver novas restrições válidas para as formulações

matemáti
as que representam o SMSPETP, bem 
omo desenvolver novos algoritmos de separa-

ção para as famílias de restrições válidas para as formulações baseadas em variáveis indexadas

no tempo propostas neste trabalho. Ademais, sugere-se desenvolver estratégias de resolução

inteira do SMSPETP que façam uso das formulações matemáti
as e das famílias de restrições

propostas neste trabalho.

Por último, sugere-se tratar o SMSPETP por meio da té
ni
a de programação por restrições.

Programação por restrições é um poderoso paradigma para resolver problemas de otimização

que re
orre a uma variedade de té
ni
as de inteligên
ia arti�
ial, 
iên
ia da 
omputação e

pesquisa opera
ional (Rossi et al., 2006). Apesar de ser uma té
ni
a promissora para problemas

de programação de tarefas, não foi en
ontrado na literatura nenhum trabalho que trata o

SMSPETP por meio dessa té
ni
a.

5.3 Trabalhos derivados desta pesquisa

A seguir são listados os trabalhos gerados pela presente pesquisa.

1. Título: UmAlgoritmoBran
h-and-Bound para o Problema de Sequen
iamento

em Uma Máquina 
om Penalidades por Ante
ipação e Atraso da Produção

• Autor: Bruno Ferreira Rosa

• Evento: XVIII Es
ola Latino-Iberoameri
ana de Verão em Pesquisa Opera
ional �

ELAVIO 2014

• Lo
al: Areia/PB - Brasil

• Período: 17 a 21 de fevereiro de 2014

• Trabalho apresentado no evento

2. Título: Alo
ação de Tempos O
iosos em Uma Dada Sequên
ia de Produção


om Janelas de Entrega

• Autores: Bruno Ferreira Rosa, Mar
one Jamilson Freitas Souza e Sérgio Ri
ardo de

Souza

• Evento: XLVI Simpósio Brasileiro de Pesquisa Opera
ional � SBPO 2014

• Lo
al: Salvador/BA - Brasil

• Período: 16 a 19 de setembro de 2014

• Páginas: 1858-1869
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3. Título: Exa
t approa
hes for the single ma
hine s
heduling problem with dis-

tin
t time windows

• Autores: Bruno Ferreira Rosa, Philippe Yves Paul Mi
helon, Za
harie Ales, Mar
one

Jamilson Freitas Souza e Sérgio Ri
ardo de Souza

• Evento: 17

ème

Conféren
e de la so
iété Française de Re
her
he Opérationnelle et

d'Aide à la Dé
ision � ROADEF 2016

• Lo
al: Compiègne � França

• Período: 22 a 24 de fevereiro de 2016

• Trabalho a
eito para apresentação no evento

4. Título: Formulações matemáti
as para o problema de programação de tarefas


om janelas de entrega e tempos de preparação da máquina

• Autores: Bruno Ferreira Rosa, Mar
one Jamilson Freitas Souza, Sérgio Ri
ardo de

Souza, Philippe Yves Paul Mi
helon e Za
harie Ales

• Evento: XLVIII Simpósio Brasileiro de Pesquisa Opera
ional � SBPO 2016

• Lo
al: Vitória/ES - Brasil

• Período: 27 a 30 de setembro de 2016

• Páginas: 4140-4151

5. Título: Algorithms for job s
heduling problems with distin
t time windows and

general earliness/tardiness penalties

• Autores: Bruno Ferreira Rosa, Mar
one Jamilson Freitas Souza, Sérgio Ri
ardo

de Souza, Moa
ir Felizardo de França Filho, Za
harie Ales e Philippe Yves Paul

Mi
helon

• Periódi
o: Computers & Operations Resear
h

• Ano: 2017

• Volume: 81, Páginas: 203-215

6. Título: Algorithms based on VNS for solving the Single Ma
hine S
heduling

Problem with Earliness and Tardiness Penalties

• Autores: Bruno Ferreira Rosa, Mar
one Jamilson Freitas Souza e Sérgio Ri
ardo de

Souza

• Evento: 5th International Conferen
e on Variable Neighborhood Sear
h � VNS 2017

• Lo
al: Ouro Preto/MG - Brasil

• Período: 02 a 04 de outubro de 2017

• Trabalho fará parte de um número espe
ial do periódi
o Ele
troni
 Notes in Dis
rete

Mathemati
s
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Apêndi
e

Testes de hipóteses

A seguir são des
ritos os dois testes de hipóteses utilizados para 
omparar as soluções

médias obtidas por dois algoritmos para um dada problema. Ambos os testes de hipóteses

são unilaterais, e o nível de signi�
ân
ia adotado é γ = 0, 05. O primeiro teste é um teste

de hipótese paramétri
o para duas amostras independentes (Montgomery & Runger, 2013),

enquanto o segundo é um teste de aleatoriedade (Carrano et al., 2011). Testes de aleatoriedade

são métodos estatísti
os não paramétri
os, ou seja, eles não são baseados na 
ondição de que as

amostras sejam provenientes de populações 
om distribuição normal (Montgomery & Runger,

2013).

O teste de aleatoriedade utilizado é fundamentado em Carrano et al. (2011) e está des
rito

no Algoritmo 5.1. Nesse algoritmo, A1 = (a1, a2, . . . , an1) e A2 = (b1, b2, . . . , bn2) são vetores

que armazenam as soluções obtidas pelos algoritmo A1 e A2, respe
tivamente, apli
ados ao

problema-teste dado. O nível de signi�
ân
ia do teste é dado por γ, 
om 0 < γ < 1.

Algoritmo 5.1 Teste de aleatoriedade(A1, A2, γ)

1 d← 1
n2

n2∑

i=1

bi −
1
n1

n1∑

i=1

ai;

2 V ← (a1, a2, . . . , an1, b1, b2, . . . , bn2);
3 para i = 1, 2, . . . , 500 faça

4 V ′ ← o vetor V embaralhado;

5 wi ←
1
n2

n2∑

j=1

v′j −
1
n1

n2+n1∑

j=n2+1

v′j ; // W = {w1, w2, . . . , w500}

�m;

6 pvalue(d)← P (W < d) ; // Probabilidade de se es
olher aleatoriamente, usando uma

distribuição uniforme, um elemento de W menor que d.
7 se pvalue(d) ≥ 1− γ então

8 rejeita H0 e a
eita H1;

�m

Dados dois algoritmos A1 e A2, as seguintes hipóteses (nula e alternativa) foram formula-

das para 
omparar as médias das soluções obtidas por esses algoritmos apli
ados a um dado

problema-teste:

• Hipótese nula (H0): as médias das soluções obtidas pelos algoritmos A1 e A2 são iguais;

• Hipótese alternativa (H1): a média das soluções obtidas pelo algoritmo A1 é menor que

a média das soluções obtidas pelo algoritmo A2.

Portanto, a hipótese nula a�rma que, 
om o nível de signi�
ân
ia adotado, não existem

evidên
ias estatísti
as su�
ientes para a�rmar que a média das soluções obtidas pelo algoritmo
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A1 é menor que a média das soluções obtidas pelo algoritmo A2. Por outro lado, rejeitar a

hipótese nula, e 
onsequentemente a
eitar a hipótese alternativa, signi�
a que, 
om o nível de

signi�
ân
ia adotado, existem evidên
ias estatísti
as de que as soluções obtidas pelo algoritmo

A1 são, em média, melhores que as soluções obtidas pelo algoritmo A2.


