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Resumo

Redes complexas sao sistemas grandes e dinamicos que podem ser modelados por grafos.
Muitos sistemas sociais, bioldgicos ou tecnoldgicos sao considerados redes complexas,
dentre eles a Internet e a Web, as redes sociais reais ou virtuais e as redes de infraestrutura
fisica, tais como redes de transporte e de comunicacgao. A andlise destas redes, na forma
de grandes grafos, prové informagdes importantes acerca das caracteristicas dos sistemas
modelados. No entanto, o processamento sequencial destes grafos pode requerer alto custo
computacional ou mesmo ser inviavel, dependendo de seu tamanho e complexidade. Para
solucionar esse problema recorre-se ao processamento paralelo e distribuido. Este trabalho
propde o algoritmo paralelo e distribuido ADDIC, indicado para o processo de detecgao de
comunidades sobrepostas em uma rede complexa de grande porte. O algoritmo foi projetado
a partir de um importante algoritmo da literatura denominado DEMON e também por meio
de um estudo criterioso do framework de programacao paralela e distribuida Apache Spark,
aliado a um planejamento detalhado de experimentos. Os experimentos foram executados
em varios tipos de grafos de diferentes tamanhos, reais e sintéticos. O tempo de execucao,
consumo de recursos (CPU e Meméria RAM) e medidas de escalabilidade e eficiéncia
do algoritmo foi avaliado. Os resultados dos experimentos indicam que o ADDIC alcanga
seu objetivo, que é detectar comunidades sobrepostas, além de apresentar resultados
de tempo de execucao melhores que o principal algoritmo sequencial da literatura. Além
disso, o algoritmo proposto apresenta escalabilidade proxima a linearidade e boas taxas de
eficiéncia.

Palavras-chave: Grafos. Detecgao de Comunidades. Redes Sociais. Algoritmos Distribui-
dos. Apache Spark. Desempenho. Escalabilidade.



Abstract

Complex networks are large dynamic systems that can be modeled by graphs. Many social,
biological or technological systems are considered complex networks, including the Internet
and the Web, real or virtual social networks and physical infrastructure networks such as
transport and communication. The analysis of these networks, in the form of large graphs,
provides important information about the characteristics of modeled systems. However,
sequential processing of these graphs may require high computational cost or may not be
feasible, depending on their size and complexity. To solve this problem we resort to parallel
and distributed processing. This work proposes the parallel and distributed algorithm ADDIC,
indicated for the process of detecting overlapping communities in a large complex network.
The algorithm was designed from an important literature algorithm and also through a careful
study of the Apache Spark parallel and distributed programming framework, combined with
a detailed design of experiments. The experiments were performed on various types of
graphs of different sizes, real and synthetic. The runtime, resource consumption (CPU and
RAM), scalability and efficiency measures of the algorithm were evaluated. The results
of the experiments indicate that ADDIC achieves its goal, which is to detect overlapping
communities, and to present better runtime results than the main sequential algorithm in the
literature. In addition, the proposed algorithm presents scalability close to linearity and good
efficiency rates.

Palavras-chave: Graph. Community Detection. Social Network. Distributed Algorithm. Apa-
che Spark. Performance. Scalability.
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1 Introducao

Redes complexas, modeladas por grandes grafos, aparecem em diversas areas
do nosso cotidiano. Estuda-las tornou-se algo extremamente util e importante. Redes
complexas sdo modeladas para redes sociais (Facebook, Twitter, Instagram, etc), redes de
distribuicao (energia, agua, telefone, mercadorias), redes de citagdes de artigos cientificos,
roteamento de veiculos, servicos de urgéncia (bombeiros, ambulancia, policia), e a prépria
Internet (NASCIMENTO; MURTA, 2012).

Diversos fatores contribuem atualmente para que exista grande crescimento do
volume dos dados gerados diariamente, o que ficou mais visivel com a popularizagao
da Internet, onde, a cada segundo, empresas, pessoas comuns, pesquisadores e 6rgaos
governamentais geram uma avalanche de dados que passa a ser atualizada em tempo real
por outras milhares de pessoas ao redor do mundo.

Outro motivo para o crescimento astronémico dos dados sao os dispositivos méveis
atualmente disponiveis, nos quais tornou-se muito comum o armazenamento de videos,
fotos e musicas em meio digital. Além disso, a quantidade de arquivos que sao produzidos
tem aumentado consideravelmente devido a facilidade que as novas tecnologias proporcio-
nam e também devido a reducao do custo de armazenamento de dados. Por exemplo, hoje
€ produzido muito mais fotos que antigamente, obtém-se e visualiza-se videos e musicas de
forma muito mais facil, rdpida e barata. Isto nos leva a crer que os numeros e os tamanhos
dos arquivos digitais individuais estdo aumentando rapidamente (ASANOVIC et al., 2009)

Aliado a tudo isso, ainda ha a miniaturizagao do hardware, o aumento da capacidade
dos processadores, a reducao de custo das memorias, o desenvolvimento avancado do
setor de telecomunicagdes e novas fontes e gerenciamento eficiente de energia (PACHECO;
KLEIN; RIGHI, [2015).

A Internet das Coisas (loT - Internet of Things) traz também uma grande mudanca
no cotidiano das pessoas e empresas ao permitir a presenga de equipamentos e software
inteligentes, tais como sensores dos mais diversos tipos, telefones, eletrodomésticos, auto-
moveis, relogios e etiquetas RFID préximo as pessoas em diversos locais e prontos para
interagir entre si nas mais diversificadas situagcdes (ATZORI; IERA; MORABITO, 2010).
Nesse imenso amontoado de dados, ndo figuram apenas os dados gerados por pessoas
no seu dia-a-dia, mas também os gerados por grandes maquinas, sendo estes também
responsaveis pelo crescimento da massa. Arquivos de logs, redes de sensores, arquivos de
rastreamento de veiculos através de GPS resultados de experimentos cientificos figuram
como os maiores produtores de dados (WHITE|, 2015).

Por outro lado, ainda ha o surgimento do conceito de Industria 4.0 que, de fato, é tido
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como outro grande gerador e consumidor da analise de todos esses dados. A Industria 4.0
tem o objetivo de emergir o conceito de Fabrica Digital que € caracterizado pelos seguintes
pontos (HOFER, 2018):

e Redes Inteligentes: sistemas e equipamentos automatizados.

e Uso de tecnologias emergentes: uso massivo de técnicas de Big Data, Inteligéncia
Artificial e Internet das Coisas.

Mobilidade: uso constante de dispositivos, como smartphones e tablets.

Integracédo de clientes: permite a customizagdo de produtos para a necessidade

especifica de um cliente.

Modelo de negdcio baseado em inovacao: produtos modularizados e configurados,
adaptando-se a requisitos especificos.

Uma vez que existem todos esses dados gerados, pode-se modela-los por meio
de grafos para posterior processamento em busca de informacgdes importantes para as
tomadas de decisdes. Neste contexto, apresentam-se as técnicas de Mineragao de Grafos,
em busca de padrdes de interesse em grande redes. Com o tamanho elevado dessas redes,
0 processo de mineracao se torna muito custoso para os atuais algoritmos sequenciais
conhecidos e, com isso, abrem-se algumas oportunidades de contribuicdo/trabalho em
pontos especificos do assunto, como é o caso dos problemas em aberto sugeridos por
Holder et al.| (2016) e por Sobin, Raychoudhury e Sahal (2017):

e Paralelizacao de algoritmos sequenciais;

Aumento da eficiéncia da paralelizacao de algoritmos;
Paralelizacdo de algoritmos especificamente para o problema de Detec¢cdo de Comu-

nidades e Deteccao de Comunidades Sobrepostas em grandes grafos;

Algoritmos inteligentes;

Deteccao de subgrafos;
Algoritmos escalaveis para grafos utilizando modelos de programagao emergentes.

Diante da necessidade de processar grandes grafos paralelamente e distribuida-
mente, surge a oportunidade de utilizagao de modelos de programagao emergentes para
esse fim. Para isso, € necessario explorar de forma eficiente todos os niveis de paralelismo e
distribuicao disponiveis, seja a partir dos processadores multicore, ndo deixando de explorar
a arquitetura de redes integradas de alto desempenho em formato de cluster, até a utilizacao
de grades de processamento, em redes como a Internet. A andlise desse massivo volume
de dados ajuda a descobrir muitas informacdes Uteis que podem ser usadas como auxilio
nas tomadas de decisdes (SOBIN; RAYCHOUDHURY; SAHA, 2017).

A computacgao paralela, suportada pela arquitetura multicore, ressurgiu nos ultimos
anos como uma opg¢ao para a solugao desse tipo de problema, entretanto ela requer al-
gumas habilidades e conhecimentos que a maioria dos atuais desenvolvedores ndo esta
acostumada a lidar. Esses problemas englobam a criacao, sincronizacao e gerenciamento
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de threads, bloqueios (locks), gerenciamento de concorréncia e mecanismos de tolerancia
a falhas (ASANQOVIC et al., 2009). Para auxiliar os programadores a projetar programas
paralelos considerando os aspectos da concorréncia e, ao mesmo tempo, explorar a evolu-
¢ao continua da capacidade dos processadores, por meio do aumento da quantidade de
ndcleos, surgiu 0 modelo MapReduce.

O MapReduce é um modelo baseado em linguagens funcionais e seu principal foco
€ o0 processamento de grandes massas de dados. Os programas projetados nesse mo-
delo sdo inerentemente paralelos, permitindo o tratamento e o processamento de grandes
massas de dados (Big Data) de forma paralela e distribuida, por desenvolvedores que nao
tém intimidade com programacao paralela (RANGER et al., 2007), (DEAN; GHEMAWAT,
2004). O modelo MapReduce foi projetado para fornecer processamento paralelo e distri-
buido de uma maneira automatica, escalavel e tolerante a falhas (WHITE, [2015). Todo o
gerenciamento do paralelismo fica a cargo do modelo e, com isso, o desenvolvedor pode
focar seus esfor¢cos na solugcao do problema e ndo no controle da paralelizacdo (DEAN;
GHEMAWAT], 2004). O MapReduce modela o sistema como um cluster e o Apache Hadoop
€ a sua principal implementagao livre (WHITE, 2015).

O Apache Hadoop ainda € amplamente utilizado para o processamento de grafos
e de muitos outros tipos de algoritmos, entretanto pode-se encontrar problemas durante
a iteratividade dos algoritmos, uma vez que a maioria das solugdes para grafos tem essa
caracteristica. O Hadoop néo € bom para processamento iterativo devido ao custo atribuido
a leitura e gravagao de todos os dados no disco que é feita a cada iteragao do algoritmo
(GU; LI, 2013).

Por outro lado existe a tecnologia Apache Spark que foi projetada com um eficiente
mecanismo de memoria cache, com o objetivo de alcancar melhor desempenho e tempo de
resposta durante o processo iterativo. O grande diferencial do Spark € que ele mantém os
dados em memodria durante as iteragdes do algoritmo, o que evita o overhead durante os
processos de leitura e gravacao de dados no disco. Apesar de o Spark ser uma tecnologia
nova quando comparada com o Hadoop, ainda assim existem muitos trabalhos na literatura
que lidam com o processamento paralelo e distribuido de grandes grafos. Por meio do
GraphX, o Apache Spark fornece uma API para manipulacao de grafos que executa o
processamento paralelamente (MALAK; EAST), 2016). A ferramenta combina as vantagens
do processamento paralelo com uma forma de expressar os problemas em formato de
grafos, tudo isso utilizando a plataforma Spark. A biblioteca GraphX fornece varios algoritmos
embutidos, tais como PageRank, Triangle Count, Menor Caminho, Menor Caminho com
Pesos, Componentes Conectados, Componentes Fortemente Conectados, Arvore Geradora
Minima, Caixeiro Viajante e Label Propagation. Além disso, o GraphX fornece classes onde
o desenvolvedor pode representar os vértices e as arestas além de diversas operacdes que
ja estdo embutidas nessas classes.
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1.1 Motivacao

Uma comunidade em grafos pode ser definida como um grupo de vértices den-
samente conectados os quais compartilham propriedades comuns e sao esparsamente
conectados ao resto dos vértices do grafo (NEWMAN; GIRVAN, 2004). Dentro de uma
rede social, por exemplo, deseja-se encontrar um determinado grupo de pessoas que com-
partilham dos mesmos interesses. Uma vez encontrada uma comunidade, diversas agdes
podem ser realizadas sobre ela, como, por exemplo, uma campanha publicitéria direcionada
ou mesmo uma campanha de marketing com recomendacgao de compra de produtos. Os
resultados dessas campanhas podem ser efetivos, uma vez que as pessoas que compdem
a comunidade possuem um determinado interesse em comum. A Figura[i]apresenta um
grafo onde trés comunidades foram encontradas. Observar-se que, dentro de cada uma
das comunidades, os vértices sao densamente conectados entre si, entretanto eles sao
esparsamente conectados aqueles vértices que nao fazem parte da comunidade.

\
s

Figura 1 — Exemplo de uma pequena rede com trés comunidades. As comunidades estao
destacadas com os circulos pontilhados (NEWMAN;, 2003).

A Deteccao de Comunidades em grafos é um problema que esté ligado a diversas
aplicac6es do mundo real, tais como redes biolégicas, redes sociais, melhoria de desem-
penho da Internet e servicos Web, recomendagdes de produtos em comércio eletrbnico,
redes AD-HOC, redes de cita¢des entre autores de artigos cientificos, dentre muitas outras
aplicagoes (NASCIMENTO; SANDER; POUND, 2003).

Ainda dentro do problema de Deteccao de Comunidades, existe a possibilidade e a
necessidade de encontrar comunidades sobrepostas, ou seja, permitir que um determinado
veértice possa fazer parte de mais de uma comunidade, pois é natural que pessoas ou objetos
tenham relacionamentos com varios grupos de interesses dentro da mesma rede. A Figura
apresenta uma rede com quatro comunidades e dezesseis vértices, onde um desses
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vértices faz parte de todas as quatro comunidades encontradas no grafo (PONTOIZEAU,
2018).

Existem varios métodos que podem ser aplicados no processo de Deteccéo de
Comunidades, sobrepostas ou ndo. Sao alguns deles: Particionamento do Grafo (Graph
Partitioning), Agrupamento Hierarquico (Hierarchical Clustering), Algoritmos Aglomerativos
(Agglomerative Algorithm), Algoritmos Divisivos (Divisive Algorithms) e Clustering Partitional
(SOBIN; RAYCHOUDHURY; SAHA, 2017).

Figura 2 — Exemplo de uma pequena rede com quatro comunidades sobrepostas por um
vértice.

1.2 Problema de Pesquisa

O uso de técnicas de Mineragao de Grafos é uma linha de pesquisa que tem
movimentado muitos pesquisadores dentro, principalmente, das areas de Ciéncia da Com-
putacao, Ciéncias Biologicas e Ciéncias Sociais (BEI et al., 2016). Dentro da Mineragao
de Grafos, uma técnica que muito se destaca € a Deteccdo de Comunidades de redes
complexas modeladas por meio de grafos. Esse € um problema que demanda muitos
recursos computacionais, tanto de armazenamento, quanto de processamento (HOLDER et
al.,[2016).

Atualmente existem na literatura muitos algoritmos sequenciais para a Deteccao
de Comunidades e Deteccdo de Comunidades Sobrepostas, porém ainda existe uma
grande caréncia da implementacao desses algoritmos em um formato paralelo e distribuido,
principalmente utilizando modelos emergentes de programacéo, para que eles possam
escalar e manipular grandes quantidades de dados (SOBIN; RAYCHOUDHURY; SAHA,
2017).
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Detectar comunidades em grandes estruturas de grafos € um problema NP-Dificil
(KARP, [1972). A maioria dos algoritmos para a solu¢cao do problema de Descoberta de
Comunidades é sequencial e ndo pode escalar em grandes propor¢des. Uma alternativa
nesse caso € a aplicacao de algoritmos de aproximagao e nao-exatos, porém essas técnicas
se apresentam ineficientes para a demanda real existente.

Tal ineficiéncia dos algoritmos existentes motivam o desenvolvimento de algoritmos
paralelos e distribuidos (SOBIN; RAYCHOUDHURY; SAHA| [2017). Diante disso, existe a
necessidade de desenvolver e estudar modelos e ferramentas computacionais emergentes
para o processamento de grandes massas de dados, tais como o MapReduce/Hadoop e o
Apache Spark (HOLDER et al., 2016).

1.3 Objetivos

O objetivo central desta tese consiste em planejar, modelar e desenvolver um
algoritmo paralelo e distribuido baseado no método de Label Propagation, no conceito
de Redes Ego e no framework Apache Spark. Esse algoritmo, que visa a Detecgao de
Comunidades Sobrepostas em grandes grafos de redes complexas, deve ser escalavel
e eficiente. Com isso, pretende-se produzir resultados inéditos de pesquisa que levem a
novas técnicas e/ou ferramentas de Deteccado de Comunidades Sobrepostas.

A seguir sao listados os objetivos especificos deste projeto:

e Comparar os resultados do algoritmo proposto com outra publicacéo da literatura, no
que diz respeito a quantidade e tamanho das comunidades encontradas;

e Comparar os tempos de execugao do algoritmo proposto com um algoritmo sequencial
presente na literatura (COSCIA et al., 2012), utilizando varios conjuntos de dados em
formato de grafos, reais e sintéticos;

e Verificar e avaliar a escalabilidade e eficiéncia do algoritmo proposto a medida que
maquinas vao sendo adicionadas ao cluster, por meio da métrica de Speedup;

e Medir e avaliar o consumo de recursos computacionais do cluster, tais como: CPU e
memoéria RAM.

1.4 Contribuicbes

Uma vez que é possivel resolver o problema da Descoberta de Comunidades
Sobrepostas em grandes grafos com o uso da computagao paralela e distribuida e do modelo
Apache Spark, a contribuicdo principal desta tese esta na criacdo de um novo algoritmo
paralelo, distribuido e escalavel que tem a capacidade de encontrar essas comunidades em
grandes grafos utilizando o Apache Spark.
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Outras contribuicbes préaticas proporcionadas por este trabalho para a area de
mineracado de dados de redes complexas utilizando grafos sao:

e Nova perspectiva de aplicacao de técnicas computacionais para a Descoberta de
Comunidades Sobrepostas em grafos;

e Ampla revisao bibliografica abordando o problema de Descoberta de Comunidades
Sobrepostas em grafos usando o Apache Spark;

e Avaliacao experimental do novo algoritmo proposto, denominado ADDIC (Algoritmo
para Deteccgéo Distribuida de Comunidades), considerando o tempo de execugao;

e Comparacgao dos resultados de tempo de execugéo do algoritmo proposto (ADDIC)
com outro algoritmo da literatura (DEMON).

O algoritmo ADDIC apresentou tempo de execucéao até 6,31 vezes melhor que o
DEMON. Na grande maioria das configuracdes de cluster, o ADDIC foi melhor que o DEMON.
Uma outra grande contribuicao do algoritmo ADDIC é a capacidade de processar, em tempo
aceitavel, grafos maiores do que aqueles que o DEMON é capaz de processar. Quanto a
escalabilidade, o ADDIC apresenta resultados de Speedup de até 97% da linearidade, o
que reflete a sua boa taxa de eficiéncia.

1.5 Organizagao da Tese

Este trabalho encontra-se organizado como descrito a seguir. O Capitulo 2 apresenta
a fundamentacgao tedrica. Neste capitulo sdo abordados conceitos fundamentais para
aplicagdes que realizam a Descoberta de Comunidades em grandes grafos. Na parte
de programagao paralela e distribuida € apresentada uma discussao sobre a revolugao
causada pela arquitetura multicore e as principais métricas utilizadas para a comparagao
entre solugdes sequenciais e paralelas, 0 Speedup e a Eficiéncia. A respeito do modelo
MapReduce e de sua implementagdo Hadoop, o Capitulo 2 discute o impacto das grandes
massas de dados como motivagdo para o processamento paralelo e faz um apanhado sobre
a estrutura do modelo MapReduce. Em seguida, o Apache Spark é apresentado, assim
como sua principal API relacionada a este trabalho, que é a GraphX.

No Capitulo 3 sdo descritos os trabalhos relacionados. Neste capitulo, sdo abordados
os trabalhos que utilizam o modelo MapReduce ou o Apache Spark para propor solugdes
em diversas areas do conhecimento. O Capitulo 3 trata também de trabalhos referentes
aos algoritmos paralelos e distribuidos para Descoberta de Comunidades Sobrepostas em
grafos.

O Capitulo 4 apresenta o algoritmo ADDIC, que é o algoritmo proposto por esse
trabalho para descobrir Comunidades Sobrepostas em Grandes Grafos de maneira distri-
buida usando o Apache Spark. O capitulo inicia-se com uma explicagao detalhada sobre a
estrutura do algoritmo, apresentando em seguida a ideia principal do ADDIC e também des-
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crevendo como os resultados do algoritmo foram validados. O funcionamento do algoritmo €
apresentar, detalhando o modo como o processamento é distribuido, aproveitando essa ca-
pacidade do Apache Spark. Em seguida um exemplo pratico é utilizado para complementar
a explicagéo sobre o funcionamento do ADDIC.

No Capitulo 5 sao discutidos os experimentos. O capitulo descreve o ambiente
computacional para a execug¢ao dos experimentos e, em seguida, os conjuntos de dados
de entrada utilizados nos experimentos sao detalhados. Os tipos de experimentos e a
forma como estes serdo conduzidos sao descritos e justificados. O capitulo termina com as
consideracdes finais sobre o projeto dos experimentos.

O Capitulo 6 descreve os resultados dos experimentos. O capitulo realiza o confronto
entre os resultados dos algoritmos ADDIC e DEMON. Os resultados incluem analises
referentes a escalabilidade ao aumentar do nimero de nés do cluster e eiciéncia.

Por fim, no Capitulo 6 sdo apresentadas as conclusfes e os trabalhos futuros
sugeridos.



23

2 Fundamentacao Teorica

Neste capitulo sdo apresentados os fundamentos tedricos contemplados no de-
senvolvimento deste trabalho. Inicialmente na Se¢éo sera realizada uma discusséo
acerca da arquitetura multicore e a revolugao que ela fez na forma como as aplicacoes
sdo aplicadas. Em seguida, na Secéao € apresentada a metodologia de comparacéao
entre algoritmos paralelos e sequenciais. Apds, o conceito de Big Data é apresentado na
Secdo[2.3] As redes complexas e os grafos sdo discutidos na Se¢édo 2.4] Os Problemas de
Deteccao de Comunidades e Comunidades Sobrepostas sédo discutidos respectivamente

nas segbes [2.5]e

Em seguida, as Segbes e tratam respectivamente do conceito de Redes
Ego e do Algoritmo Label Propagation. A Secao trata do funcionamento do modelo
MapReduce e da implementacédo Hadoop. A Se¢ao[2.9.1]faz o mesmo com o sistema de
arquivos distribuidos do Hadoop (HDFS). Os conceitos do Apache Spark, dos RDDs e da
API GraphX s&o detalhadamente apresentados na Se¢édo[2.10]

2.1 A Arquitetura Multicore

A arquitetura multicore surgiu nos ultimos anos com o objetivo de proporcionar
melhorias consideraveis no desempenho dos computadores. Durante os ultimos vinte e
cinco anos, arquitetos aproveitaram o rapido aumento da velocidade dos transistores, que
a tecnologia do silicio tornou possivel, para duplicar a capacidade de processamento dos
processadores a cada dezoito meses (ASANOVIC et al., 2009). A ideia é que enquanto
fosse aumentando a quantidade de transistores e a capacidade do hardware de dissipar
calor estivesse em niveis aceitaveis, seria mantida a programagao sequencial. Essa ideia
levou a diversas possibilidades de inovacdes que nao foram tao eficientes em termos de tran-
sistores e capacidade, como por exemplo, execucao fora de ordem, execugao especulativa
e pipelines, mas que aumentaram o desempenho preservando o modelo de programagao
sequencial. A industria de processadores melhorou a relagao custo/desempenho da compu-
tacao sequencial por volta de cem bilhdes de vezes nos ultimos sessenta anos (ASANOVIC
et al., 2009).

A programagéao sequencial e a agdo de aumentar a quantidade e velocidade dos
transistores funcionou bem até que o limite da capacidade de dissipacao de calor foi atingido
(ASANQOVIC et al., [2009). Quando isso aconteceu e essa barreira fisica foi alcangada, os
mesmos arquitetos se viram obrigados a encontrar uma nova maneira de sustentar a
necessidade constante de aumento da capacidade. Com isso, a industria produtora de
hardware decidiu pelo caminho mais viavel que seria a substituicdo de um Unico processador,
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que ja nao tinha mais possibilidades de melhoria devido o alcance da barreira fisica,
por um sistema de processamento com muitos nucleos, porém tudo no mesmo chip. A
partir desse momento, deu-se 0 inicio a uma corrida de toda a industria de hardware
(microprocessadores) que declarou que o futuro seria a computagao paralela, com o
aumento continuo da quantidade de nucleos dentro dos chips. Esse novo conceito de
processador foi criado e passou a ser conhecido como processador multicore (BRESHEARS,
2009).

Em O’Hanlon| (2006), John Hennessy, presidente da Universidade de Stanford,
aponta o grande desafio do paralelismo. Segundo ele, quando se iniciou a discussao sobre
o paralelismo e a facilidade de uso de computadores verdadeiramente paralelos, falava-se
de um problema que era mais dificil do que qualquer outro que a Ciéncia da Computacao ja
tinha enfrentado. O autor destaca e discute a grande preocupacao que o paralelismo esta
gerando na industria de tecnologia da informacéo.

Diante de todas essas mudancgas, ainda ha o enfrentamento de um novo problema,
que é a forma como se constréi software. Grande parte dos programadores sempre foi
acostumada a continua melhoria da capacidade da arquitetura sequencial. Com o conceito
do multicore, a perspectiva é outra. O maior e mais dificil objetivo da programacgéao paralela
nao é apenas tornar facil a escrita de programas eficientes, portaveis e corretos, mas sim
que esses programas possam ser escalaveis de acordo com o numero de nucleos por
processador. Os programadores devem encontrar no ambiente paralelo a mesma facilidade
que tinham ao escrever programas sequenciais (BRESHEARS, 2009), (ASANOVIC et al.,
2009), (DEAN; GHEMAWAT), [2004), (DEAN; GHEMAWAT], 2010). A grande dificuldade da
programacao paralela esta ligada diretamente a dificuldade dos programadores em lidar
com tarefas tipicas dos ambientes paralelos e distribuidos, tais como bloqueios (locks),
gerenciamento de concorréncia, balanceamento de carga e consisténcia de memoria. Além
disso ainda depende-se de evolucdes nos sistemas operacionais e nos compiladores
(ASANOVIC et al., 2009). Um grande desafio existente na area de computacéo paralela
nao é melhorar o desempenho de todo o software ja existente, mas sim criar aplicagcoes
que realmente possam usufruir do aumento do numero de nucleos e, ao mesmo tempo,
executar as aplicagdes antigas com um desempenho aceitavel. Para que a industria de
hardware possa continuar evoluindo satisfatoriamente, pesquisadores precisam demonstrar
um grande valor para o usuario final ao aumentar o niumero de nucleos (ASANOVIC et al.,
2009; BRESHEARS, 2009).

Nas ultimas trés décadas a industria de computadores assistiu a uma grande melho-
ria na tecnologia de hardware e software. Mais recentemente, a demanda por mais realismo
em jogos, a computacao mével e a industria do entretenimento fomentou melhorias em
software de tempo real, inteligéncia artificial, teoria de grafos e efeitos de renderizagao.
As inovacdes e os avangos na comunidade cientifica foram alimentados pela constante
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melhoria na capacidade do hardware nos ultimos quarenta anos. Essas novas exigéncias
atestaram a programacao concorrente como a préxima grande revolugcdo da computacao.

2.2 Comparacao entre Solucdes Paralelas e Sequenciais

A comparagao entre versdes sequencial e paralela de um algoritmo deve ser reali-
zada quando houver versodes paralela e sequencial do mesmo algoritmo, 0 que nem sempre
ocorre. Uma vez que um algoritmo foi codificado, deve-se investigar se a versao paralela do
algoritmo é melhor que a versao do mesmo algoritmo implementado de forma sequencial.
Uma forma trivial de realizar essa comparacao é coletar o tempo gasto do inicio até o final
da execuc¢dao do algoritmo em um ambiente sequencial e em um ambiente paralelo, quando
existir uma implementagao do algoritmo para os dois ambientes. Se a versao paralela do
algoritmo tem tempo menor que a versao sequencial, o objetivo dessa nova implementacao
foi alcancado. A questao é entdo saber o quao mais rapido é a versao paralela. Como
representar essa melhoria a medida que recursos sao adicionados ao processamento como,
por exemplo, a troca de uma maquina por outra com mais nucleos ou mesmo a inclusao de
um novo né ao cluster?

Para responder a essa pergunta, deve-se aplicar a lei de Amdahl, que estabelece que
o ganho de desempenho a ser obtido usando modos mais rapidos de execuc¢ao é limitado
pela fracdo de tempo em que esse modo mais rapido pode ser usado (PATTERSON;
HENNESSY, 2007).

A lei de Amdahl define 0 Speedup que pode ser obtido usando uma caracteristica
particular. Suponha que seja possivel fazer uma modificagdo em um computador que ira
melhorar o desempenho quando ele é usado. O Speedup é a seguinte taxa:

_ TempoSemMelhora

S(p) (1)

~ TempoComMelhora’

O Speedup diz o quao mais rapido uma tarefa ira executar usando um computador com
alguma melhoria em relagao ao computador original (PATTERSON; HENNESSY, |2007).

Suponha que uma melhoria seja a possibilidade de executar em paralelo. Uma
formulagao da lei de Amdahl é demonstrada abaixo, onde pctPar é a porcentagem de tempo
de execucgao que ird executar em paralelo e p € o nimero de nucleos nos quais a aplicacao
ird executar em paralelo (BRESHEARS, [2009):

1
. pctPar *
(1 = petPar) + B2

S(p) = @)

Observa-se que 0 Speedup € proporcional a fragdo de tempo em que a melhoria pode ser
utilizada e ao numero de processadores que executardo essa melhoria.
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A Figura [3| apresenta exemplos de curvas de Speedup. O Speedup perfeito ocorre
quando o Speedup calculado é igual ao numero de nudcleos (linha sélida). Para uma
aplicagao ter uma boa escalabilidade, o Speedup deveria aumentar préximo ou na mesma
propor¢cao que novos nucleos sdo adicionados (linha tracejada), ou seja, se o numero
de nucleos é duplicado, o Speedup também deve aumentar na mesma propor¢cao. Se o
Speedup de uma aplicacdo ndo acompanha bem essa proporcéo (linha pontilhada), diz-se
que a aplicagcao nao escala bem (BRESHEARS, 2009).

= Escalabilidade perfeita
= Escalabilidade boa
== Escalabilidade ruim

Speedup

Nudmero de ntcleos

Figura 3 — Exemplo de curvas de Speedup, baseado em (BRESHEARS, 2009)

Outra métrica relacionada ao Speedup é a Eficiéncia. Enquanto o Speedup fornece
uma medida para determinar quao mais rapido € uma aplicagcao paralela em comparagao
com sua implementagéo sequencial, a Eficiéncia nos diz quao bem os recursos computacio-
nais estao sendo utilizados. Para calcular a Eficiéncia de uma execucao paralela, deve-se
dividir o Speedup pelo numero de nucleos utilizado. Esse nimero é expresso em forma de
porcentagem (BRESHEARS) 2009). Por exemplo se ha um Speedup de valor 48 executando
em uma maquina com 64 nucleos, a Eficiéncia alcangada é 75 por cento, ou seja, 48/64 =
0.75. Isso significa que, em média, durante o curso da execugao, cada um dos nucleos esta
inativo durante 25 por cento do tempo. O calculo da Eficiéncia é apresentado na Equagéo 3}

Sm) _ T() -

2.3 Grandes Massas de Dados - Big Data

A quantidade de dados que sao produzidos atualmente tem aumentado em propor-
¢des nunca vistas e diversos fatores contribuem para que esse crescimento. O fator que
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mais contribuiu foi a popularizacao da Internet, onde, a cada segundo, empresas, pessoas
comuns, pesquisadores e 6rgaos governamentais geram uma grande quantidade de dados.

Outro fator que tem contribuido imensamente com o aumento da quantidade de
dados gerados diariamente é a Internet das Coisas (/nternet of Things). A Internet das
Coisas é um novo paradigma que tem ganhado rapidamente o cenario das telecomunica-
¢bes modernas. A ideia basica é a presenca préxima a nés de uma variedade de coisas
ou objetos, tais como: telefones moéveis, sensores, sistemas de localizacao por satélite,
eletrodomésticos, etc, todos eles conectados por meio de um mesmo esquema de endere-
¢amento, com capacidade de interagir uns com 0s outros e cooperar com seus vizinhos
para alcancar um objetivo comum, todos interligados a Internet (ATZORI; IERA; MORABITO,
2010) (GIUSTO et al., 2014).

Toda essa imensidao de dados gerada por diversos dispositivos ajuda a compreender
melhor o conceito de Big Data. Esse termo (Big Data) foi definido por Katal, Wazid e
Goudar| (2013) como uma grande quantidade de dados que requerem novas tecnologias e
arquiteturas, para que seja possivel extrair valor no processo de andlise desses dados. Os
autores Ward e Barker| (2013) conceituam Big Data como um termo muito usado atualmente
para descrever o processo de aplicagdo de grande capacidade computacional - inclusive
algoritmos de aprendizado de maquina e inteligéncia artificial - para oferecer conjuntos de
informacdes altamente complexas.

Uma das primeiras e mais citadas definicées de Big Data foi apresentada pelo artigo
de|Laney (2001). Os autores propuseram algumas propriedades do Big Data, que foram
chamadas de Os Trés V’s: Volume, Variedade e Velocidade, definidos respectivamente como
0 aumento da quantidade dos dados gerados, os diversos tipos e formatos desses dados
(texto, video, fotos, etc) e 0 aumento da velocidade com que esses dados sao gerados. No
trabalho de Douglas| (2012) foi incluido mais um V de Veracidade, caracteristica que esta
ligada a confianga e certeza que os resultados das analises desses dados podem trazer.

Diante desta realidade, todos os dados produzidos e armazenados precisam ser,
de alguma forma, um dia, processados e disponibilizados, possibilitando a extragdo de
informagdes para os mais diversos tipos de usuarios. Para isso, € necessario explorar de
forma eficiente todos os niveis de paralelismo e distribuicdo disponiveis, seja através dos
processadores multicore, nao deixando de explorar a arquitetura de redes integradas de
alto desempenho em formato de cluster, até a utilizagdo de grades de processamento, em
redes como a Internet.

2.4 Redes Complexas e Grafos

Um grafo é um conjunto de itens chamados vértices ou nés, com conexdes entre eles
chamadas de arestas (NEWMAN| 2003), conforme ilustra a Figura[4] Sistemas baseados
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em redes complexas sdo modelados por meio de grafos. Alguns exemplos de redes séo a
Internet, as redes sociais ou alguma outra relagdo entre individuos, redes de distribuicao
(energia, telefone, entrega de mercadorias, etc), redes de citagdes entre artigos cientificos
e muitas outras.

O

Vértice —

Aresta /

Figura 4 — Grafo com onze vértices e treze arestas

As redes foram e sdo amplamente estudadas ao longo dos anos dentro das ciéncias
matematicas e sociais, na disciplina de teoria de grafos. Modelos em rede permitem solucio-
nar importantes problemas, tais como a centralidade de um vértice, que define se um vértice
€ mais conectado a outros e se possui maior influéncia dentro da rede, e a conectividade,
que define se e como os vértices estdo conectados uns aos outros por meio da rede.

Muitas situacdes do mundo real poderiam ser representadas através de um diagrama
que consiste em um conjunto de pontos e linhas ligando pares desses pontos. Os pontos
poderiam representar pessoas, com linhas ligando pares de amigos, ou 0s pontos poderiam
ser centros de comunicacdo, onde as linhas representariam enlaces de comunicacao
(BONDY, [1976).

Estudos recentes em redes complexas tém voltado suas atencdes para a analise
estatistica de propriedades de grandes grafos. Essa nova forma de abordar o estudo de
grafos se deve a disponibilidade atual de computadores e de redes de comunicagao de alta
capacidade. Atualmente é possivel coletar e analisar dados em escala maior, ao contrario
de antigamente quando era comum o estudo de redes sociais com poucas centenas de
vértices ou menos. Hoje em dia € possivel encontrar redes com milhdes e até bilhdes de
vértices.

Essa mudanga na escala forca uma nova abordagem analitica. A maioria dos
problemas e questdes que precisavam ser solucionados e respondidos em pequenas redes
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nao sao mais tao Uteis em grandes redes (NEWMAN, 2003). Uma analise em uma rede
social precisa responder algumas importantes questdes, por exemplo, qual vértice dessa
rede traria mais impacto para a conectividade da rede se ele fosse removido. Essa remogéao
de vértice traria um impacto muito grande se ele estivesse em um pequeno grafo. Em
contrapartida, uma questao razoavel em uma grande rede com milhdes e até bilhdes de
vértices seria que percentual de veértices precisa ser removido para afetar substancialmente
a conectividade da rede.

Um grafo direcionado G € um par (V, A), em que V é um conjunto finito de vértices
e A é um conjunto de arestas com uma relagao binaria em V (ZIVIANI, 2007). Em um
grafo direcionado, as arestas s6 podem ser percorridas em uma Unica direcdo. Em grafos
direcionados podem existir arestas de um vértice para si mesmo. Essas arestas sao
chamadas de self-loops.

Um grafo n&o direcionado G é um par (V, A), em que o conjunto de arestas A é
constituido de pares de vértices ndo ordenados. As arestas (u, v) e (v, u) sdo consideradas
como a mesma aresta. Essa aresta pode ser percorrida nas duas dire¢cdes. Em grafos nao
direcionados, self-loops nao sao permitidos. Se (u, v) € uma aresta no grafo G(V, A), o
vértice v € adjacente ao vértice u e, se o grafo é ndo direcionado, a relagao de adjacéncia é
simétrica.

2.5 O problema da Detec¢ao de Comunidades

A recente popularizacao das redes sociais (Facebook, Twitter, LinkedIn, Instagram,
etc.) tem motivado fortemente a investigagao de tais redes em busca de comunidades. A
Figura 5] apresenta um grafo de uma rede social particionado em comunidades intuitivas.
Um modelo de abstracdo para essas redes sao os grafos, nos quais uma comunidade
deveria intuitivamente descrever alguma coeséo que oferece alguma densidade para um
subgrafo (PONTOIZEAU, 2018).

Figura 5 — Grafo de uma rede social particionado em comunidades (PONTOIZEAU, 2018)

A definicado de comunidade em uma rede complexa € ambigua, pois leva a um
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entendimento idéntico ao de agrupamento (clustering) em Estatistica e Mineragéo de Dados
e nao é unico. Em um ambiente complexo e semanticamente rico, como € o caso da Web
moderna, uma comunidade € uma maneira de agrupar objetos de diferentes tipos por muitas
diferentes razées (COSCIA et al., [2012).

De acordo com Pontoizeau| (2018), existem muitas definicbes para comunidades
em redes complexas e nenhuma pode ser considerada em absoluto. Ainda segundo o
autor, a definicdo é escolhida dependendo de quais aspectos da comunidade desejam ser
capturados.

Uma primeira forma de encontrar comunidades é procurar grupos de pessoas em
que cada um dos membros conhece todos os outros membros. Na Teoria de Grafos, esse
caso é conhecido como Clique. Dado um grafo G = (V, A), entdo G; = (V;, A;) denomina-
se subgrafo de G se V; C VeA; C A, onde cada aresta de A; incide nos vértices de V;
(GROSS; YELLEN,|1999). No Problema do Clique Maximo, deseja-se encontrar o subgrafo
completo com o maior nimero de vértices em um grafo GG. Esse é conhecido com um
problema NP-Dificil (KARP, 1972).

Uma outra forma de encontrar comunidades é relaxar uma condigao restritiva de um
Clique, considerando os s-cliques. Dado um grafo G = (V, A), um s-clique é um conjunto
de vértices cujas distancias entre cada par de vértices ndo € maior do que s (PONTOIZEAU,
2018).

Outra maneira de garantir a coesédo entre um grupo de pessoas € verificar a quan-
tidade de relacionamentos de cada membro do grupo. Pode-se avaliar se cada um dos
vértices pertencente ao grupo possui, pelo menos, um certa quantidade de vizinhos no
grupo (PONTOIZEAU, 2018). O autor |Seidman| (1983) criou a ideia de k-Core. Dado um
grafo G, um subgrafo C' de G é um k-Core se qualquer vértice de GG tem no minimo &
vizinhos em C.

Pode-se expressar a coesao dentro de um subconjunto de vértices verificando a
densidade dos relacionamentos dentro da comunidade, por exemplo, a densidade das
arestas no subgrafo. Dado um grafo G = (V, A) e um conjunto S de vértices V' considerado
como uma comunidade, define-se a fungéo f(.5) que quantifica o quao boa é a conectividade
dos vértices em S (PONTOIZEAU, 2018).

Existem diversas definicdes de Densidade na literatura, tais como: Densidade In-
terna (MANCORIDIS; MITCHELL; RORRES, [1998), Densidade Interna-Externa (MANCORI+
DIS; MITCHELL; RORRES, [1998), Edges Inside (RAMAN; SAURABH|, 2006), Grau Médio
(GOLDBERG) |1984), Fragao Sobre Grau Médio (LESKOVEC; LANG; MAHONEY/, 2010),
Conductance (LESKOVEC et al., 2008), dentre outras.

Além das técnicas aqui apresentadas para a Detec¢do de Comunidades, a literatura
apresenta muitas outras, tais como |Lawler (1973), Delling et al. (2017), |[Kleinberg| (2003),
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Karp (1972), |Ford, Jr. e Fulkerson| (1956), Bazgan, Tuza e Vanderpooten| (2006) e Heider
(1946).

2.6 O problema da Detecgao de Comunidades Sobrepostas

Em algumas situacbdes durante o processo de Descoberta de Comunidades em
grafos, pode ser que existam vértices ou pessoas que fazem parte de diversas comuni-
dades. Classificar esse vértices como sendo de apenas uma comunidade, pode ser algo
extremamente restritivo para o resultado final da analise. E natural que as pessoas tenham
relacionamentos com diversos grupos de interesses. Assim, dado um grafo G = (V, A),
pode-se definir um conjunto {S; }'_;, como uma particdo sobreposta de subconjuntos de V/,
tal que UY_,S; = V (PONTOIZEAU, 2018).

Uma forma de definir uma particdo sobreposta dentro de comunidades € procurar
por particoes sobrepostas dentro de cliques, técnica chamada de Clique Cover.

A Figura [6] apresenta um exemplo de uma comunidade sobreposta com quatro
cliques.

Figura 6 — Exemplo de uma comunidade sobreposta com quatro cliques (PONTOIZEAU,
2018)

Uma outra forma de descobrir comunidades sobrepostas € trabalhar com a Ego
Network. Esse conceito sera tratado no préximo tépico, porém é a forma como trabalha
o principal o principal trabalho motivador dessa tese (COSCIA et al., 2012). Aléem desse
trabalho, outros utilizam a mesma técnica, como € o caso do algoritmo EgoLP (BUZUN et
al., 2014) e |[Epasto, Lattanzi e Leme|(2017).

Existem muitas aplicagbes que podem se beneficiar da Descoberta de Comunidades
Sobrepostas, tais como a identificacdo de comunidades envolvidas na metastase de casos
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de cancer (JONSSON; BATES, 2006) e (JONSSON et al., [2006) e diversos estudos na area
de redes sociais (DONG et al., [2018).

De acordo com Sobin, Raychoudhury e Saha| (2017), existem diversos métodos para
deteccao de comunidades, conforme destacado abaixo:

e Graph Partitioning: processo de dividir os vértices do grafo em um namero igual de
particoes de modo que a interconexao das arestas € minimizada. Trata-se de uma
importante tarefa em algoritmos do tipo "dividir para conquistar", algoritmos paralelos,
distribuidos, etc.

e Hierarquical Clustering: consiste em identificar grupos de vértices com alta similari-
dade e nao requer um pré-conhecimento do numero de grupos. Pode ser classificado
como: Agglomerative Algoritms ou Divisive Algorithms.

e Partitional Clustering: o nimero de grupos é pré-determinado. Sao atribuidos como
pontos e a distancia entre os pontos determina a medida de dissimilaridade entre os
grupos.

Embora existam na literatura muitos bons algoritmos utilizando o método de Graph
Partitioning, apenas alguns poucos sao paralelos e distribuidos para a tarefa de detecgao
de comunidades (SOBIN; RAYCHOUDHURY; SAHA| 2017).

2.7 Rede Ego (Ego Network)

Uma Rede Ego é uma sub-rede, cujo foco esta em um ator individual (vértice) que é
conhecido como o sujeito da rede. O ponto-focal da rede é chamado de "ego” e 0s outros
atores que o0 ego interage e que estao conectados sdo chamados de "alters". Em uma Rede
Ego, apenas atores que sao diretamente conectados ao ego formam a rede (FARRUGIA;
HURLEY; QUIGLEY, 2011).

A Figural[7]apresenta um exemplo de um grafo com dez vértices e dezessete arestas.
A Rede Ego exemplificada na figura diz respeito ao Vértice 7. Nesse caso, o Vértice 7 € o
Ego e os vértices 1, 2, 3, 4, 5 e 6 sdo Alters. Os vértices 8, 9 e 10 ndo fazem parte da Rede
Ego do Vértice 7.

As Redes Ego podem ser usadas para os mais diversos objetivos, tais como as rela-
cbes entre individuos, acessos de pessoas a recursos, importancia de vértices (individuos)
dentro de uma rede, potencial de difusdo, composicdo de comunidades (caracteristicas
demogréficas), natureza de amizades em redes sociais, etc.
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Figura 7 — Ego Network do Vértice 7 com dez vértices e dezessete arestas

2.8 Algoritmo Label Propagation

O Label Propagation € um algoritmo que fornece uma boa combinacgéo de proprie-
dades para o uso na Descoberta de Comunidades, que sao: alta acuracia em comunidades
disjuntas ou sobrepostas, baixa complexidade computacional, facilidade de implementacao
utilizando paradigmas modernos para processamento distribuido e escalabilidade (BUZUN
et al.,|2014).

A ideia por tras do algoritmo é a seguinte: suponha que um vértice v tem vizinhos
x1, T, ..., T, € que cada um desses vizinhos carrega um rétulo descrevendo a comunidade
a que esse vértice pertence. Assim, x determinara a sua comunidade baseado nos rétulos
de seus vizinhos. Cada vértice da rede escolhe se juntar a comunidade em que a maioria
de seus vizinhos pertence (RAGHAVAN; ALBERT; TIRUPATIKUMARA, [2007).

A Figura [8| apresenta um exemplo de iteragcdes do algoritmo Label Propagation.
Observar-se que, a cada iteragao, os vértices vao tendo os seus rétulos de comunidades
modificados. Ao final todos possuem o mesmo rétulo a.

a a a a
Bt
d C d a d a a a
Figura 8 — Exemplo de funcionamento do algoritmo Label Propagation (RAGHAVAN; AL
BERT; TIRUPATIKUMARA| 2007)

Esse processo vai acontecendo iterativamente e, a cada passo, cada um dos vértices
atualiza seus rétulos baseado nos rétulos de seus vizinhos. O processo de atualizacdo pode
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ocorrer sincrona ou assincronamente. O vértice v na t° iteracdo atualiza seu rétulo baseado
nos roétulos de seus vizinhos na iteragdo ¢ — 1. Portanto, C,(t) = f(Cy1(t — 1)), f(Cyua(t —
1))..., f(Cur(t — 1)), onde C,(t) é o rétulo do vértice v no tempo ¢. O processo continua até
gue a rede nao apresente mais mudangas nos rotulos dos vértices ou até o numero maximo
de iteragdes ser atingido (RAGHAVAN; ALBERT; TIRUPATIKUMARA| [2007).

O algoritmo Label Propagation ndo requer informagdes de iteragdes anteriores, tais
como o0 numero ou o tamanho de comunidades encontradas. Trata-se de um algoritmo
simples e de um processo iterativo eficiente (SOBIN; RAYCHOUDHURY; SAHA, 2017).

2.9 0O Modelo MapReduce e o Apache Hadoop

O MapReduce é um modelo de programacao paralela inspirado em linguagens
funcionais e tem como alvo o processamento de grandes massas de dados. Os programas
projetados nesse modelo sao inerentemente paralelos, permitindo o tratamento e ou pro-
cessamento de grandes massas de dados de forma paralela e distribuida. Os programas
podem ser elaborados por desenvolvedores que ndo tém intimidade com programagéao
paralela (DEAN; GHEMAWAT]| 2004) (RANGER et al., [2007).

O modelo MapReduce trabalha primeiramente dividindo o processamento em duas
fases: a primeira fase € a Map e a segunda é a Reduce. O formato dos dados de entrada é
especifico para cada aplicagéao e é definido pelo programador. O programador especifica
um algoritmo usando duas funcdes: Map e Reduce. A funcdo Map € aplicada aos dados
de entrada e produz uma lista de pares intermediarios <chave, valor>. A fungdo Reduce é
aplicada sobre todos os pares intermediarios que possuem a mesma chave. Ela tipicamente
executa uma operagao para mesclar os dados que possuem a mesma chave e produzir
os pares de saida. Finalmente, os pares de saida sdo ordenados com base em suas
chaves. Na forma mais simples de criar programas MapReduce, o programador fornece
apenas a fungéo Map. Todas as outras funcionalidades, incluindo o agrupamento de pares
intermediarios que possuem a mesma chave e a ordenagéo final, sdo fornecidas pelo
modelo.

O principal beneficio desse modelo é a simplicidade. O modelo permite ao progra-
mador desenvolver um algoritmo focando na funcionalidade, e ndo na paralelizagao, que é
a grande dificuldade dos programadores nao familiarizados com a programagao paralela. A
parte de paralelizacao e os detalhes da concorréncia sao providos pelo framework.

Diversas implementagdes de MapReduce sao conhecidas e novas implementa-
¢des também podem ser feitas, ficando a escolha atrelada ao ambiente de execucgao e
ao problema envolvido (WHITE, 2009). Uma implementagdo pode ser adequada para
uma pequena maquina de memoria compartilhada ou para uma grande maquina com
multiprocessadores ou ainda uma grande rede de computadores.
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As chamadas a fungéo Map séo distribuidas automaticamente em diversas maquinas
particionando os dados de entrada em M particoes. As particdes de entrada podem ser
processadas por diferentes maquinas em paralelo. As chamadas a fungao Reduce sao
distribuidas particionando-se as chaves intermediarias em R pedagos, usando uma fungéao
de particionamento (por exemplo, hash(key) mod R). O numero de particdes (R) e a funcao
de particionamento sao especificados pelo usuario.

A biblioteca MapReduce primeiramente divide os arquivos de entrada em M partes,
frequentemente de tamanho 64 Megabytes (MB) por parte. Esse valor é controlado pelo
usuario por meio de um parametro opcional e o valor default é 64 Megabytes. Esse processo
inicia diversas copias do programa em um cluster de maquinas. Uma das cépias do
programa é especial - a master, que divide o trabalho em M tarefas Map e R tarefas
Reduce. O resto das cépias sdao workers que recebem trabalhos atribuidos pelo master.
O master escolhe workers inativos e atribui a cada um deles uma tarefa Map ou uma
tarefa Reduce. O worker, a quem o0 master atribuiu uma tarefa Map, |1é o conteudo da
particao de entrada, analisa o par chave/valor de cada entrada e passa cada par para a
fungédo Map que o usuario definiu. O par intermediario de chave/valor produzido pela fungao
Map € armazenado em buffer. O tamanho desse buffer também é controlado pelo usuério
por meio de um parametro opcional. Periodicamente, os pares armazenados em buffer
sdo escritos no disco local, particionado em R regides pela fungado de particionamento.
A localizacao desses pares em buffer no disco local é passada de volta ao master, que
€ responsavel por encaminhar essas localizagdes para os workers Reduce. Quando o
worker Reduce é notificado pelo master sobre essas localizagdes, ele usa a chamada
a um procedimento remoto para ler os dados em buffer do disco local dos workers Map.
Quando o worker Reduce ler todos os dados intermediarios, ele ordena esses dados pelas
chaves intermediarias, de modo que as mesmas chaves sao agrupadas. A ordenagao €
necessaria porque frequentemente diferentes chaves Map tém a mesma tarefa Reduce.
Caso a quantidade de dados intermediarios seja grande para caber na memdria, uma
ordenacao externa é usada. O worker Reduce interage sobre os dados intermediarios
ordenados. Para cada chave intermediaria Unica encontrada, o worker passa para a fungao
Reduce definida pelo usuario a chave intermediaria e o conjunto de valores intermediarios
correspondentes a essa chave. Quando todas as tarefas Map e Reduce foram completadas,
0 master retorna ao programa que o chamou e que estava em modo de espera. Depois da
execugao com sucesso, a saida do MapReduce fica disponivel em R arquivos de saida, um
para cada tarefa Reduce, com nomes especificados pelo usuario. Os usuarios nao precisam
combinar esses R arquivos dentro de um Unico arquivo, pois eles sao frequentemente
passados como entrada para outra chamada MapReduce e assim sucessivamente até que
uma situacao de parada, definida pelo usuério, seja alcangada.

A Figura[9]ilustra o funcionamento do modelo MapReduce.
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Figura 9 — Funcionamento do Modelo MapReduce baseado em White| (2009)

O Apache Hadoop é a implementagao do modelo MapReduce mais conhecida e foi
criado por Doug Cutting, criador do Apache Lucene, que é uma biblioteca de busca textual
amplamente usada (WHITE, 2009) (DEAN; GHEMAWAT, [2004). O Hadoop teve sua origem
baseada no Apache Nutch, um mecanismo de busca na Internet com cédigo fonte aberto.

2.9.1 HDFS - Hadoop Distributed File System

Quando uma massa de dados ultrapassa a quantidade disponivel no disco de
uma unica maquina, esses dados precisam ser particionados e armazenados em outras
maquinas, o sistema responsavel por realizar este tipo de operagao é chamado de sistema
de arquivos distribuido. Esse sistema € mais complexo que o tradicional sistema de arquivos
devido a necessidade de tratar complexidades da rede e possiveis falhas, sem a perda de
dados.

O Hadoop Distributed File System (HDFS) é um sistema de arquivos distribuidos
projetado para armazenar grandes quantidades de dados e possui acesso aos arquivos
por meio de padrdes de streaming, executando em grandes clusters. Os dados que sao
armazenados no sistema podem possuir centenas de gigabytes e até terabytes de tamanho
e existem clusters Hadoop executando atualmente com petabytes de dados. O HDFS foi
construido levando em consideracao a ideia de que o padrao de processamento de dados
mais eficiente é o "escreva uma vez e leia varias vezes"(write-once, read-many-times). Além
disso, o HDFS n&o requer um cluster grande e caro, pois ele foi projetado para executar
em diversas configuracbdes de clusters, inclusive composto de nés com fabricantes ou
configuragdes diferentes (BORTHAKUR, 2008), (WHITE, 2009).
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Apesar de possuir algumas semelhangas com outros sistemas de arquivos dis-
tribuidos, o HDFS apresenta algumas caracteristicas que o torna diferente dos demais,
pois implementa um alto grau de tolerancia a falhas. Ele também foi projetado para ser
implantado em conjuntos de hardware de baixo custo. Além disso, o HDFS fornece acesso
eficiente aos dados das aplicacdes e € adequado a trabalhar com aplicagdes que manipulam
grandes massas de dados (Big Data) (KARUN; CHITHARANJAN, 2013).

O projeto do HDFS foi baseado na arquitetura mestre/escravo (master/slave), na
qual um né do cluster faz o papel de servidor mestre (NameNode), o qual gerencia o
sistema de arquivos, regula o acesso que é feito pelos clientes (slaves) aos dados e
armazena os metadados dos arquivos (nomes, localizacao, dados de checksum, etc). Os
slaves sao os DataNodes que normalmente sdo representados por um no6 do cluster e séo
responsaveis por gerenciar os arquivos que lhe sdo confiados pelo master. Todos esses
servidores sdo amplamente conectados e suas comunicagdes sdo baseadas no protocolo
TCP (SHVACHKO et al., 2010).

Quando um arquivo é enviado para o0 HDFS, este podera ser dividido em um ou mais
blocos e estes serdo armazenados em um conjunto de DataNodes (slaves). As operacdes
basicas do HDFS, como abrir, fechar e renomear arquivos e diretorios, sdo realizadas
pelo NameNode. Os DataNodes sao responsaveis por atender as requisigoes de leitura e
gravacao que sao solicitadas pelas aplicacdes cliente. As operagdes de exclusao, criagao
de blocos e replicagdo dos dados sdo dadas aos DataNodes pelo Namenode.

O HDFS é altamente tolerante a falhas e projetado para funcionar em diversas
configuracdes de clusters, tanto homogéneos (nds idénticos) quanto heterogéneos (nés
com configuragdes diferentes) e possui ainda grande capacidade de lidar com grandes
quantidades de dados (datasets grandes). A granularidade dos arquivos é outra propriedade
a qual o HDFS esta adequado a trabalhar, ou seja, ele pode manipular grandes quantidades
de pequenos arquivos (alta granularidade) ou pequenas quantidades de grandes arquivos
(baixa granularidade).

1. Arquivo Original dados

2. Particionamento e

Replicacio (rephica.bloco) |1-1{1.2|1.3|1.4[1.5][2.1|2.2[2.3|2.42.5

3. Armazenamento Distribuido

@ DATANODE DATANODE DATANODE DATANODE

Metadados
{nomes,replicas, 15 1.3 2.4
localizagao,... i

Figura 10 — Armazenamento Distribuido no HDFS

A Figura[i0]apresenta o funcionamento do HDFS. No Passo 1 um arquivo é dado



Capitulo 2. Fundamentagdo Tedrica 38

como entrada para o armazenamento. O Namenode realizard o particionamento desse
arquivo em diversos blocos (Passo 2) e esses blocos serdo distribuidos para os DataNodes
(Passo 3). E importante destacar que o Namenode armazenara informagdes relativas ao
Metadados dos Arquivos, ou seja, em quais DataNodes determinados blocos de arquivos
estdo, seus nomes, sua replicacao, etc.

O HDFS vem sendo amplamente utilizado pela ferramenta Hadoop desde o seu
surgimento e em diversos tipos de processamento, entretanto, é importante destacar que
outras ferramentas mais novas, tais como o Apache Spark, o Apache Flink e outras, também
utilizam esse mesmo sistema de arquivos, provando que ele é uma ferramenta importante e
ja consolidada no ecossistema Apache e no mundo do processamento paralelo e distribuido
de grandes quantidades de dados (Big Data).

2.10 Apache Spark

O Apache Spark é uma plataforma rapida e de propésito geral projetada para o
processamento em cluster. No lado da velocidade, o Spark estende de maneira eficiente
o modelo MapReduce, incluindo suporte para outros tipos de processamento, tais como
consultas interativas e processamento usando streaming. Uma das principais caracteristicas
oferecidas pelo Spark, no que diz respeito a velocidade, é a habilidade da ferramenta de
processar os dados em memoria, entretanto, o sistema € também mais eficiente que o
MapReduce para aplicagées complexas executando no disco (KARAU et al., 2015).

O Spark foi projetado para ser altamente acessivel, oferecendo API's simples em
Python, Java, Scala e SQL, além de possuir varias bibliotecas embutidas. Além disso, o
Spark pode executar em clusters Hadoop e acessar qualquer fonte de dados do Hadoop,
inclusive o HDFS.

O Apache Spark possui em seu ecossistema multiplos sistemas amplamente co-
nectados e integrados. No seu nucleo encontra-se a sua engine computacional que é
responsavel pelo agendamento, distribuicdo e monitoramento das aplicagdes. Devido a
sua capacidade de ser rapido e de propdsito geral, o Spark possui alguns componentes
especializados para processar diferentes cargas de trabalho, tais como aprendizado de
maquina, grafos e SQL. Esses componentes foram projetados para interoperar de maneira
préxima, combinando esses componentes como bibliotecas dentro do mesmo projeto de
software, conforme apresentado na Figura [{1]

2.10.1 RDDs - Resilient Distributed Datasets

Com o objetivo de melhorar a principal deficiéncia da modelo MapReduce, que é
a gravacao dos dados em disco ap0s cada iteragao do algoritmo, os desenvolvedores do
Spark criaram o conceito de RDD Resilient Distributed Dataset. Um RDD é uma colec¢éao
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Figura 11 — O Ecossistema Apache Spark

de registros distribuidos, particionados e somente-leitura, que podem ser criados apenas
por meio de determinadas operacdes: (i) dados em armazenamento estavel ou (ii) outros
RDDs. Essas operagdes sdo chamadas de Transformacgdes. Alguns tipos de operagdes
de transformacao sdo: Map, Filter e Join. No Spark todo o trabalho é modelado criando
novos RDDs, transformando RDDs existentes ou chamando operacdes dos RDDs para
processar um resultado. Os dados contidos nos RDDs sé&o automaticamente distribuidos
pelo Spark através do cluster e as operagdes que serdao executadas sdo automaticamente

paralelizadas (ZAHARIA et al., 2012).

O RDD é uma colecao de objetos distribuidos e imutaveis. Cada RDD é dividido
em mutiplas particoes, que podem ser processadas por diferentes nés do cluster. Além

disso, um RDD pode conter qualquer tipo de objeto do Python, Java ou Scala, incluindo
tipos definidos pelo usuario. Os usuarios podem criar seus RDDs de duas formas, a saber:
(i) carregando um conjunto de dados externo ou (ii) distribuindo uma colegao de objetos em

seu proprio programa (gerando os dados) (KARAU et al.,[2015).

Uma vez criados, os RDDs oferecem as operagdes de Transformagéo e Agédo. A

Transformacao cria um novo RDD a partir de um anterior. Por outro lado, a A¢ao processa
um resultado baseado em um RDD e retorna os dados computados para o programa que
realizou a chamada ou salva os dados em um armazenamento externo (Ex.: HDFS).

Os RDDs foi a forma que os desenvolvedores do Spark encontraram para manter os
dados em memoria (cache) durante as varias iteragdes de um algoritmo iterativo, evitando o
overhead presente nas diversas leituras e gravacdes em disco e de uma maneira totalmente
tolerante a falhas. Quando uma determinada particao do RDD é perdida em um determinado
nd do cluster, o trabalho ndo é totalmente perdido, pois basta recuperar apenas aquela
particao que estava no nd perdido e o trabalho pode ser retomado a partir do ponto onde
ocorreu a falha. Essa recuperagao pode acontecer em paralelo em diferentes nés

etall[2012).
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2.10.2 GraphX

O GraphX é o Spark aplicado a grafos, ou seja, uma biblioteca para manipulacao
de grafos que executa o processamento de grafos paralelamente (MALAK; EAST, 2016). A
ferramenta combina as vantagens do processamento paralelo com uma forma de expressar
os problemas em formato de grafos, tudo isso utilizando a plataforma Spark. O Spark
foi baseado em um framework chamado Pregel (MALEWICZ et al., 2010), que era uma
alternativa a deficiéncia do modelo MapReduce em processar algoritmos iterativos, que é
uma caracteristica presente na maioria dos algoritmos para grafos.

A biblioteca GraphX fornece varios algoritmos embutidos, tais como PageRank,
Triangle Count, Menor Caminho, Menor Caminho com Pesos, Componentes Conectados,
Componentes Fortemente Conectados, Arvore Geradora Minima, Caixeiro Viajante e Label
Propagation. Além disso, o GraphX fornece classes nas quais o desenvolvedor pode
representar os vértices e as arestas além de diversas operagdes que ja estdo embutidas
nessas classes, para realizar as transformacgdes nos grafos. A biblioteca fornece também
geradores deterministicos e aleatérios.

2.11 ConsideracoOes Finais

Nesse capitulo foram apresentados varios conceitos sobre a arquitetura multicore,
Big Data, ferramentas para processamento distribuido de grandes massas de dados, uma
introducao a Teoria de Grafos e uma discussao sobre o problema de Detec¢édo de Comuni-
dades Sobrepostas.

O proximo capitulo apresentara detalhadamente os trabalhos relacionados e o
estado da arte sobre o0 assunto de algoritmos paralelos e distribuidos para detecgao de
comunidades.
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3 Trabalhos Relacionados

Neste capitulo sédo apresentados alguns dos principais trabalhos presentes na litera-
tura e relacionados a esta tese. Esses trabalhos contribuiram diretamente na construcéo
de algoritmos sequenciais e paralelos para a Detec¢cao de Comunidades e Comunidades
Sobrepostas e, durante a realizagcdo de um estudo sobre os resultados encontrados neles,
pode-se justificar o desenvolvimento desse projeto de tese e apontar claramente suas
contribuicées no cenario atual.

Este capitulo esta estruturado conforme descrito a seguir. A Secéao apresenta
trabalhos recentes que utilizaram o modelo MapReduce e a tecnologia Apache Hadoop,
assim como a Secao apresenta os mais recentes trabalhos envolvendo a tecnologia
Apache Spark.

A Secéo [3.3/apresenta os trabalhos mais relevantes que utilizaram as tecnologias
Hadoop e Spark para a implementacao de algoritmos que manipulam grandes grafos e a
Secao aponta os principais € mais recentes trabalhos que realizaram comparagdes
entre os dois frameworks (Hadoop e Spark).

A Secéo [3.5/traz as principais técnicas, presentes em outros trabalhos da literatura,
para Deteccao de Comunidades e Comunidades Sobrepostas modeladas por grafos e, por
fim, a Secéo [3.6|apresenta os principais trabalhos que utilizaram frameworks paralelos e
distribuidos para esse fim.

3.1 Modelo MapReduce e Apache Hadoop

Desde a primeira publicagao do modelo MapReduce feita por|Dean e Ghemawat
(2004), diversos outros trabalhos vém sendo encontrados na literatura aplicados as mais
diversas areas do conhecimento. Nesta secéo sera apresentado desses artigos.

Na area da bioinformatica existem diversas referéncias bastante citadas, como é o
caso do artigo de [Taylor (2010) que fez um apanhado dos principais trabalhos que utilizaram
o modelo MapReduce para a solugao de problemas dessa area. Outros trabalhos seguem a
mesma linha, como é o caso de Zou et al.|(2014) que classifica 0 modelo MapReduce como
"a nova geracgao de ferramentas para sequenciamento de dominios biolégicos". Os autores
O’Driscoll, Daugelaite e Sleator (2013) proporcionaram em seu artigo uma ampla discussao
acerca dos novos desafios da bioinformatica e as possiveis contribuicdes que o modelo
MapReduce podera fornecer. Outro trabalho da literatura muito importante e bastante
referenciado é Schatz| (2009) que criou o CloudBurst, um algoritmo otimizado para Hadoop
gue mapeia sequéncias de dados do genoma humano e outros genomas, para uso em uma
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ampla variedade de andlises bioldgicas. Ainda na area de bioinformatica, pode-se encontrar
trabalhos recentes, como é o caso de |Siretskiy et al. (2015), que implementou algoritmos
para solucao de problemas que envolvem sequenciamento de DNA, mais especificamente
NGS (Next Generation Sequencing) e alcangou bons resultados, no que diz respeito as
medidas de escalabilidade, eficiéncia e tempo de processamento, quando comparado aos
resultados de tecnologias tradicionais.

Outra area em que é possivel encontrar muitos trabalhos utilizando o Hadoop é
a area de machine learning. O recente trabalho de Landset et al. (2015) realizou um
comparativo entre as diversas bibliotecas de machine learning presentes em frameworks
paralelos e distribuidos e 0 Hadoop foi representado pela biblioteca Apache Mahouﬂ Foram
utilizados algoritmos de classificacao, clusterizagédo, Collaborative Filtering e avaliados os
critérios de facilidade de uso, extensibilidade e escalabilidade. Ao final os autores concluiram
que cada uma das bibliotecas de machine learning tem a sua vantagem, dependendo do
problema ao qual ela vai ser aplicada e a base de dados que sera utilizada. O trabalho de
Rosen et al.| (2013) lida com uma questdo muito importante do Apache Hadoop e muito
relevante para essa tese, que € a implementacao de algoritmos iterativos. Os autores
propuseram uma extensdao do modelo MapReduce para algoritmos iterativos de machine
learning, chamado lterative MapReduce.

O Hadoop também é amplamente utilizado para o processamento de grandes
massas de dados cientificos. Um exemplo disso é o trabalho de Zhang et al. (2015) que
criou o ParSA (Parallel Scientific Data Analysis), uma ferramenta para processamento de
dados cientificos escalavel e que utiliza o Sistema de Arquivos Distribuidos do Hadoop
(HDFS). O ParSA implementa algoritmos para acelerar as andlises de modelos do clima e
os resultados experimentais apresentaram alta eficiéncia e escalabilidade. Na mesma linha
existe ainda o BioPig (NORDBERG et al., |2013), construido sobre o modelo MapReduce
e sobre os framewoks Hadoop e Apache Pigf]. O BioPig apresenta 3 vantagens sobre os
algoritmos MPI: i) simplicidade na programacéao, devido as funcionalidades dos frameworks;
i) escalabilidade; iii) portabilidade sem modificagdes para qualquer infraestrutura Hadoop.

Mesmo com as varias novas tecnologias de frameworks para processamento paralelo
e distribuido de grandes massas de dados disponiveis atualmente, como por exemplo o
Apache FIinkE| e 0 Apache Sparkﬂ o Hadoop ainda tem sido muito utilizado como aliado
a tomada de decisdo em muitas outras areas do conhecimento, conforme apresentam
esses trabalhos: processamento de Big Data para anadlise de riscos (YAO; VARGHESE;
RAU-CHAPLIN, [2013), sistemas de recomendacao (XU et al., [2014), simulacées em larga
escala (LEE et al., 2016), sistemas de monitoramento e cidades inteligentes (XIA et al.,

Apache Mahout - http://mahout.apache.org/
Apache Pig - https://pig.apache.org/
Apache Flink - https://flink.apache.org/
Apache Spark - http://spark.apache.org/
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2016) e (KHAN et al., 2015), analises de grandes massas de logs (MEHTA et al., 2015),
andlise de sentimento (KAUSHIK; MISHRA, 2014), coleta de experiéncias em redes sociais
e processamento de massas de dados referentes a doengas e cuidados com a saude
(RASTEGAR-MOJARAD et al., 2015) e (MOHAMMED; FAR; NAUGLER, 2014), dentre
muitos outros.

3.2 Apache Spark

O Apache Spark vem sendo utilizado atualmente como opg¢éao de solugao para diver-
sos problemas que envolvem Big Data e pode-se encontrar na literatura muitos trabalhos
que utilizaram a ferramenta para a solugcao de variados problemas em muitas areas do
conhecimento.

O artigo de Meng et al.| (2015) apresentou o MLLib, uma biblioteca Spark para
machine learning. No artigo os autores descreveram detalhadamente a ferramenta e reali-
zaram diversos experimentos comparando duas versdes do MLLib (Versbes 1.1 e 1.3) e do
Mahout (biblioteca de machine learning para Hadoop). Nos experimentos foram utilizados
os algoritmos de Logistic Regression, Ridge Regression, Decision Trees, ALS e K-Means
para avaliar as bibliotecas e, em todos os resultados as duas versdes do MLLib foram
mais rapidas que o Mahout. E importante destacar que houve uma importante melhoria no
tempo na comparacéao entre as versées 1.1 e 1.3 da MLLib, tendo a versdo mais recente
apresentado os melhores resultados.

Uma coleta de dados da rede social Twitter?| foi realizada e processada no trabalho
de |Shoro e Soomro| (2015). A coleta de dados e o processamento foram para simplesmente
listar as palavras mais postadas na rede social, entretanto o objetivo real do trabalho foi
mostrar os passos necessarios para realizar essa tarefa e apresentar o comportamento da
ferramenta Spark. Foram analisados aproximadamente 23.300 Tweets durante 60 segundos
e apresentadas as 10 palavras mais postadas e também seu idioma de origem. O trabalho
foi concluido com uma discussao acerca da aplicabilidade da ferramenta Spark nessas duas
tarefas. Os autores concluiram que ela é adequada para as tarefas, entretanto, apresenta
dificuldades de configuracédo e operacao devido as dificuldades de depuragéo.

A ferramenta SparkCL, apresentada no trabalho de |Segal et al. (2015), € um fra-
mework de programacgao unificada, open-source e baseado em Java, OpenCL (Open
Computing Language) e no Apache Spark. O framework permite que um unico codigo-base
direcione e distribua os trabalhos para qualquer tipo de nucleo de computagéo que suporte
OpenCL, possibilitando uma integragao mais facil entre novos tipos de nucleos dentro de
um cluster Spark, aproveitando ao maximo os recursos de clusters heterogéneos.

5 Twitter - https://twitter.com
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O Apache Spark pode ser utilizado para a execucao de algoritmos estocasticos,
conforme foi apresentado por Zhang e Jordan| (2015). Nesse trabalho os autores criaram o
Splash, framework para a paralelizagao de algoritmos estocésticos em sistemas distribuidos.
O Splash consite de uma interface de programacao e uma base de execugao. O framework
permite que o usuario desenvolva algoritmos estocasticos sequenciais sem qualquer detalhe
sobre a distribuigcdo do processamento. O algoritmo é, entdo, automaticamente paralelizado
por meio de uma base de execug¢ao otimizada. Os autores executaram experimentos
utilizando algoritmos de Logistic Regression e Collaborative Filtering. As implementacdes
utilizando o framework apresentaram bons tempos de execucdo e boa escalabilidade
quando comparadas com outros trabalhos semelhantes da literatura que ja foram criados
originalmente de maneira distribuida.

Outra area do conhecimento que também ja utilizou o Apache Spark para paralelizar
e distribuir o processamento dos dados foi a area de analises cientificas, mais especifi-
camente dados coletados de equipamentos e experimentos astronémicos. O trabalho de
Zhang et al. (2015) apresentou o Kira, um conjunto de ferramentas para processamento de
imagens astrondmicas que usa o Apache Spark. Os autores executaram experimentos para
verificar a flexibilidade de programacao, o fluxo dos dados e o desempenho. O Kira alcangou
taxa de speedup de 2,5x quando comparado com outro algoritmo da literatura, processando
1TB de informagdes em um cluster de 512 nucleos. O trabalho foi concluido com uma
discussao acerca da aplicabilidade do Apache Spark no processamento de grandes massas
de dados cientificos. Os autores apontaram que o Spark surge como uma boa alternativa
para a solucdo desse tipo de problema.

Na area de bioinformética, é apresentado na Se¢ao diversos trabalhos relaciona-
dos ao Hadoop, entretanto, o Spark também é utilizado nessa area conforme o trabalho de
Wiewiorka et al.| (2014). Nesse artigo, foi apresentado o SparkSeq, uma biblioteca baseada
no Apache Spark, flexivel, extensivel e que pode ser utilizada para processamento de dados
de genoma para a computacdo em nuvem. No artigo, foram realizados experimentos com
o SparkSeq e os autores concluiram, que a ferramenta apresenta boa escalabilidade e
desempenho muito satisfatorio ao processar conjuntos de dados de sequéncias de genoma.
No trabalho, foram apresentados ainda alguns ajustes de parametros de desempenho,
mesmo ndo sendo este o objetivo principal, e houve melhoria no tempo de resposta ao
alterar o tamanho do bloco do HDFS.

Na area da neurociéncia o Spark também ja foi utilizado e apresentou bons resul-
tados, como é o caso do trabalho de |Freeman et al.| (2014). Nesse artigo, foi criada uma
biblioteca de ferramentas analiticas para processamento de big data chamada Thunder.
A biblioteca implementa um maodulo para andlise multivariada e univariada e os autores
realizaram experimentos com dados de uma grande estrutura neural e concluiram que o
Thunder alcangou bons resultados de tempo de resposta e apresenta-se como uma pro-
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missora estrutura de cddigo aberto para transformagao de atividades cerebrais em insights
bioldgicos.

O trabalho de Li et al.| (2015) apresentou o SparkBench, um benchmark especifico
para a plataforma Spark que inclui uma série de aplicagées cobrindo quatro categorias:
machine learning, processamento de grafos, consultas SQL e aplicagbes de streaming. Os
autores realizaram experimentos que apontaram a quantidade de recursos consumidos pela
aplicacao, informacdes de tempo e o impacto da alteracao de valores de alguns parametros
de configuracao.

Alguns outros trabalhos da literatura sao: |Liu, Iftikhar e Xie| (2014), Zaharia et al.
(2013) e |Akidau et al. (2013) realizaram experimentos de sfreaming em tempo real no
Spark, Shi et al. (2016) utilizou o Spark para analises de falhas em equipamentos, (Carlini et
al.| (2014) criou um algoritmo no Spark para o problema do Balanced Graph Partitioning,
Malillo et al.| (2016) criou uma solucao exata para o algoritmo dos K-Vizinhos mais Préximos
baseada no Spark, |Alsheikh et al. (2016) e Kim et al.| (2016) utilizaram Deep Learning
no Spark, Armbrust et al.| (2015) estudaram a usabilidade e desempenho do Spark e Ye
et al. (2016) criou um framework para mineracao de textos da area biomédica chamado
SparkText.

Conforme foi apresentado nessa secdo, o Apache Spark j4 € uma realidade e
abrange solugdes para diversas areas do conhecimento, porém muitas outras areas ainda
poderao usufruir do beneficio da ferramenta a medida que novas bibliotecas forem criadas
e novos estudos realizados.

3.3 Grafos com Apache Hadoop e Spark

Utilizando o MapReduce para execugao de algoritmos aplicados a Teoria de Grafos,
€ possivel encontrar trabalhos importantes e com muitas citacées, como é o caso do artigo
de Lin e Schatz (2010) que criou padrdes de projeto para a aplicagdo do modelo em
algoritmos para grafos, Kang et al.| (2011a) e Kang, Tsourakakis e Faloutsos| (2009), que
utilizaram o modelo para processar grandes grafos e encontrar medidas de centralidade de
forma aproximada.

E possivel encontrar também vérios outros trabalhos, como é o caso de Nascimento
e Murta (2012), que criou o algoritmo iterativo HEDA (Hadoop-based Exact Diameter Algo-
rithm) para encontrar medidas de centralidade em grandes grafos, porém de maneira exata.
Nesse trabalho, os autores realizaram experimentos com o algoritmo utilizando grafos reais
e sintéticos e compararam seus resultados com o algoritmo HADI Kang, Tsourakakis e
Faloutsos (2009) e também com um algoritmo sequencial presente na literatura (GONCAL-
VES, M. R. S.; MACIEL, J. N; MURTA, C. D., 2010). Ao final, foi confirmado que o HEDA
possui boa escalabilidade e apresenta bons resultados no que diz respeito ao tempo de
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execucao. Além disso, os autores conseguiram melhorar o tempo de execugao do algoritmo
em aproximadamente 34% utilizando uma parametrizagdo especifica do Hadoop.

O trabalho de Cruz e Murta (2013) apresentou o algoritmo AHEAD (Advanced Ha-
doop Exact Algorithm for Distances), que € uma continuagao do algoritmo HEDA, com
varias melhorias, como a implementacao das técnicas In-Mapper, Combiner e Schimmy,
presentes no trabalho de |Lin e Schatz| (2010), que proporcionou um melhor balanceamento
na distribuicdo dos dados. Ao final, os autores concluiram que o algoritmo AHEAD apresen-
tou reducao de aproximadamente 69% no uso de memaoria RAM do cluster e 35% do uso
de espago em disco e também melhorou o tempo de execugao e as taxas de speedup e
eficiéncia.

Mais recentemente o trabalho de Junghanns et al. (2015) criou o Gradoop (Graph
analytics on Hadoop), projetado para ser um conjunto de operadores de alto nivel que
suportam o particionamento, a replicacao, versionamento, escalabilidade e tolerancia a
falhas de grandes e heterogéneos grafos, utilizando a tecnologia Hadoop. Com esses
operadores os autores projetaram uma linguagem de dominio especifico e, em sua versao
inicial, o Gradoop analisou varios grafos com dados de algoritmos de inteligéncia artificial e
também de redes sociais.

Ja o trabalho de Svendsen, Mukherjee e Tirthapura (2015) apresentou um novo
algoritmo para a contagem paralela dos cliques de um grafo grande utilizando o framework
Hadoop. O algoritmo PECO (Parallel Enumeration of Cliques using Ordering) enumera 0s
cligues maximos nao duplicados, partindo de todos os vértices ordenados. O algoritmo
foi implementado em MapReduce/Hadoop e foi possivel observar que ele processa uma
grande variedade de grandes grafos do mundo real com milhées de vértices e escala bem a
medida que novos recursos ou novos tamanhos de grafos sao utilizados.

O Apache Hadoop ainda é amplamente utilizado para o processamento de grafos,
entretanto pode-se encontrar problemas durante a iteratividade dos algoritmos, uma vez
que a maioria dos algoritmos para grafos tém essa caracteristica. O Hadoop ndo € bom
para processamento iterativo devido ao custo atribuido a leitura de todos os dados no
disco que é feita a cada iteragao do algoritmo (GU; LI, |2013). Por outro lado, a tecnologia
Apache Spark foi projetada com um mecanismo de cache com o objetivo de alcangar melhor
desempenho e tempo de resposta durante o processo iterativo. Apesar de o Spark ser uma
tecnologia nova quando comparada com o Hadoop, ainda assim existem muitos trabalhos
que lidam com o processamento paralelo e distribuido de grandes grafos. O principal
trabalho nessa linha é o de |Xin et al.| (2013), que introduziu o GraphX, uma biblioteca que
combina as vantagens do processamento paralelo e os algoritmos para grafos dentro do
mesmo framework (Apache Spark). O sistema explora o processamento em memaéria RAM,
utiliza cache para diminuir o overhead de cada uma das iteragdes e possui ampla tolerancia
a falhas, fornecendo um poderoso conjunto de operagdes para construgcao e transformacao
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de grafos. O GraphX foi baseado em um conjunto de algoritmos para processamento de
grafos criado em 2010, e era considerado uma alternativa ao modelo MapReduce/Hadoop
na época, chamado Pregel (MALEWICZ et al., 2010). O GraphX ja possui implementados
alguns algoritmos classicos, tais como: PageRank, Triangle Count, ShortestPaths, Label
Propagation, Connected Components dentre outros.

O iGraph, proposto no trabalho de Ju et al.|(2016), € um sistema incremental de pro-
cessamento de grafos dindmicos, ou seja, que permite atualizagdes constantes no conjunto
de dados. As principais contribuicées do iGraph sdo: uma estratégia de particionamento
e refinamento de atualizagc&o dos grafos, processamento de grafos para suportar dados
incrementais e um método de detecgao e balanceamento para re-enderecar a carga de
trabalho a medida que o grafo é incrementalmente atualizado. O iGraph pode implementar
varios algoritmos, inclusive o PageRank. Segundo os autores, para grafos reais, o iGraph
supera o GraphX tanto na atualizagdo quanto no processamento do conjunto de dados.

O trabalho de (Capota et al. (2015) criou um benchmark chamado Graphalytics, que
pode ser utilizado para avaliar bibliotecas de processamento paralelo e distribuido aplicadas
a grafos. O Graphalytics possui geracao de dados (grafos sintéticos) e possui suporte a
quatro plataformas: Hadoop/MapReduce, Giraph (baseado no Pregel), GraphX e Neo4ﬂ

Por dltimo, o trabalho de |Lim et al. (2015) avaliou trés plataformas de processamento
de grafos: Pegasus, GraphX e Urikaﬂ por meio de trés algoritmos PageRank, Degree Distri-
bution e Connected Components, através de dados reais. Os resultados mostraram que
cada plataforma tem forca em um determinado tipo de operacdo em grafos. A plataforma
Urika foi melhor para operagdes em grafos ndo-iterativas com o algoritmo Degree Distri-
buition. O GraphX foi melhor para operacgdes iterativas aplicando os algoritmos Connected
Components e PageRank. Ao final, os autores discutiram sobre opcdes de otimizacao que
podem ser aplicadas a cada uma das plataformas para melhoria do desempenho.

Apesar de terem sido encontrados diversos trabalhos na literatura referentes a teoria
de grafos, tanto para a ferramenta Hadoop quanto para a ferramenta Spark, € certo que
ainda existem muitas oportunidades de trabalho, tanto na area de benchmark quanto na
criacdo e adaptacao de algoritmos classicos para o processamento paralelo e distribuido,
além do processamento de diversas bases reais.

3.4 Hadoop x Spark

Sempre quando uma nova tecnologia € criada surge o interesse de varios usuarios
e pesquisadores pela comparagédo desta com as tecnologias ja existentes com o objetivo de
encontrar quais sdo os pontos fortes e fracos desta nova forma de solu¢ao de problemas.

8 Neod4j - https:/neodj.com/
7 Urika Processing - http://www.cray.com/products/analytics/urika-gx
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Com o Spark isso nao é diferente, pois grande parte dos pesquisadores tem interesse
nessa comparacgao e trabalhos referentes a esse assunto sdo amplamente encontrados na
literatura.

O principal artigo nessa linha é o de Zaharia et al. (2010). Nesse trabalho, os autores
criaram a ferramenta Spark para ser um novo framework que suporte a execu¢gdo em memo-
ria de aplicagbes compostas por algoritmos iterativos, enquanto mantém a escalabilidade
e a tolerancia a falhas que ja eram caracteristicas presentes no framework Hadoop. No
trabalho foi realizada a comparacéo do tempo de execugéo entre o Hadoop e o Spark e
a segunda ferramenta alcangou um desempenho até 10 vezes melhor que a primeira. No
Hadoop, o algoritmo Logistic Regression gastou 127 segundos para cada iteracdo e no
Spark a primeira iteracdo gastou 174 segundos, porém as iteracoes posteriores gastaram
apenas 6 segundos e isso foi justificado devido ao uso de dados em cache que € a principal
inovacao implementada no Spark. Os autores ainda utilizaram o Spark para processar
iterativamente em memoria, 39GB de dados da Wikipedia. A primeira iteragdo gastou 35
segundos e as subsequentes levaram entre 0,5 e 1 segundo.

O trabalho de (Gu e Li (2013) também segue a linha de comparacgao entre Hadoop e
Spark, porém com o foco totalmente voltado para o consumo de memoéria RAM. Os autores
destacaram que o consumo de meméria nao foi considerado no trabalho de |[Zaharia et al.
(2010) e por isso decidiram explorar mais profundamente esse critério. Foram conduzidos
experimentos para algoritmos iterativos e comparados os tempos de resposta e os custos
de memoéria RAM em ambos os frameworks. Os autores concluiram que, embora o Spark
seja mais rapido que o Hadoop para operagdes iterativas, ele aumenta muito o0 consumo de
memoria. Outro destaque do trabalho € que a maior velocidade do Spark fica comprometida
guando ndo se tem grandes quantidades de memdria, pois nesse caso torna-se necessario
realizar operacdes em disco, 0 que aumenta o tempo de processamento. Devido ao alto
consumo de meméria do Spark, os autores concluiram que, se a velocidade ndo é um
requisito fundamental da aplicagdo e ndao se tem quantidades abundantes de memodria,
€ melhor ndo escolher o Spark. Nesse caso, contando que se tenha espag¢o em disco
suficiente para armazenar o conjunto de dados e os dados intermediarios, o Hadoop é
a melhor escolha. Obviamente se a aplicagéo é iterativa e sensivel ao tempo o Spark
devera ser considerado. Nesse caso, € importante ressaltar que serdo necessarias grandes
quantidades de memaria para extrair o melhor que a ferramenta Spark pode oferecer.

Um trabalho muito citado na literatura é o de Zaharia et al.|(2012). Nesse trabalho, os
autores focaram no RDD (Resilient Distributed Dataset), que € uma abstracdo de memoria
distribuida que permite aos programadores executarem o processamento em memoria em
grandes clusters com tolerancia a falhas. O trabalho mostrou que os RDDs séo capazes de
implementar uma ampla variedade de aplicagdes, principalmente as que utilizam algoritmos
iterativos. Foram discutidas ainda as vantagens do modelo RDD, suas principais operacoes e
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alguns exemplos de aplicagbes (Logistic Regression, K-Means e PageRank). Para avaliacao
foram realizados uma série de experimentos utilizando os frameworks Hadoop e Spark e
benchmarks. Os resultados apontaram que o Spark supera o Hadoop em até 20 vezes
para aplicagdes iterativas de machine learning e grafos. O Spark também apresentou boa
escalabilidade e capacidade de se recuperar rapidamente de falhas, reconstruindo apenas
as particoes RDDs que foram perdidas.

Utilizando conjuntos de dados coletados de /logs de aplicagdes, o trabalho de |Lin
e Wang (2013) analisou as caracteristicas dos pares de ferramentas Hadoop/Spark e
HivShark. Atualmente o Apache Shark passou a se chamar Spark SQLE]. Foram im-
plementados os algoritmos K-Means e PageRank ambos para o Hadoop e Spark. Como
resultado, analisando o algoritmo K-Means, o Spark foi 40 vezes melhor que o Hadoop. A
medida que a quantidade de dados foi aumentando essa vantagem do Spark teve uma
tendéncia de diminuicao, estabilizando em 8 vezes. No trabalho, os autores nao apresenta-
ram numericamente os resultados do algoritmo PageRank, entretanto, foi possivel deduzir
visualmente nos graficos que a vantagem do Spark foi menor nesse algoritmo do que no
K-Means, principalmente para conjuntos de dados grandes.

Os autores do trabalho Xu et al.| (2014) desenvolveram e compararam sistemas
de recomendacao baseados no algoritmo Collaborative Filtering, aplicados ao Hadoop e
Spark. No Hadoop a aplicagao foi implementada utilizando a biblioteca de machine learning
Mahout, a qual é um elemento do conjunto de aplicagdes Hadoop. E importante ressaltar
que os autores nao utilizaram biblioteca de machine learning do Spark, destacando que a
linguagem escolhida foi o Scala. Conforme ja relatado por outros trabalhos incluidos nessa
revisdo, os autores perceberam que o Spark tem uma grande vantagem sobre o Hadoop,
porém essa vantagem tende a diminuir a medida que o tamanho do conjunto de dados
cresce. Essa diminuicdo se da devido a falta de memoria para a alocagdao completa do
conjunto de dados. No caso do Hadoop, a maior parte do tempo é gasta para instanciar os
jobs, para o caso de algoritmos iterativos que demandam essa tarefa varias vezes durante
sua execucao.

Alguns outros artigos também realizaram a comparacao entre as duas tecnologias,
sendo eles: (GOPALANI; ARORA, 2015), (REYES-ORTIZA; ONETOB; ANGUITA, 2015) e
(VERMA; MANSURI; JAIN, 2016).

Apesar de ser possivel encontrar diversos artigos na literatura recente referentes a
comparacao entre o Hadoop e o Spark, ainda existem muitas oportunidades de trabalhos
que tratam da comparagao do desempenho das duas ferramentas, principalmente no que
diz respeito a utilizacao de algoritmos iterativos aplicados a teoria de grafos. Ainda &
preciso uma melhor definicdo sobre 0 momento e situagao correta de utilizar cada uma das

8  Apache Hive - https://hive.apache.org/
9 Spark SQL - hitp:/spark.apache.org/sql/
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ferramentas.

3.5 Algoritmos para Deteccdo de Comunidades

Existem na literatura diversos trabalhos que propuseram a criagao de algoritmos
sequenciais para a Detecgao de Comunidades Sobrepostas. Levando em consideragao
esse projeto, podemos classificar o trabalho de [Raghavan, Albert e Tirupatikumara) (2007)
como um dos principais, pois nele foi apresentado a técnica para Detecgdo de Comunidades
Label Propagation, na qual os algoritmos DEMON (base deste projeto) e ADDIC foram
baseados. Os autores avaliaram a técnica criada, analisando a complexidade do algoritmo,
realizando diversos experimentos e concluiram que o algoritmo criado apresenta resultados
melhores que outros trabalhos da literatura até aquele momento.

Uma técnica hierarquica para Detec¢cao de Comunidades € o Método Agglomerative
0 qual se encaixa no grupo dos algoritmos gulosos. Nesta abordagem, vértices individuais
s&o encontrados progressivamente e mesclados em clusters de uma maneira bottom-up.
Inicialmente, cada vértice forma sua prépria comunidade e entao o algoritmo combina a
comunidade do vértice com outras, formando agrupamentos com alta Modularidade e com
baixo custo computacional. A Modularidade determina a qualidade do agrupamento (cluster)
produzido. Alguns algoritmos que detectam comunidades utilizando o método Agglomerative
podem ser encontrados nos seguintes trabalhos: |Riedy, Bader e Meyerhenke (2012), Staudt
e Meyerhenke| (2016), Bhowmick e Srinivasan|(2013) e |Cheong et al.| (2013).

Os autores |[Rosvall e Bergstrom| (2007) propuseram o método Infomap, o qual
€ uma técnica baseada na abordagem Information-theoretic. Usando esse conceito, a
deteccao de comunidades € mapeada para encontrar uma estrutura eficiente para a rede.
O algoritmo é sequencial por natureza e ndo explora as vantagens do processamento
em multiprocessadores. Segundo os autores, a técnica Infomap nao é indicada para o
processamento paralelo e distribuido, uma vez que existe uma alta dependéncia entre os
dados.

O trabalho de Coscia et al.| (2012) apresentou o DEMON, um algoritmo sequencial
para Deteccdo de Comunidades Sobrepostas, baseado no conceito de Rede Ego e na
técnica de Label Propagation. Nesse trabalho, os autores compararam o algoritmo criado
com trés outros, HLC (AHN; LEHMANN, [2010), Infomap (ROSVALL; BERGSTROM, 2008) e
Walktrap (PONS; LATAPY} 2005). O DEMON apresentou melhores resultados na qualidade
das comunidades encontradas em relag&o aos outros algoritmos utilizados na comparagao.

Existe ainda uma verséo paralela porém, nao distribuida, do algoritmo DEMON,
apresentada no trabalho de |Amoretti Alberto Ferrari (2016). Os autores criaram o PaN-
DEMON que apresenta melhores resultados em questdo de escalabilidade e tempo de
execugao, quando comparado ao DEMON, entretanto esse trabalho se difere do nosso
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projeto por executar, mesmo que paralelamente, em apenas uma maquina e nao utilizar
nenhum modelo emergente de programacao.

O trabalho de Papadimitriou et al.| (2008) criou o método CCT (Context-specific
Cluster Tree) que encontra comunidades em multiplos niveis, baseado no Principio Tedrico
da Informacgao (MDL - Information Theoretic Principles). Mais especificamente, o grafo €
particionado em subgrafos progressivos, porém mais refinados, Esse € um método nao-
hierarquico. O algoritmo se mostrou préximo da escalabilidade linear no sentido do aumento
do tamanho do grafo.

Outro trabalho que também utiliza técnicas de Label Propagation é o de Okamoto
(2015). Os autores realizaram diversos experimentos com o algoritmo criado e concluiram
que os resultados confirmam que as estruturas das comunidades detectadas sao altamente
consistentes.

3.6 Deteccao de Comunidades com Processamento Distribuido

Existem diversos trabalhos na literatura que propdem solug¢des para o problema da
Detecgao de Comunidades e Comunidades Sobrepostas, utilizando para isso o processa-
mento paralelo e/ou distribuido, seja com a criacao de algoritmos nativos ou mesmo com a
utilizacéo de frameworks.

O trabalho de YANG YONG GUO e LI|(2017) utilizou o algoritmo RankClus, proposto
pelos autores |Sun et al. (2009) para detecgcdo de comunidades em grafos bipartidos,
baseado na ideia de ranqueamento da qualidade dessas comunidades. Os autores utilizaram
a implementacao do PageRank presente na biblioteca GraphX do Apache Spark para
substituir a fungéo de ranqueamento do RankClus. Os resultados do trabalho apontaram
conclusdes promissoras, entretanto os autores néo realizaram experimentos com bases
realmente grandes e essa é uma proposta para trabalhos futuros.

Outro trabalho extremamente relevante da literatura é o que criou o framework Ego-
spliting (EPASTO; LATTANZI; LEME, 2017). Nesse projeto os autores criaram um algoritmo
distribuido que consegue analisar grandes grafos com até dezenas de milhdes de vértices,
alcancando boa escalabilidade. Esse trabalho difere-se desta tese, pois ele n&o utilizou
técnicas de Redes Ego e nem o Apache Spark. A técnica de Label Propagation foi utilizada
em uma parte do framework (Algoritmos de Clusterizacao).

No trabalho de Hung Miguel Araujo (2016), foi criada uma solucdo chamada TERA-
COM, baseada no framework Apache Spark. O objetivo do algoritmo €, de maneira iterativa,
reduzir o escopo do problema para realizar a detecgao eficiente de comunidades. Os experi-
mentos com o algoritmo foram concentrados em grupos de empresas de transporte aéreo,
com o objetivo de distinguir aquelas linhas aéreas de baixo custo. Esse trabalho se difere
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desta tese pois, apesar de utilizar o framework Apache Spark, ele ndo utiliza as técnicas de
Label Propagation e Redes Ego.

Um dos trabalhos mais relevantes da literatura e que utiliza o processamento paralelo
e distribuido para Deteccdo de Comunidades Sobrepostas foi apresentado por Buzun et
al. (2014). Nesse trabalho, os autores criaram o EgoLP, um algoritmo baseado no Apache
Spark, que utiliza técnicas de Label Propagation e também Redes Ego. O trabalho, que é tido
como o primeiro a utilizar o Apache Spark e sua API GraphX para a solu¢do do problema de
Deteccé@o de Comunidades, se assemelha com os algoritmos DEMON e ADDIC, entretanto,
existem diferencas na forma como essas técnicas sao aplicadas. O algoritmo DEMON e,
consequentemente, o ADDIC, utilizam o conceito de Redes Ego, porém, em uma funcéo
EgoMinusEgo. Nesse caso, uma comunidade Ego néo é extraida de uma Rede Ego de
cada vértice, mas de uma rede chamada EgoMinusEgo, ou seja, uma rede sem o vértice
Ego e todas as suas arestas. Essa técnica, de remover o vértice Ego, ajuda a evitar ruidos
causados pela presenca do vértice Ego conectado a todos os outros membros da Rede
Ego. Além disso, a sequéncia de operagdes realizadas pelo ADDIC - EgoMinusEgo, Label
Propagation e Merge - também se difere da sequéncia proposta pelo EgoLP, que possui
os estagios: Pré-processamento, Recuperacao de Comunidades Ego, Label Propagation e
Pés-processamento.

O EgoLP pode ser classificado como o principal trabalho relacionado ao ADDIC e
poderia até ser utilizado como base de comparacao para esta tese, entretanto, diferente-
mente do DEMON, o EgoLP nao teve o seu cddigo disponibilizado por seus autores, o que
dificulta a reproducao dos experimentos que foram realizados e de seus resultados. Além
disso, o EgoLP foca mais na qualidade das comunidades encontradas, enquanto que esta
tese esta com o foco mais voltado para o tempo de processamento, consumo de recursos
computacionais, Escalabilidade e Eficiéncia.

3.7 Sintese e Consideracdes Finais

Nesse capitulo foi realizado um estudo sobre o estado-da-arte do uso do frameworks
Apache Spark e sua API GraphX, dos algoritmos para Detec¢cao de Comunidades Sobre-
postas e dos algoritmos paralelos para esse fim.

Antes do encerramento do capitulo é importante fazer um apanhado dos principais
trabalhos listados e analisados e sua real relacdo com esta tese. Os principais trabalhos
sao:

1. Holder et al.[(2016): Trata-se de um importante survey que apresentou desafios e
problemas em aberto na area de mineragao de grandes grafos. Por meio dele, pode-se
definir alguns pontos a serem trabalhados nesse projeto, tais como: algoritmos para
grafos escalaveis em modelos de programacao emergentes e propagacao em redes.
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2. Sobin, Raychoudhury e Saha (2017): Esse trabalho é outro importante survey da
literatura que trata especificamente de algoritmos paralelos para deteccao de co-
munidades em grafos. Os autores do trabalho também apresentaram desafios que
inspiraram o esta tese, tais como: paralelizacdo de algoritmos sequenciais, detec-
cao de comunidades sobrepostas e paralelizacdo de algoritmos existentes para a
descoberta de comunidades sobrepostas.

3. Raghavan, Albert e Tirupatikumara (2007): Uma vez definido que esta tese iria
trabalhar com descoberta de comunidades sobrepostas, era preciso definir uma
técnica a ser utilizada que fosse paralelizavel e distribuivel. Nesse ponto, surgiu a
oportunidade de utilizarmos a técnica Label Propagation que tem a caracteristica de
ser mais indicada para a paralelizacéo e distribuicao do processamento, por nao criar
uma grande dependéncia entre os dados.

4. Coscia et al./(2012): Diante de um dos problemas em aberto apresentados por Sobin,
Raychoudhury e Sahal (2017), que foi a paralelizagéo e distribuicdo de algoritmos
existentes para deteccdo de comunidades, foi encontrado na literatura um algoritmo
gue nao possuia essa versao, no caso o DEMON. A partir dai surgiu a oportunidade de
desenvolver esse projeto com a criagao da versao distribuida e paralela do DEMON.

5. [Xin et al.| (2013): Atendendo a sugestao de problemas em aberto em mineracao de
grafos apresentada por Holder et al. (2016), vislumbrou-se a necessidade de utilizar
algum framework, paralelo e distribuido que atendesse a necessidade deste trabalho.
A partir dai, o GraphX foi incorporado ao nosso projeto, por possibilitar a distribuicao
automatica do processamento de algoritmos para grafos, como o Label Propagation,
objeto do nosso trabalho.

Os trabalhos apresentados nesse capitulo indicam uma grande preocupacéao dos
pesquisadores em produzir ferramentas, metodologias e técnicas que realmente possam
resolver ou facilitar o processo de Detec¢do de Comunidades Sobrepostas, principalmente
utilizando os beneficios da computacéao paralela e distribuida e dos frameworks que realizam
a tarefa de paralelizar e distribuir 0 processamento e de maneira automatica. Diante da
revisdo bibliografica, pode-se observar que tanto o Hadoop MapReduce quanto o Apache
Spark se apresentam como facilitadores para a solucao do problema alvo deste projeto.

Essa tese surge com o objetivo de preencher a lacuna existente, ao propor um
algoritmo para Detecgdo de Comunidades Sobrepostas, utilizando as técnicas de Label
Propagation e Redes Ego e um modelo emergente de programacao, no caso o Apache
Spark e a API GraphX.

A Figura [12| apresenta uma compilacdo ano a ano dos trabalhos citados nesse
projeto de tese. E importante destacar que houve um aumento consideravel na quantidade
de artigos nos ultimos anos, o que indica que o0 assunto € atual, relevante e vem despertando
o interesse dos pesquisadores.
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Figura 12 — Ano das referéncias utilizadas.

Em seguida, no Capitulo[d} seré apresentado o foco deste trabalho, que é o algoritmo
ADDIC, com todos os conceitos necessarios para um bom entendimento desta proposta.
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4 O Algoritmo ADDIC

Neste capitulo € apresentado e discutido os detalhes da implementagdo de um
algoritmo distribuido para a descoberta de comunidades sobrepostas em grandes grafos
proposto neste trabalho, utilizando a tecnologia Apache Spark.

O Apache Spark permite o processamento de grandes grafos, principalmente utili-
zando a biblioteca GraphX (XIN et al., 2013), que ja traz implementada uma estrutura de
dados especifica para manipular grafos, além de algoritmos ja implementados, como € o
caso do Label Propagation.

Um trabalho que criou um algoritmo sequencial para descoberta de comunidades
sobrepostas em grafos e que inspirou 0 desenvolvimento deste trabalho € o artigo de
Coscia e Rosseti (COSCIA et al., 2012). O algoritmo sequencial DEMON é baseado na
técnica Label Propagation e apresenta bons resultados para grafos médios. O problema é
quando precisa-se processar grafos extremamente grandes, que € a realidade que vive-se
atualmente, principalmente com a popularizagdo das redes sociais.

Esse capitulo estd organizado da seguinte forma. A Secao descreve a ideia
principal do ADDIC e apresenta a forma como a validacao dos resultados foi realizada. A
Secao apresenta uma explicagao detalhada do algoritmo, incluindo todas as suas fases.
A Secao[4.3|detalha o formato dos dados de entrada suportado pelo ADDIC. Em seguida,
a Secéao apresenta um exemplo pratico para um melhor entendimento do algoritmo.
Finalizando o capitulo, a Se¢éo 4.5 apresenta as consideragoes finais.

4.1 Ideia principal do algoritmo

O algoritmo proposto foi denominado ADDIC, que significa Algoritmo para Deteccao
Distribuida de Comunidades, baseado no Apache Spark. O ADDIC é um algoritmo cuidado-
samente desenvolvido e aperfeicoado para descobrir comunidades sobrepostas em grafos
médios e grandes. O ADDIC executa no ambiente Spark e apresenta boa escalabilidade a
medida que novos recursos sao adicionados ao cluster.

A ideia principal deste projeto € baseada no trabalho de Coscia et al.| (2012), que
criou o DEMON, um algoritmo sequencial para a descoberta de comunidades sobrepostas,
baseada na técnica de Label Propagation. O algoritmo ADDIC foi inspirado no DEMON,
porém a sua execugao € paralela e distribuida. Até o momento ndo existe uma versao
paralela e distribuida do algoritmo DEMON.

Durante a criagao e desenvolvimento do algoritmo ADDIC, seus resultados de quan-
tidade de comunidades encontradas e tamanho médio das comunidades foram validados
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com os resultados produzidos pelo algoritmo sequencial DEMON, com o objetivo de com-
provar sua exatidao. Durante esses testes preliminares, grafos de diversos tamanhos foram
comparados. Todos os resultados comparados foram idénticos.

4.2 Descricao do algoritmo

A execucao de busca por comunidades sobrepostas em grafos requer que todos os
vértices pertencentes a essa estrutura sejam processados. Por isso, 0 algoritmo proposto
por esse trabalho esta dividido em fases, além de seu fluxo principal que sera apresentado
na Subsecgao A Fase 1, descrita na Subsegao [4.2.2] executa a funcdo EgoMinusEgo
sobre cada um dos vértices do grafo. Em seguida, na Fase 2, é executada a fungao Label
Propagation e os detalhes s&o apresentados na Subsegéo Por ultimo, na Fase 3, os
dados sao mesclados por meio da Fungdo Merge, descrita na Subsecao

4.2.1 Fluxo principal

O Algoritmo [1|apresenta o fluxo principal do algoritmo ADDIC.

Algoritmo 1: Algoritmo ADDIC - Fluxo Principal
Entrada: O Grafo G(V, A); O Tamanho Minimo da Comunidade T; O Percentual
de Similaridade €[0..1];
Saida: O Conjunto de Comunidades Encontradas C
1 G.vertices.collect.foreach {
2 vV
3 ego < EgoMinusEgo(v, G)
4 cclv] < LabelPropagation(ego)
5 cc.collect.foreach{
6 c < cc(v)
7
8
9

}

}
C + Merge(C, ¢, €)

O fluxo principal do algoritmo ADDIC recebe como parametros de entrada um grafo
G(V, A), o tamanho minimo que a comunidade encontrada deve ter e um percentual de
similaridade entre grupos de vértices, usado na funcdo Merge.

Logo no inicio, ja na Linha 1, o ADDIC faz um lago em cada um dos vértices do grafo
dado como entrada (variavel G). Na Linha 2, cada vértice do grafo € atribuido para a variavel
v. Na Linha 3, a funcdo EgoMinusEgo é chamada, recebendo como parametro vértice
por vértice e retornara a Rede Ego de um determinado vértice. A funcdo EgoMinusEgo
sera detalhada ainda nesse capitulo. Em seguida, na Linha 4, sera executada a funcéo
LabelPropagation, que retorna componentes conectados da Rede Ego do vértice v. A fungéo
LabelPropagation sera detalhada ainda nesse capitulo. Em seguida, na Linha 5, € dado um
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lago sobre os componentes conectados encontrados pela fungéao LabelPropagation. Por
fim, na linha 6, as comunidades sdo concatenadas pela funcdo Merge, que também sera
detalhada ainda nesse capitulo.

4.2.2 Fase 1: Funcao EgoMinusEgo

Como apresentado na Linha 3 do Algoritmo [1] a fungdo EgoMinusEgo é chamada
para cada vértice v pertencente ao conjunto V' do grafo original G.

A funcao EgoMinusEgo realiza duas operagdes principais. A primeira delas (EN)
tem o objetivo de extrair a Rede Ego de um vértice. Dado um grafo G € um vértice v €V,
o resultado da fungdo EgoMinusEgo EN (v, G) € um subgrafo G'(V’,; A’), onde V é um
conjunto contendo o vértice v e todos os seus vizinhos em A e A’ € um subconjunto de A
contendo todas as arestas (u,v) onde u € V' Av € V' (COSCIA et al., 2012).

A segunda operacao tem o objetivo de realizar uma coépia do subgrafo sem a
presenca do vértice v e, consequentemente, sem as suas ligacbes com os vértices
adjacentes: —g(v, ). Essas duas operagdes formam a funcdo EgoMinusEgo(v,G) =
—g(v, EN (v, GQ)).

Para realizar a fungao EgoMinusEgo no Apache Spark, primeiramente foi filtrado no
RDD G, todos os elementos onde o vértice v seja aresta, tanto na origem quanto no destino.
Com isso, cumpriu-se a primeira opera¢ao da fungcado EgoMinusEgo, que é encontrar a Rede
Ego. Em seguida, o vértice v é extraido do resultado da primeira operagao, bem como todas
as arestas em que esse vértice se encontra.

Algoritmo 2: Algoritmo ADDIC - Funcdo EgoMinusEgo
Entrada: O Grafo G(V, A); O Vértice v;
Saida: A Rede Ego sem o vértice v
1 ego = G.fromEdges(Case Edge(src, dst) => src == v || dst == v).vertices.filter(
case(id, name) => id != v).collect
2 minusEgo = G.subgraph(vpred - (case(id, name) =>

3 val resultado = ego.filter(case(identif, name) ==> identif == id)
4 val retorno = resultado > 0
5 retorno))

O Algoritmo 2| apresenta a fungdo EgoMinusEgo. A Linha 1 tem o objetivo de extrair
do grafo G os vértices que fazem parte da Rede Ego do vértice v. O RDD ego armazena a
estrutura completa, ou seja, os vértices e as arestas que fazem parte da rede. Em seguida,
na Linha 2, o vértice v é extraido da estrutura, assim como as arestas que pertencem a
esse veértice. Com isso, tem-se a Rede Ego de um vértice, sem a sua presenca.
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4.2.3 Fase 2: Fungao Label Propagation

Ao encontrar o subgrafo com a funcao EgoMinusEgo, o préximo passo é efetivamente
encontrar as comunidades. O algoritmo DEMON utiliza para essa tarefa um algoritmo da
literatura (RAGHAVAN; ALBERT; TIRUPATIKUMARA, [2007), baseado na técnica de Label
Propagation.

No caso desse trabalho, foi decidido utilizar uma implementag¢éo do algoritmo Label
Propagation disponivel na APl GraphX do Apache Spark. O GraphX é uma biblioteca de
algoritmos e estruturas de dados para manipulagao distribuida de grafos.

A utilizacdo da fungéo LabelPropagation no GraphX é feita passando como parame-
tro de entrada um grafo. No caso do nosso trabalho, a funcédo LabelPropagation recebera a
saida da funcao EgoMinusEgo, além de um parametro determinando o maximo de iteragées.

Suponha que um determinado vértice v tem adjacentes vy, v__,, € que cada vizinho
carrega consigo um rétulo dizendo a qual comunidade ele pertence. Assim, v determina sua
comunidade baseado nos rotulos de seus vizinhos. Cada vértice da rede escolhe juntar-se
a comunidade na qual o numero maximo de vizinhos pertence. Como os rétulos propagam,
grupos de vértices densamente conectados rapidamente alcangam um consenso sobre um
unico rétulo. No fim do processo de propagacgao, os vértices com os mesmos rétulos sao
agrupados juntos como uma comunidade. No caso de um vértice com 0 mesmo numero
de vizinhos em mais de uma comunidade, podera pertencer a ambas as comunidades,
caracterizando assim comunidades sobrepostas.

O Algoritmo [3| apresenta os detalhes do Label Propagation e executa os seguintes
passos (COSCIA et al., [2012):

Inicialize os rétulos de todos os vértices da rede. Para todos os vértices v, C,(0) = v.
Atribua t = 1.

Organize os vértices da rede em um formato randdémico e atribua para V.

Paracada v; € V, C,i(t) = f(Cuir(t — 1), ..., Coir(t — 1)). A fungéo f retorna o rétulo
que possui a maior frequéncia entre os vizinhos.

5. Se cada vértice tem um rétulo idéntico ao rétulo da maioria de seus vizinhos, ou se

=

t € 0 numero maximo de iteracdes t,,,. entdo o algoritmo encerra, caso contrario
=1t + 1 e vai para o passo 3.

4.2.4 Fase 3: Funcao Merge

O resultado da funcao LabelPropagation do algoritmo ADDIC é um conjunto de
comunidades locais, de acordo com a perspectiva do vértice v. O objetivo seguinte é unir
cada comunidade local para obter o resultado global.

Duas comunidades C e I s&o unidas se e somente se no minimo €% da comunidade
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Algoritmo 3: Algoritmo Label Propagation, baseado em Raghavan, Albert e
Tirupatikumara (2007)
Entrada: O Grafo G(V, A);
Saida: Comunidades rotuladas
t+ 1
V < Randon( G(V,A) )
while CriterioDeParadaAusente do

i++

foreach v € V do

| Coi(t)f(Cpir(t — 1), ..., Coir(t — 1))

o a A W N =

return Vértices Rotulados C,;(t) para cada v € V, onde ¢ é o Ultimo passo da
execugao.

~

menor esta incluida na maior. Nesse caso, C' e I sao removidos da lista geral de comuni-
dades e sua unido é adicionada ao conjunto resultado. O € é um percentual de elementos
comuns fornecido por uma dupla de comunidades. Se € = 1, entdo duas comunidades séo
unidas, pois uma comunidade é subconjunto da outra. Se € = 0, entdo as duas comununida-
des ndo compartilham nenhum elemento. E importante destacar que a fungdo Merge nao
€ executada distribuidamente, pois existe dependéncia entre os dados, o que inviabiliza a
distribuicdo do processamento.

4.3 Formato dos dados de entrada

Para padronizar a entrada de dados para o ADDIC, foi necessario criar um padrao de
dados para a representacao de um grafo. Inicialmente, para processar um grafo e encontrar
as comunidades, um arquivo de dados representando o grafo é criado.

Para exemplificar o formato de dados criado, é apresentado o grafo da Figura[13]

Figura 13 — Exemplo de um grafo com cinco vértices e sete arestas
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Para esse grafo o arquivo terd o seguinte formato:

1TAB2
1TAB5
2TAB3
2TAB4
2TAB5
3TAB4
4TABS

A Tabela [] exibe a descri¢ao detalhada das posi¢des do arquivo, usando como
exemplo a primeira linha do arquivo representado acima.

Posicao Exemplo | Significado
0 até TAB 1 Vértice de origem da aresta
Caracteres apés o TAB 2 Vértice de destino da aresta

Tabela 1 — Descricao Detalhada do Arquivo de Entrada do Algoritmo ADDIC

4.4 Exemplo e fluxo de execucao

Nesta secao, é apresentado um exemplo pratico do algoritmo ADDIC para o grafo

da Figura[14]

Figura 14 — Exemplo de um grafo com quinze vértices e vinte e cinco arestas

Para a representagao do grafo da Figura tem-se o arquivo de entrada com o
seguinte formato:



Capitulo 4. O Algoritmo ADDIC 61

1TAB2
1TAB6
1TAB7
2TAB3
2TAB6
2TAB7
2TAB8
3TAB4
3TABS
3TAB7
3TAB8
4TABS
4TAB7
5TAB6
5TAB7
6TAB7
8TAB9
9TAB12
9TAB13
10TAB11
10TAB13
11TAB12
11TAB13
12TAB13
14TAB15

O algoritmo inicia sua execucéo pelo fluxo principal (Algoritmo [f). Inicialmente foi
realizado o carregamento de todo o arquivo de entrada para uma estrutura de dados
especifica do GraphX, que é o objeto Graph. Esse objeto permite 0 armazenamento da
estrutura do grafo (vértices e arestas) em um RDD. Uma vez carregado esse objeto, ja
existem meios para realizar o processamento dos dados, pois a estrutura € um RDD e o
armazenamento e processamento é distribuido.

Em seguida inicia-se um lago no objeto Graph, passando por cada um dos vértices
pertencentes ao grafo. Nesse exemplo, esse laco executara 15 vezes. Para cada um dos
vértices do grafo, serd executado primeiramente a fungcdo EgoMinusEgo. O objeto Graph tem
uma propriedade que armazena distintamente todos os vértices do grafo. Serd executado
um lago nessa propriedade e, nesse exemplo, o primeiro vértice a ser executado por
EgoMinusEgo é o 1.

Como destacado na Secao 4.2.2, a fungdo EgoMinusEgo executa duas operagdes.
A primeira dela é encontrar a Rede Ego do vértice. Uma Rede Ego (Ego Network) é
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uma rede composta por um vértice central do grafo (chamado EGO) e todos os vértices
conectados a ele e também todos os relacionamentos existentes entre esses vértices
(GONZALEZ-PARDO; JUNG; CAMACHO, 2016).

A Rede Ego do Vértice 1 é apresentada na Figura[17]

Figura 15 — Primeira operacao da funcdo EgoMinusEgo - Vértice 1.

Na segunda operacédo da funcdo EgoMinusEgo, retira-se o vértice Ego da rede,
nesse caso o Vértice 1. Por fim, a fungdo EgoMinusEgo retorna o seguinte subgrafo, levando
em considragdo o Vértice 1. A Figura [T6|apresenta o grafo resultante.

Em seguida, sera executada a funcao LabelPropagation (LP) e ela recebe como
parametro de entrada o retorno da funcdo EgoMinuEgo. O objetivo da funcao LP é rotular
o subgrafo recebido e em seguida adicionar adicionar o vértice v. Como foi dado como
entrada o conjunto de vértices formado por 2, 6 e 7, todos eles serdo marcados com o
mesmo rétulo, no caso dessa execucao, o Vértice 2. Assim, ao final de LP havera o seguinte
conjunto: LP = {2:1[1,2,6,7 |.

Figura 16 — Segunda operacao da fungdo EgoMinusEgo - Vértice 1.

Em seguida, havera a execucéo da fungédo Merge, que recebe os seguintes parame-
tros de entrada:

1. ¢: comunidades ja encontradas.
2. C': comunidades mescladas.
3. e: fator de juncao.

Para o Vértice 1, a fungé@o LP rotulou todos os vértices da mesma maneira (Ré-
tulo 2), assim ¢ tera o conteudo vazio, pois como estd na primeira iteracao do algoritmo,
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nenhuma outra comunidade foi encontrada. A variavel C, que também é chamada de Co-
munidades Mescladas, recebera a comunidade que acabou de ser encontrada, ou seja:
C ={0:[1,2,6,7] } . O nimero zero no inicio do conjunto C' é simplesmente um identifica-
dor da comunidade encontrada. A Figura|1/|apresenta o resultado final das 3 fun¢des do
algoritmo ADDIC (EgoMinusEgo, LP e Merge) aplicadas ao Vértice 1.

LP ={2:[1, 2, 6, 7]}
c={}
Cc={0:[1,2,6,71}

Figura 17 — Resultado das trés fungdes do algoritmo ADDIC aplicadas ao Vértice 1.

A Figura (18| apresenta o resultado da execucao das 3 fungdes do ADDIC para o
Vértice 2. Pode-se observar que dois novos vértices foram mesclados na comunidade
existente (Comunidade 0) e estes estdo sublinhados na figura (Vértices 3 e 8). Pode-se
observar também que, nessa iteracao, a variavel ¢ veio preenchida com a comunidade
encontrada na iteragdo anterior. A fungé@o LP encontrou a comunidade [1,2, 3,6, 7,8] e, ao
compara-la com a comunidade ja encontrada anteriormente [1, 2, 6, 7], tem-se 4 elementos
idénticos, ou seja, 66267% de similaridade, o que ultrapassa o valor do parametro ¢, que
nesse exemplo foi de 0,25 (25%).

LP={6:[1,2,3,6,7,8]
c={0:[1, 2,6,7]}
c={0:[1,2,3,6,7, 8]}

Figura 18 — Resultado das trés fungdes do algoritmo ADDIC aplicadas ao Vértice 2.

Em seguida, sera processado o Vértice 6. Nao ha uma sequéncia -seprocessamento
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dos vértices, pois como o processamento é distribuido, os dados precisam ser independen-
tes. A Figura|19|apresenta o resultado do processamento do Vértice 6.

P={7:[1,2,56,7]
c={0:11,2,3,6,7,8]}
€={0:[1,2,3,5,6,7,8]}

Figura 19 — Resultado das trés fungdes do algoritmo ADDIC aplicadas ao Vértice 6.

O resultado do processamento do Vértice 7 é apresentado na Figura[20] Durante o
processamento desse vértice, foi encontrado o Vértice 4.

LP={6:11,2,3,4,5,6,7]
c={0:[1, 2,3,5,6,7, 8]}
C€={0:11,2,3,4,5,6,7,8]}

Figura 20 — Resultado das trés funcdes do algoritmo ADDIC aplicadas ao Vértice 7.

O processamento do Vértice 3 é apresentado na Figura[21] Pode-se observar nesse
caso que nao houve a descoberta de nenhum vértice novo. Todos os vértices da Rede Ego
do Vértice 3 ja haviam sido descobertos em iteragdes anteriores.

O resultado do Vértice 8 é apresentado na Figura[22] No caso desse vértice, pode-se
observar que foram descobertas duas comunidades. A primeira composta apenas pelo
Vértice 9 e a segunda composta pelos vértices 2 e 8. Para esse exemplo foi utilizado o
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LP={2:12,3,4,5,7,8]}
c={0:[1,2,3,5,6,7, 8]}
€={0:[1,2,3,4,5,6,7, 8]}

Figura 21 — Resultado das trés fungdes do algoritmo ADDIC aplicadas ao Vértice 3.

parametro de tamanho minimo de comunidade atribuido com 2, a primeira comunidade foi
descartada pelo algoritmo. Nessa iteragcdo nenhum novo vértice foi descoberto.

LP ={9:[8, 9], 3: [2, 3, 8]}
c={0:1,2,3,5,6,7, 8]}
€={0:[1,2,3,4,5,6,7,8]}

Figura 22 — Resultado das trés fungdes do algoritmo ADDIC aplicadas ao Veértice 8.

A Figura [23) apresenta o resultado do processamento dos vértices 4 e 5, respec-
tivamente. Nessas duas iteragdes do algoritmo, ndo ha nenhum vértice novo para ser
mesclado.

LP={7:[3,4,5,71}
c={0:[1,2,3,5,6,7, 8]}
c=1{0:[1,2,3,4,5,6,7, 8]}

Lp={7:13,4,5,6, 7]}
c={0:[1,2,3,5,6,7,8]}
C€=4{0:[1,2,3,4,5,6,7, 8]}

Figura 23 — Resultado das trés fun¢des do algoritmo ADDIC aplicadas aos Vértices 4 e 5.

A Figura [24] apresenta o resultado do processamento do Vértice 9. Pode-se observar
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que nessa iteracao que a fungao LP encontrou duas comunidades, entretanto somente
uma sera mesclada, respeitando o parametro definidor de tamanho minimo. Pode-se notar
uma situagao diferente nesta iteracdo. No momento de realizar o Merge, o algoritmo calcula
o percentual de similaridade entre a comunidade encontrada nessa iteragédo ([9, 12, 13])
e a comunidade encontrada anteriormente ([1,2, 3,4, 5,6, 7, 8]). Pode-se perceber que o
percentual de similaridade é zero e que o tamanho minimo da comunidade foi atingido,
portanto uma nova comunidade acabou de ser encontrada e seu identificador é 1.

@

LP = {8: [8, 9], 12: [9, 12, 13]}
c={0:[1,2,3,5,6,7 8]}
c={0:[1,2,3,4,5,6,7,8],
1:[9, 12, 13]}

Figura 24 — Resultado das trés fungdes do algoritmo ADDIC aplicada ao Vértice 9.

O préximo vértice a ser processado é o 12. A Figura [25]apresenta o resultado dessa
iteracao e pode-se observar que apenas uma comunidade foi descoberta e que existe um
novo vértice que é o 11. A partir de agora as novas comunidades serdao comparadas com
as duas comunidades encontradas anteriormente, em busca de similaridade. Nesse caso,
ao realizar uma comparac¢ao com a comunidade de identificador 0, percebe-se que ndo ha
nenhum vértice em comum, entretanto ao comparar com a comunidade de identificador 1,
foram encontrados 3 vértices similares [9, 12, 13].

T —

LP ={9:[9, 11, 12, 13]}
c={0:[1,2,3,4,5,6,7,8)],
1:[9, 12, 13]}
c={0:[1,2,3,4,5,6,7,8],
1:[9, 11, 12, 13]}

Figura 25 — Resultado das trés fungdes do algoritmo ADDIC aplicada ao Vértice 12.

Na préxima iteragao do algoritmo ADDIC, o vértice a ser processado serd o 13. A Fi-
guraapresenta o resultado. Percebe-se que foi encontrada a comunidade [9, 10, 11, 12, 13]
e apenas o vértice 10 € novo. Ao realizar a verificacdo de similaridade, percebe-se que
essa comunidade tem maior similaridade com a comunidade de identificador 1, por isso a
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comunidade descoberta sera mesclada com ela. A Comunidade 0, nesse caso, ndo sofrera

nenhuma alteracéo.

LP ={9:[9, 10, 11, 12, 13]}
c={0:[1,2,3,4,5,6,7,8],
1:[9, 11, 12, 13]}
c={0:[1,2,3,4,5,6,7,8],
1:[9, 10, 11, 12, 13]}

Figura 26 — Resultado das trés fungdes do algoritmo ADDIC aplicada ao Vértice 13.

A préxima iteragcao do algoritmo processara o Vértice 10 e a fungéo LP rotulou a
seguinte comunidade: [10, 11, 13]. Todos esses vértices ja se encontram na comunidade de
identificador 1, portanto ndo ha nenhuma alteracdo nas comunidades descobertas.

A iteracdo seguinte selecionou o Vértice 11 e a funcéo LP rotulou a comunidade
(10,11, 12, 13]. Mais uma vez nao havera nenhuma mudanga nas comunidades descobertas.

Comunidade 0 Comunidade 1

Figura 27 — Resultado do algoritmo ADDIC - Comunidades encontradas.
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As duas proximas iteragdes fizeram a sele¢do dos vértices 14 e 15, respectivamente.
Nenhuma das duas comunidades encontradas pela funcao LP atingiu a quantidade minima
de vértices, portanto foram descartadas.

Ao fim do algoritmo, duas comunidades foram encontradas e estao representadas

na Figura [27]

4.5 Consideracoes Finais

Neste capitulo foi descrita a ideia principal e toda a estrutura do algoritmo ADDIC.
A validacao do algoritmo foi também discutida e, ao final, por meio de um exemplo foi
apresentado o funcionamento do algoritmo passo a passo. O algoritmo ADDIC tem o
objetivo de aproveitar o maximo possivel da distribuicao de processamento oferecida pelo
framework Apache Spark.

Em seguida, no Capitulo |5, sera apresentado a metodologia e o planejamento de
experimentos que sera utilizado para avaliar o algoritmo proposto. Em seguida, no Capitulo
[6, os experimentos serdo descritos e no capitulo seguinte os resultados dos experimentos
serao apresentados.
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5 Metodologia

Nesse capitulo sera apresentada a metodologia e o planejamento dos experimentos
para avaliacdo do algoritmo proposto neste trabalho. Na Segdo [5.1], o delineamento da
pesquisa é apresentado. Na Sec¢éo[5.2] é apresentado o ambiente computacional utilizado
para executar os experimentos. A Secao descreve os conjuntos de dados (grafos) que
foram utilizados para execucao dos experimentos e o formato adotado para esses dados.
A Secéo apresenta a descricdo do planejamento dos experimentos realizados nesse
trabalho e a metodologia utilizada para comparar resultados do algoritmo ADDIC com o
algoritmo DEMON (COSCIA et al.,|2012), bem como uma discussao acerca da medi¢ao de
escalabilidade do algoritmo.

5.1 Delineamento da Pesquisa

Um dos principais artigos que motivou o inicio das pesquisas para o desenvolvimento
deste trabalho € um survey sobre algoritmos paralelos para deteccao de comunidades
(SOBIN; RAYCHOUDHURY; SAHA, [2017). Ao final do artigo, os autores fizeram uma
discussao sobre os principais problemas em aberto na area e estes estao apresentados na
Figura[28] Esses desafios foram fundamentais para o desenvolvimento deste trabalho. De
acordo com os autores, o0 processo de deteccao de comunidades em grandes grafos é um
problema NP-Dificil e alguns algoritmos de aproximagao sao aplicados para essa tarefa,
contudo esses algoritmos s&o, por natureza, sequenciais e nao podem escalar para uma
grande extensao. Tal ineficiéncia justifica a necessidade do desenvolvimento de algoritmos
paralelos e distribuidos para detecgdo de comunidades.

Outro survey também muito importante para o delineamento desta pesquisa é o
trabalho de Holder et. al. (HOLDER et al., [2016). Esse artigo trata dos atuais e futuros
desafios para a mineragao de grandes grafos. Os desafios e problemas em aberto, relatados
pelos autores, estao destacados na Figura [29]

Diante dos problemas em aberto apresentados pelos dois artigos, primeiramente
o foco sera direcionado para o problema de Deteccdo de Comunidades Sobrepostas
em Grandes Grafos. Com isso, parte-se para a possibilidade de incluir nesta pesquisa,
novos desafios proposto pelos autores. Com isso, surgiu a possibilidade de trabalhar com
algoritmos paralelos e distribuidos.

Nesse ponto, decidiu-se paralelizar um algoritmo sequencial presente na literatura,
chamado DEMON (COSCIA et al., 2012). Foi decidido implementar entdo um algoritmo para-
lelo e distribuido para a a solugcéo do problema de Deteccdo de Comunidades Sobrepostas
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1. Aumento da eficiéncia da
paralelizagdo de algoritmos

2. Mesclar diferentes
— modelos de comunicacado
em um Unico algoritmo

ining

3. Paralelizacdo de
algoritmos sequenciais

4, Deteccdo de comunidades
sobrepostas

5. Projetos de algoritmos
inteligentes para grafos

Desafios em Graph M

6. Paralelizacao de
-~ algoritmos para deteccdo de
comunidades sobrepostas

Figura 28 — Problemas em aberto, baseado em (SOBIN; RAYCHOUDHURY; SAHA| 2017)

1. Algoritmos para grafos
—| escaldveis em modelos de
programacao emergentes

ining

— 2. Deteccdo de subgrafos

3. Teste de Turing para
— modelos de redes
sintéticas

| 4. Propagacdo em redes

5. Aumento da consciéncia
em rede

Desafios em Graph M

6. Algoritmos inteligentes
para grafos

Figura 29 — Problemas em aberto, baseado em (HOLDER et al., [2016)

em Grandes Grafos, usando o modelo de programacao emergente e escalavel Apache
Spark. Por ultimo, decidiu-se implementar um algoritmo que fosse baseado na ideia de
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Propagagao em Redes, no caso o Label Propagation. A técnica de Label Propagation tem
uma aplicabilidade melhor no processamento paralelo e distribuido, em comparacao com
outras técnicas, como o Infomap e Agglomerative, por exemplo (SOBIN; RAYCHOUDHURY;
SAHA, 2017).

Surgiu entao esse trabalho que é a implementagéao do ADDIC, um algoritmo paralelo
e distribuido para deteccdo de comunidades sobrepostas, baseado na ideia de um algoritmo
sequencial de mesmo propésito (DEMON), escalavel, que utiliza um modelo de programacao
emergente (Apache Spark) e que implementa o conceito de propagacao em redes (Label
Propagation).

A Figura[30]apresenta o delineamento de desta pesquisa dividida em trés colunas.
Na da esquerda, estdo os desafios apresentados pelo survey Sobin, Raychoudhury e Saha
(2017) e incorporado aos objetivos deste projeto. Na coluna da direita estdo os desafios do
survey |Holder et al.[|(2016) e que também foram incorporados nos objetivos deste projeto.
Na coluna do meio encontram-se as caracteristicas do algoritmo ADDIC e, cada uma delas,
esta ligado a um desafio de um dos surveys. Do trabalho de |Sobin, Raychoudhury e Saha
(2017), foi incorporado os desafios 3, 4 e 6. Ja do trabalho de Holder et al.| (2016), foi
incorporado os desafios 1 e 4.

Sobin et al., 2017. _ ADDIC:
- Detecgdo de comunidades
3. Paralelizagdo de sobrepostas. Holder et al., 2016.

algoritmos sequenciais

4. Deteccdo de comunidades

- Paralelizacdo do algoritmo

sequencial DEMON.

- Escalavel e utiliza o modelo

1. Algoritmos para grafos
escaldveis em modelos de

programacdo emergentes |

sobrepostas

computacional emergente
Apache Spark.

R 4. Propagagdo em redes
6. Paralelizagdo de

L algoritmos para detecgdo de
comunidades sobrepostas

- Baseado na técnica de
Propagacdo em Redes Label
Propagation

Desafios em Graph Mining
Desafios em Graph Mining

Figura 30 — Delineamento desta pesquisa baseado nos desafios apresentados por (SOBIN;
RAYCHOUDHURY; SAHA| |2017) e (HOLDER et al.,2016)

Para o desenvolvimento deste trabalho no contexto de sistemas distribuidos, sdo
utilizados os seguintes procedimentos metodologicos:

e Realizacdo de uma ampla revisao bibliografica com o objetivo de conhecer e analisar
0s principais trabalhos relacionados ao processamento de grandes grafos utilizando
frameworks distribuidos (Hadoop, Spark, etc.);

e Avaliacao dos algoritmos sequenciais para Deteccgdo de Comunidades Sobrepostas;
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e Desenvolvimento de um algoritmo para Detecgdo de Comunidades Sobrepostas,
baseado na técnica de Label Propagarion e em um algoritmo sequencial existente na
literatura;

e Validacdo dos resultados do algoritmo criado baseada nos resultados de um algoritmo
de mesmo propdsito presente na literatura;

e Teste do novo algoritmo criado com diversas bases de grafos, reais e sintéticas,
avaliando tempo de execugdo, consumo de recursos computacionais (CPU e memoria
RAM), escalabilidade e eficiéncia;

e Comparacéao dos resultados de tempo de execug¢do com um algoritmo sequencial.

A Figura [31] apresenta um resumo de todos os passos que serdo dados neste
trabalho.

_ Desenvolvimente
= do Algoritmo
ADDIC

Experimentos:
Grafos Reais e
Sintéticos

—
L ‘. Tempo de i e | Escalabilidade e O?B.T E,:ar;:riio com | l Monitoramento
# Execucdo sgagagegagy EfiCi€ncia DEI\.ﬁON de Recursos
.o. 5
1
. CPU Memdria RAM
o

Figura 31 — Etapas da Pesquisa

Desde o inicio do projeto, deverao ser documentadas todas as etapas realizadas
com o objetivo de possibilitar a reprodugéo exata dos resultados gerados.

5.2 Ambiente Computacional

Para os experimentos deste trabalho é utilizado um cluster composto por dezessete
ndés homogéneos, sendo um no6 dedicado a coleta de dados referentes ao monitoramento
do ambiente, um né master e 15 nés slaves em um dashboard Open StacK|

O sistema operacional utilizado em cada um dos ndés € o Linux Ubuntu 14.04.3LTS,
com processador Intel Westmere (Intel64 Family 6 Model 44 Stepping 1) com 2.5GHz, 2
threads, 8GB de memoria e 120GB de disco rigido. Todos os nés com o Hadoop em sua

' Open Stack 2016 - http://www.openstack.org
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Id Nome Vértices Arestas
GRO1 Congress 526 14.198
GRO02 | ego-Facebook 4.039 88.234
GRO03 IMDb 56.542 185.347
GR04 Amazon 410.236 | 2.439.437
GRO05 soc-Pokec 1.632.803 | 30.622.564
GRO06 | soc-Livedournal | 4.847.571 | 68.993.773

Tabela 2 — Conjuntos de Dados - Grafos Reais

versao 3.1.0, o Apache Spark na versao 2.3.0 e a linguagem de programacao Scala na
versao 2.11.8.

5.3 Conjunto de Dados

Para a avaliacdo de desempenho do algoritmo ADDIC no ambiente Apache Spark
foram utilizados diversos conjuntos de dados, de dois tipos basicos: grafos obtidos a partir
de sistemas reais e grafos gerados sinteticamente. Os grafos sintéticos sao grafos gerados
aleatoriamente pelo modelo de Erdds-Rényi (ERDoS; ReNYI, [1959).

Os grafos reais nem sempre sao facilmente encontrados com a quantidade de
vértices e arestas e com as caracteristicas necessarias para determinado tipo de experi-
mento. Por isso, os grafos sintéticos foram utilizados, devido a flexibilidade que esse tipo de
grafo fornece ao adicionar ou retirar vértices e arestas de acordo com a necessidade do
experimento.

5.3.1 Grafos Reais

A Tabela |2/ apresenta os grafos reais que foram utilizados durante a execugéao dos
experimentos deste trabalho. Os grafos Congress, IMDb e Amazon também foram utilizados
para testes do algoritmo sequencial DEMON, em seu artigo original (COSCIA et al., 2012).

Sera feito agora uma descrigao resumida de cada um dos conjuntos de grafos reais
utilizados nos experimentos deste trabalho.

Congress: Representa uma rede de colaboracdes legislativas entre representantes
da camara e senado dos EUA durante a 111° legislatura (2009-2011). Foi obtido do site
GovTrackﬂ os dados sobre todos os projetos de lei discutidos durante essa legislatura. Os
vértices podem representar projetos e também os politicos e as arestas a participagao
de determinado politico em um projeto. Com isso pode-se ter comunidades formadas por
legisladores que colaboraram com um mesmo projeto de lei.

2

GovTrack - http:www.govtrack.us/developers/data.xpd
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ego-Facebook: O Facebook é uma popular rede social com usuéarios em diversos
locais do mundo e esse grafo fornece dados coletados pelo App dessa rede. No grafo, os
vértices sao usuarios da rede e as arestas sao os relacionamentos de amizade entre esses
usuérios. Os dados podem ser encontrados no site da Universidade de Stanfordf]

IMDb: O grafo IMDB (/nternet Movie Database) é um grafo nao dirigido e real
que representa atores que tiveram participagdo em um determinado filme. Baseado na
metodologia seguida pelo artigo original do DEMON (COSCIA et al., [2012), foi realizado
o download da base inteira do IMDb em seu site oficiaff| em 15/06/2017. A partir dai, o
foco foi nos atores que atuaram em, pelo menos, dois filmes no periodo de 01/01/2001 até
31/12/2010, descartando programas de TV e outros trabalhos.

Amazon: A Amazon é um dos maiores sites de comértio eletrébnico no mundo. Os
dados utilizados neste trabalho foram obtidos da Universidade de Stanford®l Trata-se de um
grafo com as frequéncias de compras de produtos registrados no dia 05/05/2003. O grafo
precisou ser transformado em um grafo ndo-direcionado. Se um produto ¢ foi comprado em
conjunto com o produto j, havera uma aresta entre os vértices que representam esses dois
produtos.

soc-Pokec: Pokec é a mais popular rede social da Eslovaquia. A popularidade da
rede social ndo mudou mesmo com a chegada do Facebook e conecta mais de 1.6 milhdes
de pessoas ha mais de 10 anos. O conjunto de dados representa a rede toda e, nesse
dataset utilizado, os dados das pessoas permanece no anonimato. Os dados podem ser
encontrados no site da Universidade de Stanford?

soc-Livedournal: LiveJournal é uma comunidade de blogs on-line e gratuita na qual
0s usuarios realizam amizades entre si. O LiveJournal permite a criagdo de grupos onde
varios usuarios podem participar. Nesse grafo, os vertices caracterizam os usuarios e as
arestas as ligagdes existentes entre eles. Esses dados também poderao ser encontrados
no site da Universidade de Stanford’]

5.3.2 Grafos Sintéticos

Os geradores de grafos constroem grafos aleatoriamente. Partindo de um grafo
vazio, o gerador vai adicionando progressivamente vértices e arestas até obter um grafo do
tamanho que o usuario deseja.

Nesse trabalho foi utilizado um gerador de grafos (KANG et al., 2011a) disponivel na
Webﬂ baseado no modelo de Erdds-Rényi (ERD6S; RENYI, [1959). Foram gerados grafos

Stanford University. Acesso em 14 de agosto de 2019. https://snap.stanford.edu/data/ego-Facebook.htmi
IMDb - http://www.imdb.com/interfaces

Stanford University. Acesso em 14 de agosto de 2019. https://snap.stanford.edu/data/amazon0505.html
Stanford University. Acesso em 13 de agosto de 2019. https://snap.stanford.edu/data/soc-Pokec.html
Stanford University. Acesso em 13 de agosto de 2019. https://snap.stanford.edu/data/com-LivedJournal.html
http://www.cs.cmu.edu/ukang/HADI/

0 N O 0o & W
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Id Nome Vértices Arestas
GSO01 | Sint1 100.000 500.000
GS02 | Sint2 500.000 2.500.000
GS03 | Sint3 | 1.000.000 | 5.000.000
GS04 | Sint4 | 5.000.000 | 25.000.000
GS05 | Sint5 | 10.000.000 | 50.000.000

Tabela 3 — Conjuntos de Dados - Grafos Sintéticos

variando o numero de vértices e arestas. Os vértices iniciaram com 100.000 e foram até
10.000.000. Para cada quantidade de vértices, havera cinco vezes o nimero de arestas. A
Tabela [3|apresenta os grafos sintéticos que foram utilizados.

Esse formato de grafo aleatério foi escolhido para possibilitar a analise do comporta-
mento do algoritmo no que diz respeito ao tempo, consumo de recursos computacionais e
escalabilidade, a medida que foi aumentada a quantidade de vértices e arestas. A quanti-
dade de arestas (trés vezes o numero de vértices) foi escolhida para evitar vértices isolados
no grafo, que ndo seria interessante para o objetivo deste trabalho, pois seriam itens que
nao fariam parte de comunidades.

Todos os vértices dos grafos sintéticos escolhidos possuem grau g(v) maior que
zero.

5.4 Planejamento dos experimentos

Experimentos sdo uma parte natural dos processos de tomada de decisdo em
engenharia e em ciéncia. Para um determinado problema, um experimento pode consistir
em utilizar diversos métodos para a solucao desse problema. Os dados desse experimento
poderiam ser usados para determinar qual método deveria ser usado para fornecer a
melhor solu¢ao dentre todas experimentadas. Um experimento pode ser somente um teste
ou uma série de testes. Experimentos séo feitos em todas as disciplinas cientificas e
de engenharia e constituem uma importante parte da maneira de aprender sobre como
sistemas e processos funcionam. Consequentemente, o planejamento dos experimentos
tem papel principal na solugao futura do problema que inicialmente motivou o experimento
(MONTGOMERY; RUNGER, 2007). O objetivo principal de um projeto de experimentos é
obter o maximo de informag¢do com um numero minimo de experimentos (JAIN, [1991).

A analise de experimentos ajuda na separacao dos efeitos de varios fatores que
afetam o desempenho, permitindo determinar se um fator teve um efeito significativo ou se
a diferenca observada é simplesmente devido a variagdes aleatérias causadas por medidas
errbneas e parametros que nao sao controlados. Usando planejamento de experimentos,
0s engenheiros podem determinar que subconjunto das variaveis de processos tem a maior
influéncia no desempenho do processo. Para este trabalho, o planejamento de experimentos
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tem extrema importancia, pois os resultados dos experimentos podem conduzir a um melhor
rendimento do processo de avaliacdo, reducao na variabilidade dos resultados e melhor
obediéncia aos requisitos do projeto, assim como desenvolvimento, redugao nos tempos do
projeto e reducao nos custos de execugcao (MONTGOMERY; RUNGER;, 2007).

Varios tipos de projetos de experimentos sao descritos na literatura. Os mais uti-
lizados s&o projetos simples, projetos fatoriais completos e projetos fatoriais fracionados
(MONTGOMERY; RUNGER, [2007). Devido ao grande numero de combinag¢des que haveria
ao utilizar o projeto fatorial completo, optou-se pela utilizagao do projeto simples. Por meio
de um projeto e analise de experimentos, espera-se obter resultados sobre o comporta-
mento de um algoritmo paralelo e distribuido ao processar grandes massas de dados. O
planejamento de experimentos tem importancia fundamental sobre as seguintes etapas
do trabalho: execucao dos experimentos, analise dos resultados, analise de complexidade,
comparacao e conclusoes.

A Secéao apresenta o planejamento de experimentos para comparagao do
algoritmo ADDIC com outro algoritmo existente na literatura. As Seg¢des e
apresentam os experimentos planejados para medir o tempo de execucao e também do
consumo de recursos computacionais (CPU e Meméria RAM). A Secéo[5.4.3 apresenta o
experimento planejado para medir a escalabilidade do ADDIC.

5.4.1 Tempo de Execucéao

Um dos principais pontos de avaliagao do algoritmo criado sera o tempo de execugao.
Por isso, para todos os grafos propostos neste trabalho (reais e sintéticos), sera monitorar
o tempo de execucédo para todas as configuracdes de cluster propostas: 1,2, 4,8 e 16
maquinas. Esses experimentos auxiliardo também no célculo de outras métricas propostas
por este trabalho, tais como escalabilidade e eficiéncia. Inicialmente pretende-se executar
cada um dos experimentos por trés vezes e a média de tempo das execucdes sera calculada.

5.4.2 Consumo de Recursos

Ferramentas de monitoramento s&o usadas para medir 0 uso de recursos e 0 desem-
penho de sistemas e redes. Para a tarefa de monitoramento, sugere-se a escolha de uma
ferramenta robusta, uma vez que essa tarefa, quando aplicada em um sofisticado ambiente
de cluster, nao é trivial (FATEMA et al., 2014). Realizar o monitoramento de maquinas é uma
tarefa de suma importancia quando se esta realizando o teste de desempenho em clusters.
Por meio dessas ferramentas pode-se gerenciar o uso do hardware e obter indicadores do
nivel de consumo de recursos computacionais, tais como CPU, memodria, I/O (entrada e
saida) e rede.

Para este trabalho, sera utilizada a ferramenta Ganglia (MASSIE; CHUN; CULLER,
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2004), que é um sistema de monitoramento distribuido e escalavel desenvolvido para
sistemas computacionais de alto desempenho, como grids e clusters. O Ganglia € um
sistema de cédigo aberto, desenvolvido na Universidade da Califérnia e baseia-se em um
protocolo que faz uso da técnica de difusdo multicast para comunicagao entre os nos e utiliza
uma estrutura de arvores para representar as conexdes ponto-a-ponto. A escolha do Ganglia
se deve ao fato de ser uma ferramenta que se integra muito bem aos frameworks Hadoop
e Spark e por possuir gréaficos e relatérios necessarios para as analises dos recursos do
cluster pretendidas nesse trabalho.

As andlises serao feitas utilizando uma interface Web fornecida pela ferramenta
Ganglia, que permite a visualiza¢do de diversas maneiras dos dados que foram registrados.
E possivel ter uma visdo geral do cluster ou mesmo a visdo de cada né ou, em Gltimo nivel,
a visao dos recursos individuais do nd, tudo de forma muito detalhada. A ferramenta permite
ainda que as andlises sejam feitas filtrando um determinado periodo em que as coletas dos
dados foram feitas e permite também a exportacdo desses dados em diversos formatos.

A Figura [32| apresenta uma visdo em alto nivel da interface Web da ferramenta,
com gréaficos em formato de grade resumindo em um simples processo de visao, os dados
de todos os clusters conhecidos. A partir desse ponto é possivel, em uma analise mais
detalhada, monitorar cada um dos clusters individualmente e em um nivel mais detalhado
ainda é possivel chegar ao monitoramento de um n6 desse cluster e finalmente chegar até
um determinado recurso desse no.

A Figura apresenta a visdo em nivel de cluster do Ganglia. Nessa viséo, é
possivel monitorar o cluster como um todo, com o total de CPU’s disponiveis (ativas e
inativas) e ainda os recursos de maneira geral (Carga Geral, CPU, Rede, Memoria, etc).

Por ultimo, a Figura [34] apresenta uma visdo em nivel de um né do cluster, onde é
possivel monitorar os recursos especificos de uma maquina, inclusive com filtros de datas.

Para a realizagdo dos experimentos desta tese, foi designado um né do cluster
exclusivamente para realizar a coleta e armazenamento dos dados de monitoramento da
ferramenta Ganglia.

Todos 0s experimentos realizados neste trabalho possuem os recursos computacio-
nais consumidos monitorados pelo Ganglia e, no capitulo de resultados, sera apresentado
e detalhado esse consumo, principalmente no que diz respeito a CPU e Memdria RAM que
sao dois recursos muito diretamente ligados ao Apache Spark.

5.4.3 Escalabilidade

A escalabilidade de um algoritmo paralelo e distribuido é a medida da capacidade da
utilizagao efetiva dos recursos pelo algoritmo, ao aumentar o nimero de processadores (KU{
MAR; GUPTAL|[1991). A andlise da escalabilidade de uma combinacao algoritmo-arquitetura
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Figura 32 — Visdo em Grade do Ganglia - (MASSIE et al., [2012)

pode ser usada para uma variedade de propdsitos como, por exemplo, selecionar a melhor
combinacao entre o algoritmo e a arquitetura para a solugdo de um determinado problema
que tenha varias restricdes quanto ao aumento do tamanho desse problema e do niumero
de processadores.

A escalabilidade pode ser usada também para predizer o desempenho de um algo-
ritmo paralelo e uma arquitetura paralela para um grande niumero de processadores, por
meio do desempenho conhecido em um ambiente com poucos processadores (KUMAR;
\GUPTA, [1991). Uma baixa escalabilidade pode resultar em um sistema com baixo desem-
penho, necessitando de uma reengenharia ou mesmo da duplicagdo dos sistemas

2000).

Os experimentos desta tese avaliaram a escalabilidade do algoritmo ADDIC a
medida que maquinas sao adicionadas ao cluster. Os testes foram iniciados partindo de
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uma maquina e chegando até dezesseis maquinas, passando por 2, 4 e 8 maquinas. De
posse dos tempos de execucao avaliou-se a escalabilidade do algoritmo ADDIC verificando
seus valores de speedup e eficiéncia. Isso foi feito para todos os grafos, reais e sintéticos.



Capitulo 5. Metodologia 80

5.4.4 Comparacdo com o algoritmo DEMON

Durante o desenvolvimento do algoritmo ADDIC, seus resultados de quantidade
de comunidades e tamanho dessas comunidades foram comparados com o algoritmo
sequencial DEMON, descrito no trabalho de Coscia et al.| (2012), com o intuito de validar a
exatidao dos resultados apresentados pelo algoritmo.

Nem todos os tamanhos de grafos propostos por esse trabalho puderam ser exe-
cutados no algoritmo sequencial devido ao grande espaco ocupado por grandes grafos e
pelo excessivo uso de memoria RAM. Assim, apenas alguns grafos reais e sintéticos foram
processados no algoritmo sequencial. Os detalhes destes experimentos serao apresentados
no Capitulo 6.

Existe o planejamento de executar cada experimento por trés vezes e fazer uma
média dos resultados, entretanto, no Capitulo 6 (Resultados) a viabilidade desta estratégia
serd discutida.

Aqueles grafos que puderam ser executados no algoritmo DEMON e no algoritmo
ADDIC, terao seus tempos de execugao comparados.

5.5 Consideracgoes finais

Neste capitulo foi discutida a metodologia dos experimentos executados. Foi apre-
sentado o ambiente computacional para a execucao dos experimentos, 0s conjuntos de
dados utilizados, todo o planejamento de experimentos e a forma como os dados seréao
analisados.

No proximo capitulo, os resultados deste trabalho serdo apresentados.
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6 Experimentos: Resultados e Analise

Neste capitulo sdo apresentados os resultados dos experimentos utilizando o algo-
ritmo ADDIC, executados em um cluster com o framework Apache Spark. Este capitulo
estd estruturado da seguinte forma. Na Secéao os resultados de tempo de execucao
do algoritmo sdo apresentados e discutidos. Esta se¢ao engloba subsecdes que tratam
especificamente de cada tipo de grafo utilizado nos experimentos reais e sintéticos, além de
uma analise geral dos resultados obtidos.

Na Segéo [6.2, os resultados referentes ao consumo de recursos do cluster, tais
como o uso de CPU e Memdéria RAM, sédo apresentados e discutidos. Esta secao também
engloba subsecdes que tratam especificamente de cada tipo de grafo utilizado nos expe-
rimentos, além de uma andlise detalhada dos resultados obtidos. Nas Seg¢des [6.3| e [6.4]
sao apresentados, respectivamente, estudos que analisam a Escalabilidade e Eficiéncia
do algoritmo ADDIC. A Secéao apresenta a comparacao entre o algoritmo distribuido
ADDIC, proposto nesse trabalho, com o algoritmo sequencial DEMON. Ao final do capitulo,
as consideragoes finais s&o apresentadas.

6.1 Tempo de Execucao

Esta secao tem o objetivo de apresentar o comportamento do algoritmo ADDIC
no que diz respeito ao tempo de execucao dos experimentos realizados. Como pode ser
visto nas subsecgdes e foram utilizados todos os conjuntos de dados para a
realizacdo dos experimentos e, para cada um deles, foi computado o seu respectivo tempo
de execucgao.

Cada um dos experimentos foi realizado variando a quantidade de nés do clus-
ter, comegando com apenas 1 maquina e, posteriormente, adicionando novas maquinas,
chegando nas configuracdes de 2, 4, 8 e 16 nds. Além de medir o tempo de execugéo,
0 objetivo dessa variagao na configuracao do cluster é fornecer dados para a analise de
escalabilidade e eficiéncia do algoritmo ADDIC. Essa andlise sera apresentada em sec¢des
posteriores desse capitulo.

6.1.1 Grafos Reais

Para alguns datasets de grafos reais, o algoritmo ADDIC foi executado trés vezes
e o tempo médio de execugao calculado. Como o tempo de execugado de cada dataset é
elevado e também como foi observado que o tempo nao variava de maneira consideravel
entre uma execucao e suas repeticoes, decidiu-se por executar os experimentos uma vez
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Id Nome Vértices Arestas Comunidades | Tam. Médio
GRO1 Congress 526 14.198 425 63,36
GRO02 | ego-Facebook 4.039 88.234 3.719 75,32
GRO03 IMDb 56.542 185.347 14.004 12,68
GR04 Amazon 410.236 | 2.439.437 151,887 67,14
GRO05 soc-Pokec 1.632.803 | 30.622.564 787.030 55,29
GRO06 | soc-Livedournal | 4.847.571 | 68.993.773 2.042.215 49,30

Tabela 4 — Grafos Reais

apenas para cada um dos datasets, viabilizando a execucdo com todos os conjuntos de
dados planejados.

A Tabela 4] apresenta os grafos reais e suas principais caracteristicas, como nimero
de vértices e arestas, quantidade de comunidades encontradas pelo ADDIC e o tamanho
médio dessas comunidades.

Para melhor visualizagdo dos tempos de execucgao, os grafos reais foram divididos
em dois gréaficos, conforme apresentado na Figura 35 com o tempo dado em minutos e a
variacdo de configuragao do clusterem 1,2, 4, 8 e 16 nés.

Para esta classe de grafos, mais de 1.500 horas de experimentos foram executadas.
Esses experimentos puderam ser executados em paralelo com varias configuragdes de
cluster simultaneas. Exemplo: Cluster1 (1 maquina), Cluster2 (2 maquinas), Cluster3 (4
maquinas) e Cluster 4 (8 maquinas).

Grafos Reais — Tempos — GR01, GR02 e GR03 Grafos Reais — Tempos — GR04, GR05 e GR06
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Figura 35 — Tempos do Algoritmo ADDIC - Grafos Reais.

Nos gréaficos apresentados na Figura [35] pode-se perceber que, para todos os
grafos utilizados, o tempo de execucao dos experimentos vai diminuindo a medida que mais
maquinas vao sendo adicionadas ao cluster. Observa-se que, aparentemente, o tempo pode
continuar decrescente ao acrescentar mais recursos ao cluster, no entanto, os experimentos
realizados foram limitados a dezesseis maquinas, conforme os recursos computacionais
que estavam disponiveis para a execugao dos experimentos.
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Id Nome Vértices Arestas Comunidades | Tam. Médio
GS01 | Sint1 100.000 500.000 112.020 69,20
GS02 | Sint2 500.000 2.500.000 583.503 71,47
GS03 | Sint3 | 1.000.000 | 5.000.000 1.287.807 70,14
GS04 | Sint4 | 5.000.000 | 25.000.000 6.105.014 73,20
GS05 | Sint5 | 10.000.000 | 50.000.000 | 11.988.032 74,13

Tabela 5 — Grafos Sintéticos

6.1.2 Grafos Sintéticos

Esta subsecao apresenta os resultados dos experimentos realizados com os grafos
sintéticos, que sé@o bases de dados em formato de vértices e arestas criadas por Geradores
de Grafos.

Neste trabalho foi utilizado o gerador de grafos criado por (KANG et al., 2011b)
e disponivel na Webﬂ baseado no modelo de Erdds-Rényi (ERDSS; RENYI, [1959). A
Tabela 5 apresenta as caracteristicas dos grafos sintéticos (nUmero de vértices e arestas,
quantidade de comunidades e tamanho médio dessas comunidades) que foram utilizados
nesta categoria de experimentos.

Os experimentos com os grafos sintéticos foram inicialmente realizados com trés
repeticoes, porém isso foi feito apenas para os grafos GS01 e GS02. Essa estratégia foi
abandonada devido ao elevado tempo que € necessario para a realizacdo de cada uma
das repeticoes e também porque foi observado variagcbes muito pequenas no tempo de
execucao, em alguns casos de 0,001%.

Na categoria de grafos sintéticos, assim como foi feito com os grafos reais, os
datasets foram divididos em dois graficos para melhor visualizagdo dos tempos de execugao,
conforme apresentado na Figura [36] com o tempo dado em minutos e a variagdo de
configuracao do clusterem 1,2, 4,8 e 16 nés.

Para esta classe de grafos, aproximadamente 1.700 horas de experimentos foram
executados paralelamente em configuracdes de cluster simultaneas.

6.1.3 Analise dos Resultados

Nesta subsecao os resultados de tempo de execugéo dos grafos reais e sintéticos
sdo analisados mais detalhadamente. As Tabelas [6] e [7] apresentam, para cada um dos
grafos reais e sintéticos respectivamente, o identificador do conjunto de dados (Id), a soma
de vértices e arestas (V + A) e o tempo de execugao em minutos realizado com o cluster
configurado com o total de dezesseis n6s. Além disso, a quarta e quinta colunas apresentam
as variagdes do tamanho e tempo do grafo em relagdo ao primeiro grafo da tabela. Por

1

http://www.cs.cmu.edu/ukang/HADI/
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Figura 36 — Tempos do Algoritmo ADDIC - grafos sintéticos

Id V+A Tempo (minutos) | Variagao Grafo | Variacao Tempo
GRO1 14724 0,52 - -
GRO02 92273 1,27 6,27X 2,44X
GRO3 | 241889 8,18 16,43X 15,73X
GRO04 | 2849673 70,68 193,54X 135,92X
GRO05 | 32255367 729,08 2190,67X 1401,08X
GRO06 | 73841344 1385,65 5015,03X 2663,71X

Tabela 6 — Andlise de tempos - Grafos Reais

Id V+A Tempo (minutos) | Variacao Grafo | Variacao Tempo
GSO01 | 600000 13,08 - -
GS02 | 3000000 69,13 5X 5,28X
GS03 | 6000000 163,95 10X 12,53X
GS04 | 30000000 907,52 50X 69,38X
GS05 | 60000000 2466,35 100X 188,51X

Tabela 7 — Analise de tempos - grafos sintéticos

exemplo, o grafo GR0O2 possui aproximadamente 6,27 vezes o tamanho do grafo GRO1 e

seu tempo de execugao foi 2,44 vezes o tempo de execucgao do grafo GRO1.

Diante dos resultados apresentados para os grafos reais, pode-se observar que nao

existe uma relagéo de proporcionalidade entre a variagao do tamanho do grafo e a variacao
do tempo. Em grafos reais isso € mais esperado, uma vez que, como esta se detectando
comunidades, ndo ha garantias que a quantidade e tamanho das comunidades detectadas
acompanhem o aumento do tamanho do grafo. O que chama mais a atencéo na Tabelag|
€ que a variacao de tempo ficou sempre menor que a variacdo do tamanho do grafo, em
todos os cinco casos.

No caso dos grafos sintéticos, pode-se observar que, assim como nos grafos reais,
nao existe uma relacao clara de proporcionalidade na comparagao entre a variacao do
tamanho do grafo e tempo. A variagdo do tempo sempre esteve acima da variacao do
tamanho do grafo e cresce a medida que o tamanho do grafo aumenta. No caso do GS02,
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h&a um aumento de 5 vezes no tamanho do grafo e 5,28 vezes no tempo, 0 que resulta
em 5,60% a mais na variagcao do tempo. Para os grafos GS03, GS04 e GS05, ha 25,30%,
38,76% e 88,51% respectivamente.

Ao utilizar o gerador de grafos, € necessario informar o grau meédio dos vértices e
isso, nos grafos sintéticos, pode ter influenciado para a criacdo de grafos mais uniformes,
no que diz respeito ao tamanho e quantidade de comunidades.

6.2 Consumo de Recursos

Nesta secdo, sera analisado o consumo de recursos do cluster (CPU e Memoria
RAM) durante a execugao dos experimentos com os grafos reais e sintéticos. No monitora-
mento dos recursos foi utilizada a ferramenta Ganglia (MASSIE; CHUN; CULLER, 2004).
Para essa atividade, foi utilizado um né exclusivo do cluster que ficou responséavel por
coletar e armazenar as informacgdes referentes ao uso dos recursos.

6.2.1 Grafos Reais

Para os grafos reais, sera apresentado, inicialmente, o consumo de CPU. Para
isso, foi feita uma média simples do consumo de cada uma das maquinas, em busca de
um resultado geral para todo o cluster. A Figura[37|apresenta os resultados de consumo
de CPU. Os grafos reais foram divididos em dois gréaficos para melhor visualizacao dos
resultados.

Por meio da ferramenta Ganglia, também foi coletado o consumo de meméria RAM
durante a execucao de todos experimentos a apresentada a média de consumo na Figura
Nessa figura, os grafos reais também foram divididos em dois grupos, para melhor
visualizacao dos resultados.

6.2.2 Grafos Sintéticos

Para os grafos sintéticos, o consumo de CPU também foi medido pela ferramenta
Ganglia e os resultados estao apresentados na Figura [39] Para essa apresentagao, foi
realizada uma média simples do consumo de CPU de cada uma das maquinas, para que
pudesse ser apresentado um resultado geral do consumo de todo o cluster. Os grafos
sintéticos foram divididos em dois graficos para uma melhor visualizacado dos resultados.

Foi realizado também, para os grafos sintéticos, 0 monitoramento do consumo de
memoria RAM em cada um dos nés do cluster. Posteriormente, foi feita uma média simples
do total desse consumo e o resultado esta presente na Figura 40} Nessa figura os grafos
sintéticos também foram divididos em dois grupos, para melhor visualizagao dos resultados.
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Figura 37 — Resultados do Algoritmo ADDIC - grafos reais - Consumo de CPU.

6.2.3 Analise dos Resultados

Sera iniciada a analise dos resultados do consumo de recursos do cluster, desta-
cando a CPU. A média de consumo de CPU nos grafos reais foi um pouco menor que
nos grafos sintéticos. Percebe-se que existe um impacto do tamanho das comunidades
encontradas no uso de CPU. Quanto maior a média de tamanho das comunidades que o
algoritmo ADDIC encontra no grafo, mais a CPU ¢é exigida.

Nos grafos reais, conforme apresentado na Tabela[4], ha o grafo GR02 como aquele
que possui 0 maior tamanho médio de comunidades (75,21) e, consequentemente, o
consumo de CPU para esse grafo foi maior do que os outros. Isso se deve ao fato da funcao
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Figura 38 — Resultados do Algoritmo ADDIC - grafos reais - Consumo de Meméria RAM.

Merge do algoritmo ADDIC ter sido mais exigida, pois com mais quantidade de elementos
na comunidade, mais dados precisam ser mesclados. Por outro lado, corroborando com
esta afirmacéo, ha o grafo real GRO3 como aquele que menos consumiu CPU. O GR03 é o
grafo real com menor tamanho médio de comunidade: 12,68.

Ainda destacando o consumo de CPU, porém agora para os grafos sintéticos,
observa-se que o consumo médio foi ainda maior. Isso é justificavel, pois, como mostra
a Tabela[5] a quantidade de comunidades e seus tamanhos médios séo maiores que as
comunidades dos grafos reais. Isso, como ja dito anteriormente, esta diretamente ligado
ao gerador de grafos utilizado, pois os grafos sintéticos possuem um grau médio dos
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Figura 39 — Resultados do Algoritmo ADDIC - grafos sintéticos - Consumo de CPU.

vértices maior que os grafos reais. Como consequéncia, o algoritmo ADDIC encontra mais
comunidades nessa classe de grafos. Observar-se que os grafos desta categoria que
possuem tamanho médio das comunidades maior, também apresenta consumo de CPU
maior, como é o caso do grafo GS05 (74,13). O grafo GS01 possui 0 menor tamanho médio
de comunidade (68,20) e, consequentemente, o menor consumo de CPU da categoria.

No caso do uso de memoria RAM. o consumo médio para os grafos reais e sintéticos
foi ainda maior que o de CPU. Na maioria dos casos esse consumo ficou acima de 90%, o
que aumenta a eficiéncia no uso dos recursos do cluster. Isso se deve ao fato do Apache
Spark e seus RDDs priorizarem o uso de memoria RAM em cada um dos nés do cluster,
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Figura 40 — Resultados do Algoritmo ADDIC - grafos sintéticos - Consumo de Memdria
RAM.

em detrimento ao uso de disco, como acontece em outros frameworks, como é o caso do
Apache Hadoop MapReduce, por exemplo.

O consumo de memoria RAM, em ambas as categorias de grafos, apresentou o
mesmo comportamento do consumo de CPU. Aqueles grafos que possuem o tamanho
médio de comunidades maior, também apresentaram maior consumo médio de meméria
RAM.

Por dltimo, destaca-se que a quantidade de comunidades em conjunto com 0s
tamanhos médios dessas comunidades tém impacto direto no consumo de recursos do
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cluster. Diante das caracteristicas do algoritmo ADDIC, isso é esperado, pois quanto maior
as comunidades, mais custosa sera a execucao da etapa Merge, pois sao mais vértices
para serem concatenados. Nao é o tamanho do grafo ou a quantidade de comunidades de
maneira isolada que faz esse consumo aumentar.

6.3 Escalabilidade

A escalabilidade tornou-se uma medida importante e desejavel em métodos que
detectam comunidades, principalmente devido ao aumento da populagao que utiliza servigos
de redes sociais (BUZUN et al., 2014). O algoritmo ADDIC beneficia-se do RDD ((Resilient
Distributed Dataset) implementado na tecnologia Apache Spark, que contribui diretamente
para a escalabilidade do algoritmo, ao processar os dados prioritariamente em memaria.

Neste trabalho, para realizar a medida de escalabilidade, sera utilizado o calculo do
Speedup. O Speedup é uma métrica que nos diz 0 quao mais rapido uma tarefa ira executar
usando um computador com alguma melhoria em relagdo ao computador sem a melhoria
(PATTERSON; HENNESSY/, 2007). O Speedup é apresentado pela Equacao

1
. pctPar
(1 = pctPar) + 2= =

S(p) = (4)
A medida do Speedup do algoritmo ADDIC foi realizada para todos os grafos

(reais e sintéticos). O calculo do Speedup foi realizado executando-se cada grafo em cada

configuragao de cluster proposta no trabalho, sendo 1, 2, 4, 8, e 16 maquinas.

A Figura [41| apresenta a escalabilidade do algoritmo ADDIC para a categoria de
grafos reais, além de uma linha representando a linearidade. Observa-se que o grafo
GRO06 alcangou 96,93% da linearidade para o cluster configurado com duas maquinas.
Esse valor foi 0 mais proximo da linearidade que se conseguiu alcancar com os grafos
reais, entretanto varios outros experimentos com essa categoria de grafo alcangaram bons
resultados de Speedup, quando comparado com a linearidade. Sao os casos do grafo GR05
com 95,19% e GR04 com 89,87%. Vale destacar que os grafos que possuem os tamanhos
maiores sdo também aqueles que apresentam melhores resultados de escalabilidade. Isso
se deve ao fato de que essa caracteristica do grafo (maior tamanho) faz com que o cluster
permaneca com uma taxa de ocupac¢ao maior dos recursos, o que melhora a escalabilidade
do algoritmo.

Os resultados de escalabilidade dos grafos sintéticos foram muito préximos aos
resultados da categoria dos grafos reais, conforme apresentado na Figura[42] O melhor
resultado apresentado foi com o grafo GS05 que apresentou 95,50% do percentual da
linearidade. Vale destacar que outros grafos sintéticos também ficaram bem prdximos da
linearidade, como é o caso do grafo GS04 com 84,20% e GS03 com 77,57 %.
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Figura 42 — Resultado ADDIC - Speedup - grafos sintéticos.

Por fim, na comparacao da escalabilidade entre os grafos reais e grafos sintéticos,
conclui-se que os resultados apresentados pelos grafos reais sdo mais eficientes, pois
estdo mais proximos da linearidade que é tida por alguns autores como a Linearidade
Otima. Mesmo assim, chama a atencao existirem alguns grafos sintéticos que sdo maiores
que os grafos reais € mesmo assim possuem um speedup menor. O que explica esse
acontecimento € o fato de as bases sintéticas poderem ter uma estrutura que, mesmo que
haja o ajuste do gerador para que o resultado fique o mais préximo possivel da realidade,
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nao condiz totalmente com a realidade, no que diz respeito aos graus dos vértices e também
as comunidades geradas.

6.4 Eficiéncia

A eficiéncia € uma métrica diretamente relacionada ao Speedup e determina quao
bem utilizados estdo os recursos computacionais. Para calcular a eficiéncia de uma execu-
cao paralela, deve-se calcular o Speedup e dividi-lo pelo nimero de maquinas utilizadas. O
nlmero é expresso em percentagem. Seja S(p) o Speedup, p 0 nimero de maquinas, 7'(1)
o tempo de execugao do algoritmo em apenas uma maquina do cluster e T'(p) o tempo de
execugdo em p maquinas, a eficiéncia F(p) é dada pela Equagéo

N
S
=

S)
p  pT(p)
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Figura 43 — Resultado ADDIC - Eficiéncia - grafos reais.

A Figura|43|apresenta os percentuais de eficiéncia para o conjunto de grafos reais.
Grande parte dos grafos reais apresentam boas taxas de eficiéncia, principalmente GR04
e GRO05 que apresentam taxas acima de 80% para todas as configuragdes de cluster. O
GRO05 apresentou taxas acima de 89% para todas as configuracdes de cluster.

A Figura |44| apresenta os resultados de eficiéncia para os grafos sintéticos. Para
esse conjunto de grafos, obteve-se percentuais de eficiéncia ainda melhores. O Grafo GS05,
por exemplo, apresentou taxas de eficiéncia acima de 90% para todos as configuragdes de
cluster, o que caracteriza que o algoritmo ADDIC faz um bom uso dos recursos disponiveis.
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Figura 44 — Resultado ADDIC - Eficiéncia - grafos sintéticos.

Na Secao [6.3] foi apresentado que os grafos maiores apresentavam melhores
resultados de Speedup, e isso impacta diretamente na Eficiéncia. A medida que obtem-se
melhores taxas de Speedup os resultados de Eficiéncia também aumentam, pois isso
significa que esta utilizando mais os recursos computacionais disponiveis.

6.5 Comparacao com o Algoritmo Sequencial

Esta sec¢ao tem o objetivo de comparar o algoritmo ADDIC com outro algoritmo da
literatura que trabalha com deteccao de comunidades sobrepostas em grandes grafos. O
algoritmo escolhido foi o DEMON (COSCIA et al.,[2012). Uma das limitacées do DEMON é
que ele nao tem a capacidade de paralelizagao e distribuicao dos dados ao longo de um
cluster de maquinas. Isso impede que esse algoritmo encontre comunidades em bases de
dados realmente grandes, como é o caso de bases de grandes redes sociais, por exemplo.

A ideia inicial era que o algoritmo sequencial DEMON fosse comparado com o
algoritmo ADDIC usando todos os conjuntos de dados (reais e sintéticos). Durante os
experimentos, alguns grafos simplesmente ndo executaram no DEMON, pois demandaram
mais recursos computacionais do que a capacidade disponivel, causando travamento na
méaquina e problemas com memoéria. Diante dessa situagéo, a Tabela[7|apresenta os grafos
que finalizaram a execugdo no DEMON. Observa-se que foi possivel executar o DEMON
apenas para uma base de dados sintética, pois essas bases comegam com tamanho de
600.000 (V+A).

A Figura [45 apresenta a comparagao de tempo de execugéo do algoritmo ADDIC e
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ld Nome Tempo Sequencial (hh:mm:ss)
GRO1 Congress 00:00:53
GRO02 | ego-Facebook 00:04:12
GRO3 IMDb 00:37:50
GR04 Amazon 08:36:45
GSO01 Sint1 01:01:06

Tabela 8 — Comparacao entre ADDIC e Algoritmo Sequencial.

o algoritmo sequencial, utilizando os grafos reais GR01 e GR02. Observa-se que o grafo
GRO1 apresenta um desempenho melhor com o algoritmo sequencial, porém ao configurar

o cluster com 4 maquinas, o algoritmo ADDIC comeca a apresentar um melhor desempenho
e 0 tempo de resposta vai melhorando até a ultima configuragéo, com dezesseis maquinas
Ja para o grafo GR02, o ADDIC é melhor ja a partir da segunda maquina adicionada ao

cluster.
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Figura 45 — Comparagéo entre algoritmos ADDIC e sequencial - Grafos GR01 e GR02
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Figura 46 — Comparacao entre algoritmos ADDIC e sequencial - Grafos GR03 e GR04

A Figura [46] apresenta a comparagéao entre o ADDIC e o algoritmo sequencial para
os grafos reais GR03 e GR04. Observa-se que, para ambos os grafos, o algoritmo ADDIC
apresentou melhor desempenho a partir da segunda maquina adicionada ao cluster e
permaneceu melhorando o tempo até o nimero maximo de maquinas. Para o grafo GRO3,
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Figura 47 — Comparacao entre algoritmos ADDIC e sequencial - grafo sintético GS01

executado com o cluster configurado com dezesseis maquinas, o ADDIC foi 3,62 vezes
melhor que o algoritmo DEMON. Para o grafo GR04 essa taxa foi de 6,31 vezes. Essa
diferenca de tempo de execucéo entre DEMON e ADDIC tende a aumentar, a medida que
o tamanho do grafo também aumenta. Infelizmente essa comparagao é limitada, pois nao
foi possivel realiza-la para grafos ainda maiores, como € o caso dos grafos reais GR05 e
GRO06.

Por ultimo, a Figura [47| apresenta o resultado do Unico grafo sintético que executou
até o fim no algoritmo sequencial. Assim como aconteceu com os grafos reais, o algoritmo
ADDIC apresentou melhor desempenho a partir da inclusdao da quarta maquina no cluster.
Para esse grafo (GS01), a execugao no cluster configurado com dezesseis maquinas foi
aproximadamente 3,67 vezes mais rapido do que o algoritmo sequencial DEMON. Isso ajuda
a destacar a importancia do algoritmo ADDIC, pois além de proporcionar essa melhoria no
tempo de execucéo, ele também pode ser usado para grafos realmente grandes, que sao
inviaveis de serem processados no DEMON.

A ferramenta Spark foi projetada para processar grandes massas de dados e para
executar em um cluster com varias maquinas (WHITE, 2009). Por isso, o Spark apresenta
overhead ao executar em poucas maquinas. Esse overhead é gerado devido ao particiona-
mento dos RDDs que precisam ser processados e armazenados distribuidamente. Esse
€ o motivo do algoritmo ADDIC apresentar tempo de execug¢ao melhor que o algoritmo
sequencial somente a partir de algumas maquinas adicionadas ao cluster.
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6.6 Consideracoes Finais

Neste capitulo foram apresentados os resultados dos experimentos executados
com o ADDIC para cada um dos tipos de grafos de teste, reais e sintéticos. Os resultados
dos experimentos foram comparados com o algoritmo sequencial DEMON, presente na
literatura.

Os resultados experimentais mostraram que:

1. O ADDIC executa distribuidamente e encontra comunidades sobrepostas em grandes
grafos.

2. Os tempos de resposta do algoritmo ADDIC variam de acordo com a quantidade e
tamanho das comunidades presentes no grafo, além do nimero de vértices e arestas.

3. O Speedup do algoritmo € proximo ao linear para alguns grafos experimentados,
principalmente aqueles de maior tamanho.

4. A medida de eficiéncia do algoritmo ADDIC alcangou o valor maximo de 0,97.

5. O algoritmo ADDIC foi projetado para executar grafos de tamanho grande. Grafos
pequenos podem apresentar tempos de execugao piores que os tempos do algoritmo
sequencial, pois existe o overhead do framework Apache Spark, que é um custo
adicional para a insténcia das tarefas, gerenciamento dos nés do cluster e distribuicao
dos trabalhos. Esse overhead pode inviabilizar o processamento desses grafos.

6. O algoritmo ADDIC se apresenta como uma alternativa para processamento de grafos
realmente grandes, pois um dos principais algoritmos da literatura utilizados para
descoberta de comunidades sobrepostas (DEMON) ndo tem capacidade de processar
esses grafos, devido sua caracteristica sequencial.

O proximo capitulo apresenta as conclusdes deste trabalho e os trabalhos futuros.
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7 Conclusao

A programagéo paralela e distribuida esteve sempre presente nos estudos da compu-
tacdo. No entanto, a ampla disponibilidade de maquinas paralelas esta sendo experimentada
pela primeira vez na histéria da computacédo. Neste contexto, a programacéao paralela e
distribuida tem um apelo sem precedentes. Os problemas modelados por meio da Teoria de
Grafos também apresentam um grande avanco ao proporcionar métricas que permitem o
avanco no estudo de Redes Complexas. Os frameworks de processamento paralelo e distri-
buido, tais como o Apache Hadoop/MapReduce e Apache Spark, surgiram como um auxilio
aos desenvolvedores de software, principalmente ao proporcionarem automaticamente o
controle da paralelizagéo e distribuicdo do processamento, o gerenciamento do cluster e a
tolerancia a falhas. A combinacao entre grafos grandes, programacao paralela e distribuida
e os frameworks inspirou a condugao deste trabalho.

Neste momento de concluséo do trabalho, se torna muito importante revisitar todos
0s objetivos que foram tragados no inicio do Capitulo 1 deste projeto e confronta-los com os
resultados obtidos, apresentando as principais contribuicdes deste projeto.

O objetivo central tracado para este trabalho foi planejar, modelar e desenvolver um
algoritmo paralelo e distribuido baseado no método de Label Propagation, no conceito de
Redes Ego e no framework Apache Spark. Este objetivo foi alcan¢ado pois, neste trabalho,
foi desenvolvido o ADDIC (Algoritmo para Detecgao Distribuida de Comunidades) que é um
algoritmo paralelo e distribuido, criado para ser executado no ambiente Apache Spark.

O objetivo central ia além e propunha produzir resultados inéditos de pesquisa que
levassem a novas técnicas e/ou ferramentas para Detecccdo de Comunidades Sobrepostas.
O algoritmo ADDIC é um algoritmo inédito que detecta comunidades sobrepostas em grafos
grandes, que utiliza o Apache Spark como suporte de execugao, € baseado em Redes
Ego e na técnica de Label Propagation. O Capitulo 1 ainda destacava quatro objetivos
especificos e cada um deles séo discutidos em seguida.

O primeiro objetivo especifico propés validar os resultados do algoritmo criado com
resultados de outra publicacdo de mesmo fim presente na literatura, no que diz respeito a
quantidade e tamanho das comunidades encontradas. O ADDIC foi baseado na ideia do
algoritmo DEMON e diversos experimentos foram executados utilizando os dois algoritmos.
Em seguida, os resultados de quantidade de comunidades sobrepostas encontradas e
tamanho dessas comunidades foram comparados. O algoritmo ADDIC apresentou resulta-
dos idénticos ao DEMON, o que atesta a corregao dos resultados apresentados pelo novo
algoritmo.

O préximo objetivo diz respeito a comparacao do tempo de execugao do algoritmo
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ADDIC com um algoritmo sequencial presente na literatura, no caso o DEMON, utilizando
todos os conjuntos de dados em formato de grafos reais e sintéticos. Nao foi possivel
comparar todos os conjuntos de dados entre os dois algoritmos, pois 0 DEMON nao
suporta grafos muito grandes e apresentou travamento e estouro de memoria em grande
parte dos experimentos. Foram realizados mais de 3.200 horas de experimentos com o
algoritmo ADDIC e, ao comparar aqueles grafos que foram possiveis de serem executados
no algoritmo sequencial DEMON, observou-se que o ADDIC apresentou resultados até 6,31
vezes melhores, a partir do cluster configurado com duas ou mais maquinas. Sabe-se que
o Apache Spark apresenta um overhead inicial devido ao particionamento dos RDDs que
precisam ser processados e armazenados distribuidamente. Esse é o motivo do algoritmo
ADDIC apresentar tempo melhor que o DEMON apenas ap6s adicionar algumas maquinas
ao cluster.

O terceiro objetivo especifico deste trabalho propés verificar e avaliar métricas de es-
calabilidade e eficiéncia do algoritmo ADDIC a medida que maquinas vao sendo adicionadas
ao cluster, por meio da métrica de Speedup. Os experimentos foram realizados com o clus-
ter configurado com 1, 2, 4, 8 e 16 maquinas. Com isso, realizou-se o calculo do Speedup
e da Eficiéncia do algoritmo ADDIC. Foi realizada uma comparagdo com a Escalabilidade
Linear que é tida como a escalabilidade 6tima por diversos autores na literatura e o ADDIC
apresentou valores bem proximos a essa linearidade para diversos grafos experimentados,
com destaques para o grafo real GR06 que alcancou 96,93% e o grafo sintético GS05, que
alcangou 95,50% desta linearidade, ambos com o cluster configurado com duas maquinas.
No que diz respeito a taxa de eficiéncia, o ADDIC apresentou resultados acima de 90%
em todos os experimentos realizados com o grafo GS05, que foi 0 maior grafo utilizado, o
que garante que o ADDIC faz bom uso dos recursos disponiveis no cluster, principalmente
aumentando a taxa de eficiéncia a medida que o tamanho do grafo cresce.

O quarto objetivo especifico trata da avaliagdo do consumo de recursos computacio-
nais do cluster, tais como: CPU e Memdéria RAM. Durante a execug¢ao dos experimentos
deste trabalho, os recursos computacionais do cluster foram monitorados utilizando uma
maquina dedicada para esse fim e também a ferramenta Ganglia. No que diz respeito a
CPU, o monitoramento demonstrou que o consumo dos grafos reais foram menores que 0s
grafos sintéticos e que o tamanho médio das comunidades tem impacto nesse consumo,
ou seja, quanto maior a média de tamanho das comunidades que o ADDIC encontra, mais
a CPU é exigida. Uma explicacéo para isso € que, devido ao tamanho das comunidades
encontradas, existe a execugéo da fungcao Merge do algoritmo mais exigida e, com isso,
mais consumo de CPU. O consumo de Meméria RAM segue a mesma tendéncia e isso é
esperado pois, 0 Apache Spark prioriza 0 armazenamento dos dados em meméria primaria,
evitando ao maximo a manipulagéo de disco rigido.

Por fim, conclui-se que este trabalho alcangou plenamente os objetivos tragcados
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no inicio do projeto e que ele se torna bastante contribuitivo ao paralelizar e distribuir um
algoritmo sequencial existente na literatura. O ADDIC foi criado para resolver um desafio
real e presente em trabalhos importantes da literatura, ao surgir como uma opg¢ao de proces-
samento paralelo e distribuido de grafos grandes, na busca por comunidades sobrepostas,
utilizando as técnicas de Rede Ego e Label Propagation. O ADDIC se apresenta como uma
ferramenta importante ao conseguir processar grandes grafos que nao sao possiveis de
serem processados no DEMON que € sua versao sequencial, além de utilizar um modelo
de programacao emergente (Apache Spark) e, por meio de diversos experimentos, provou
ser eficiente e escalavel.

7.1 Trabalhos Futuros

Deve-se ressaltar que os experimentos realizados neste trabalho foram processados
em um pequeno cluster em comparag¢ao aos experimentos realizados por outros trabalhos
da literatura. E preciso futuramente executar os mesmos experimentos em um cluster maior,
com o objetivo de verificar o comportamento do algoritmo ADDIC quanto ao tempo de
execucao, a medida que mais maquinas sao adicionadas ao cluster.

Para processamento de grafos ainda maiores aqueles que foram processados nesse
trabalho, sdo necessarias maquinas com mais espaco em memoéria RAM, pois como se
sabe, os algoritmos para detec¢cao de comunidades em grandes grafos e implementados
em Apache Spark, utilizam grandes quantidades de memoria.

Sugere-se ainda, como trabalho futuro, algumas possiveis melhorias no algoritmo
ADDIC. A experiéncia da programacao e execucgao do algoritmo permitiu descobrir que
existem muitas formas de realizar essas melhorias. A principal delas € criar uma maneira
de distribuir o processamento da fungdo Merge. Isso ndo € uma tarefa simples, pois a
juncéo dos dados ¢ iterativa e todos os nés do cluster precisariam de acesso aos dados
mesclados pelos outros nés, o que inviabiliza, pelo menos temporariamente, a paralelizacao
e distribuicdo dessa tarefa. Outra questao diz respeito a otimizagéo do uso dos RDDs. Como
os RDDs se tratam de uma estrutura de dados imutavel, muitos RDDs s&o criados com os
resultados da fungéo Label Propagation e isso ocasiona um maior uso de meméria. Deve-se
buscar uma maneira de otimizar ainda mais a criacao dessas estruturas de dados.

7.2 Consideracoes Finais

Esse trabalho foi uma grande experiéncia com programagao paralela e distribuida,
principalmente com o ambiente Apache Spark. O ambiente de cluster, exigido pelo modelo,
€ um ambiente que tem uma configuracdo nao trivial e que demanda muito tempo para esse
fim. Em comparac¢ao com outros trabalhos da literatura ja consolidados, tais como o DEMON,
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EgoLP e Ego-Splitting, este trabalho contou com o ambiente computacional, a equipe de
pesquisadores e o tempo de desenvolvimento bastante restritos. No entanto, mesmo frente
a essas restricoes, foi considerado que o objetivo foi alcangado e os resultados foram
satisfatérios.
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